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สถาบนัการเงินมีบทบาทต่อการขบัเคล่ือนเศรษฐกิจโดยมีผลิตภณัฑก์ารออมเงินเป็นแหล่งเงินทนุ

หลกั และแมว้่าจะมีระบบการเงินแบบดิจิทลัแลว้ แต่การติดต่อส่ือสารผ่านทางโทรศพัทเ์พื่อน าเสนอผลิตภณัฑ์
แก่ลกูคา้ยงัคงไดร้บัความนิยม ซึ่งหากไม่มีการวิเคราะหข์อ้มลูก่อนท าการติดต่ออาจส่งผลใหสิ้น้เปลืองค่าใชจ้่าย 
เวลา และก่อให้เกิดประสบการณ์ที่ไม่ดีแก่ลูกคา้ จุดประสงคข์องงานวิจัยนีมุ้่งเนน้ไปยังการใชก้ารเรียนรูด้ว้ย
เครื่องแบบอธิบายไดเ้พื่อช่วยคัดเลือกคุณลักษณะในการพัฒนาแบบจ าลองส าหรับจ าแนกกลุ่มลูกคา้ที่มี
แนวโนม้ในการสมคัรผลิตภณัฑเ์ปรียบเทียบกับวิธีการแบบดัง้เดิม โดยใชง้านชดุขอ้มลู ‘Bank Marketing Data 
Set’ ซึ่งเป็นชุดข้อมูลสาธารณะจาก  University of California, Irvine ที่ เก็บรวบรวมเก่ียวกับการน าเสนอ
ผลิตภัณฑ์เงินฝากประจ าผ่านทางโทรศัพทข์องธนาคารแห่งหนึ่งในประเทศโปรตุเกส  ซึ่งชุดขอ้มูลมีความไม่
สมดุลกันสูงจึงมีการจัดการดว้ยเทคนิค Class Weight, Random Under Sampling และ SMOTE ร่วมกับการ
สรา้งแบบจ าลอง Logistic Regression, Random Forest, LightGBM และ XGBoost ส าหรบัการท านาย รวม
ไปถึงการคัดเลือกคุณลักษณะดว้ยวิธี  F-Value, Recursive Feature Elimination และเทคนิคการเรียนรูด้ ้วย
เครื่องแบบอธิบายไดด้ว้ยวิธีการแบบ SHAP โดยการประเมินประสิทธิภาพจะเนน้ไปยังการตรวจจับ (Recall) 
กลุ่มลูกค้าที่สมัครผลิตภัณฑ์ โดยค่าประสิทธิภาพอื่นๆ เช่น ความแม่นย า (Accuracy) ยังอยู่ในเกณฑ์ที่
เหมาะสม และการน า SHAP มาใชง้านสามารถช่วยอธิบายการท างานของแบบจ าลองรวมถึงการท านายใน
ระดบัรายบคุคลไดอ้ย่างชดัเจน โดยจากวิธีการคดัเลือกเพื่อคน้หาคณุลกัษณะที่ส าคญัสงูสดุสองอนัดบั 6 วิธีการ 
พบว่าคุณลกัษณะที่ปรากฏบ่อยครัง้ที่สดุสองอนัดบัแรก ไดแ้ก่ ‘อตัราดอกเบีย้กูย้ืมระหว่างธนาคารภายในยุโรป
รายวนั’ และ ‘จ านวนพนกังานรายไตรมาส’ ซึ่งแบบจ าลองที่มีการใชง้านเพียงสองคุณลกัษณะนีส้ามารถใหค้่า
ประสิทธิภาพ Recall ของกลุ่มลกูคา้ที่สมคัรผลิตภณัฑท์ี่ 71% และ Accuracy ที่ 72% เทียบเท่าแบบจ าลองที่ใช้
งานทกุคณุลกัษณะ นอกจากนีก้ารวิเคราะหค์วามผิดพลาดของแบบจ าลองแสดงใหเ้ห็นว่าการท านายที่ผิดพลาด
เนื่องมาจากลกัษณะของขอ้มลูมีความใกลเ้คียงกับขอ้มลูอีกกลุ่มอย่างมากจนไม่สามารถจ าแนกกลุ่มไดอ้ย่าง
ชดัเจน 
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Financial institutions play a vital role in driving the economy, with savings products as 

the primary source of funding. Despite the digital financial systems and products offering products 
via phone to customers remains popular. Without analysis of prior customer contacting, there is a risk 
of time-consuming, wasteful expenses, and dissatisfied customers. This research focuses on using 
interpretable machine learning to discover important features in model development for classifying 
customers who are likely to apply for a product, compared to traditional methods. The public dataset 
known as the Bank Marketing Data Set, collected information about offering deposit products by a 
phone call from a bank in Portugal, was used. The dataset is extremely imbalanced, so Class Weight, 
Random Undersampling, and SMOTE techniques were implemented along with creating models 
such as Logistic Regression, Random Forest, LightGBM, and XGBoost for prediction, as well as F-
Value, Recursive Feature Elimination and SHAP (SHapley Additive exPlanations) for feature selection. 
Performance evaluation focuses on the detection of customers who applied for the product (recall), 
with other metrics such as accuracy and remaining adequate. Using SHAP is able to explain the 
operations of the model and to clarify individual-level predictions. Regarding the six feature selection 
techniques, the two most important features frequently appeared were found to be 'euribor3m' and 
'nr. employed'. The experiment revealed that classification models with only these two features were 
able to reach the same capability level, with a recall of positive class at 71% and accuracy at 72%, of 
models with completed features. Furthermore, error analysis proves that the similarity of instance 
characteristics is able to mislead the classification models and resulting in inaccurate behavior. 

 
Keyword : Machine Learning, Interpretable Machine Learning, Bank Telemarketing, Feature 
Selection, SHAP 
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บทที ่1 
บทน า 

1.1 ทีม่าและความส าคัญของการวิจัย 
สถาบนัการเงินเป็นองคก์รหลกัซึ่งมีบทบาทและความส าคญัต่อการพฒันาและขบัเคลื่อน

เศรษฐกิจตัง้แต่ระดับรายบุคคลไปจนถึงในระดับประเทศ เนื่องจากเงินทุนเป็นปัจจัยส าคัญทาง
เศรษฐกิจซึ่งมีอยู่จ  ากัด สถาบนัการเงินจึงตอ้งจัดสรรเงินทุนเหล่านัน้ใหเ้พียงพอกบัความตอ้งการ
ของหน่วยธุรกิจและประชาชน โดยสถาบนัการเงินมีหนา้ที่หลกัๆ ในการระดมทนุและจดัสรรเงินทุน
ใหแ้ก่ภาคเศรษฐกิจ รบัด าเนินการช าระสินคา้และค่าบริการ การใหบ้ริการการออมเงินและสินเชื่อ 
การบรหิารความเสี่ยง รวมไปถึงการใหข้อ้มลูทางการเงินเพื่อประกอบการตดัสินใจต่างๆ 

สถาบนัการเงินเป็นตัวกลางระหว่างผูฝ้ากเงินกับผูกู้เ้งิน ซึ่งจะเป็นผูร้บัภาระความเสี่ยง
แทนเนื่องจากสถาบันการเงินจะน าเงินของผูฝ้ากไปปล่อยสินเชื่อแก่ผูกู้ ้เพื่อสรา้งผลก าไร ดังนั้น
สถาบนัการเงินจึงตอ้งรบัภาระความเสี่ยงแทนผูฝ้ากเงิน นอกจากนีส้ถาบนัการเงินยงัเป็นผูส้รา้ง
สภาพคล่องทางการเงิน โดยเป็นผูค้  า้ประกนัการออกเช็ค ตั๋วสญัญาใชเ้งิน บตัรเครดิต ฯลฯ ใหก้ับ
บริษัท หา้งรา้น และประชาชน เพื่อใหต้ราสารดงักล่าวไดร้บัการยอมรบัและมีความน่าเชื่อถือ ท า
ใหก้ารซือ้ขายสินคา้ต่างๆ ระหว่างผูซ้ือ้กบัผูข้ายเป็นไปอย่างสะดวกรวดเร็ว 

การออมเงินหรือการฝากเงิน ถือเป็นส่วนส าคัญส่วนหนึ่งที่ท าให้ชีวิตสามารถบรรลุ
เป้าหมายในสิ่งที่มุ่งหวังได ้เช่น การออมเงินเพื่อซือ้ที่อยู่อาศัย การออมเงินส าหรบัการเดินทาง
ท่องเที่ยว เป็นตน้ นอกจากนีก้ารออมเงินไวเ้พื่อใชย้ามฉุกเฉินสามารถลดปัญหาการขาดสภาพ
คล่องทางการเงินในสถานการณ์ต่างๆ ได ้เช่น เงินส ารองเมื่อเกิดการเจ็บป่วย เงินฉุกเฉินส าหรบั
ซ่อมแซมยานพาหนะ เป็นต้น ดังที่กล่าวมาข้างต้นจะเห็นได้ว่าการออมเงินนั้นถือได้ว่ามี
ความส าคญักบัชีวิตของทุกคน ซึ่งสามารถท าใหช้ีวิตบรรลเุปา้หมายหรือสามารถลดการสรา้งภาระ
หนีส้ินได ้

ในแง่ของสถาบันการเงิน การออมเงินหรือการฝากเงินถือไดว้่ามีความส าคัญอย่างสูง 
เนื่องจากเงินฝากถือเป็นแหล่งเงินทุนหลกัของสถาบนัการเงินส าหรบัน าไปใช้ในการด าเนินธุรกิจ 
ไม่ว่าจะเป็นการน าไปลงทุนประเภทต่างๆ ทัง้ในประเทศและต่างประเทศเพื่อใหเ้กิดผลตอบแทน 
การปล่อยกู้ยืมสินเชื่อต่อทั้งภาครฐั ภาคเอกชน และระดับรายย่อย โดยสถาบันการเงินจะได้
ผลตอบแทนเป็นดอกเบีย้จากการกูย้ืม ดังนัน้สถาบนัการเงินต่างๆ จึงตอ้งมีการแข่งขนักันในดา้น
ของผลิตภัณฑเ์งินฝาก ผลตอบแทน การโฆษณา และการตลาด เพื่อโนม้นา้วและดึงดูดใหลู้กคา้
เกิดความสนใจในการลงทนุเงินฝากกบัสถาบนัการเงินนัน้ๆ 
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ผลิตภณัฑเ์งินฝากของสถาบนัการเงินมีอยู่เป็นจ านวนมาก ซึ่งอาจจะมีความแตกต่างกนั
ไปในแต่ละสถาบนั ผลิตภณัฑเ์งินฝากที่เป็นที่นิยมสว่นใหญ่ ไดแ้ก่ 

1. บัญชีเงินฝากกระแสรายวัน  (บัญชีเดินสะพัด) เป็นบัญชีเงินฝากที่เน้นความ
สะดวกสบายส าหรบัการด าเนินธุรกิจ เน้นกลุ่มลูกค้าในระดับกลางหรือระดับสูงที่มีเครดิตดี
เนื่องจากบญัชีเงินฝากกระแสรายวันสามารถเบิกถอนเงินเกินบญัชีได ้ซึ่งสถาบนัการเงินจะมีการ
คิดอตัราดอกเบีย้รายวนัซึ่งเบิกเกินบญัชี โดยการใชจ้่ายเงินในบญัชีกระแสรายวนัจะอยู่ในรูปแบบ
ของการเซ็นเช็ค นอกจากนี ้บัญชีเงินฝากกระแสรายวันจะไม่มีการจ่ายดอกเบี ้ยให้แก่ผู ้ฝาก
เนื่องจากลกูคา้ไดร้บัความสะดวกสบายในการใชจ้่ายเป็นการตอบแทน 

2. บญัชีเงินฝากออมทรพัย ์เป็นบญัชีเงินฝากที่สถาบนัการเงินใหบ้รกิารโดยเนน้กลุ่ม
ลกูคา้รายย่อย ซึ่งจะมีความสะดวกสบายในการฝากเงินและถอนเงิน โดยไม่มีการก าหนดจ านวน
เงินขัน้ต ่าในการฝากและถอน บญัชีเงินฝากออมทรพัยม์ีการจ่ายดอกเบีย้เงินฝากใหแ้ก่ผูฝ้ากเงิน 
โดยส่วนใหญ่จะมีการจ่ายดอกเบีย้ปีละ 2 ครัง้ซึ่งมีการค านวณเป็นรายวัน แต่อัตราดอกเบีย้จะ
ค่อนขา้งต ่าเนื่องจากไม่ไดม้ีการก าหนดเวลาในการฝากและถอนเงิน ธนาคารจึงไม่สามารถน าเงิน
ไปลงทุนต่อไดอ้ย่างเต็มประสิทธิภาพ นอกจากนีล้กูคา้ส่วนใหญ่มกัจะไม่น าฝากเงินจ านวนมากใน
บญัชีออมทรพัย ์สง่ผลใหม้ีจ  านวนเงินที่ไม่มากพอในการน าไปลงทนุอย่างมีประสิทธิภาพ 

3. บัญชีเงินฝากประจ า เป็นบัญชีเงินฝากที่มีการก าหนดระยะเวลาและจ านวนเงิน
ขัน้ต ่าในการฝาก โดยสถาบันการเงินจะจ่ายดอกเบีย้ในอัตราที่สูงกว่าบญัชีออมทรพัย์เนื่องจาก
การฝากเงินในบญัชีเงินฝากประจ าจะมีระยะเวลาในการฝากที่ยาวนานกว่าบญัชีเงินฝากแบบออม
ทรพัย ์ซึ่งท าใหส้ถาบนัการเงินสามารถน าเงินไปลงทุนต่อยอดไดอ้ย่างเต็มประสิทธิภาพ เช่น การ
น าเงินไปปล่อยสินเชื่อเงินกู้ การน าเงินไปลงทุนในสินทรพัยป์ระเภทต่างๆ เป็นตน้ ดงันัน้บญัชีเงิน
ฝากประจ าจึงเหมาะส าหรบัลูกค้าที่มีเงินสดซึ่งไม่มีความจ าเป็นเร่งด่วนที่จะต้องใช้งานและ
ตอ้งการผลตอบแทนเงินฝากซึ่งมีมลูค่าสงู นอกจากนีก้ารลงทนุประเภทเงินฝากถือเป็นการลงทุนที่
มีความเสี่ยงนอ้ยหรือไม่มีความเสี่ยง จึงเหมาะสมกบัทกุกลุม่ลกูคา้โดยเฉพาะอย่างยิ่งกลุ่มลกูคา้ที่
สามารถรบัความเสี่ยงไดน้อ้ย 

จากขอ้มลูขา้งตน้จะสามารถเห็นไดว้่าผลิตภณัฑเ์งินฝากประจ ามีความส าคญัเป็นอย่าง
มากต่อสถาบนัการเงินส าหรบัการน าไปใชป้ระโยชนใ์นการด าเนินธุรกิจเพื่อสรา้งผลก าไร 

ในสังคมยุคปัจจุบันได้มีการน าสื่อดิจิทัลจ านวนมากเข้ามาเป็นส่วนหนึ่งของการ
ด ารงชีวิตของผูค้น มีกระบวนการในการน าเทคโนโลยีสมยัใหม่มาสรา้ง ปรบัปรุง หรือเปลี่ยนแปลง
แทนที่การด าเนินธุรกิจแบบเก่าในอดีต เพื่อใหธุ้รกิจหรือองคก์รสามารถรองรบักบัยุคดิจิทลัซึ่งมกีาร
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เปลี่ยนแปลงอย่างรวดเร็วอยู่ตลอดเวลา หรือที่เรียกว่า Digital Transformation ซึ่งส่งผลดีหลาย
ประการต่อธุรกิจหรือองค์กร ไม่ว่าจะเป็นความสามารถในการเก็บรวบรวมข้อมูลเชิงลึกได้มี
ประสิทธิภาพมากขึน้ ซึ่งส่งผลดีในด้านของความสามารถในการท าความเข้าใจลูกค้า ท าให้
สามารถวางแผนกลยุทธ์ทางธุรกิจเพื่อเพิ่มโอกาสในการประสบความส าเร็จ หรือในด้านของ
ความสามารถในการเพิ่มประสิทธิภาพความคล่องตวัต่อธุรกิจหรือองคก์ร เช่น พนกังานขององคก์ร
สามารถท างานจากสถานที่ใดก็ไดโ้ดยใชพ้ืน้ที่จัดเก็บขอ้มูลแบบบนกลุ่มเมฆ (Cloud Storage) 
เพื่อจัดเก็บเอกสารแบบดิจิทัล (Soft File) แทนการใช้งานเอกสารแบบกระดาษ ท าให้ผู ้มีส่วน
เก่ียวขอ้งสามารถเขา้ถึงเอกสารไดอ้ย่างรวดเร็ว นอกจากนีย้ังมีขอ้ดีอีกหลายประการที่ยังไม่ถูก
กลา่วถึง 

ในสงัคมยุคดิจิทลัสถาบนัการเงินต่างๆ ก็ตอ้งมีการปรบัตวัเพื่อใหม้ีความสามารถในการ
แข่งขันและด าเนินธุรกิจในยุคปัจจุบนั โดยการเปลี่ยนแปลงหลกัๆ ทางดิจิทัลของสถาบนัการเงิน
ประกอบไปดว้ยการเปลี่ยนแปลงในระดับภายในองคก์รซึ่งจะเก่ียวขอ้งกับการด าเนินธุรกิจและ
พฒันาผลิตภณัฑข์องสถาบันการเงินนัน้ๆ เช่น การใชง้านเอกสารดิจิทลัแทนที่การใชเ้อกสารแบบ
กระดาษ การใชง้านโปรแกรมสื่อสารออนไลนเ์พื่อด าเนินการประชุม การพัฒนาโปรแกรมโดยใช้
งานเทคโนโลยีสมัยใหม่ที่มีประสิทธิภาพสูงเป็นตน้ และการเปลี่ยนแปลงต่อประสบการณ์การใช้
งานของลูกค้า เช่น การติดต่อสื่อสารกับลูกค้าด้วยจดหมายอิเล็กทรอนิกสแ์ทนจดหมายแบบ
กระดาษ การใชง้านการเรียนรูด้้วยเครื่องเพื่อศึกษาท าความเขา้ใจลูกคา้แต่ละรายเพื่อจัดกลุ่ม
ประเภทของลกูคา้เป็นตน้ 

ตัวอย่างของการวางโครงสรา้งพื ้นฐานสู่ระบบการเงินดิจิทัล เช่น แผนยุทธศาสตร์
ธนาคารแห่งประเทศไทย พ.ศ. 2563-2565 (ธนาคารแห่งประเทศไทย, 2563) โดยมีการยกประเด็น 
‘ระบบการเงินเขา้สู่โลกการเงินดิจิทลัอย่างรวดเร็ว’ มาเป็นสว่นหนึ่งในการท างานของธนาคารแห่ง
ประเทศไทย ซึ่งใหค้วามส าคญัอย่างมากกบัการวางโครงสรา้งพืน้ฐานสู่บรกิารทางการเงินดิจิทลั ที่
จะช่วยยกระดับคุณภาพชีวิตของประชาชนและศักยภาพของภาคธุรกิจ โดยเฉพาะอย่างยิ่ง
วิสาหกิจขนาดกลางและขนาดย่อม (SMEs) ตัวอย่างโครงสรา้งพืน้ฐานที่ส  าคัญในระบบการเงิน
ดิจิทลัของไทย เช่น 

- ระบบช าระเงินอิเล็กทรอนิกส์ (E-Payment) ที่คนไทยคุ้นเคยอย่างพร้อมเพย ์
(PromptPay) 

- ระบบการพิสูจน์และยืนยันตัวตนทางดิจิทัลข้ามหน่วยงานผ่านแพลตฟอรม์ 
National Digital ID (NDID) ซึ่งเริ่มด าเนินการโดยภาคธนาคารส าหรับการเปิดบัญชีเงินฝาก
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ออนไลน ์ส่งผลใหลู้กคา้ไม่จ าเป็นตอ้งเขา้ไปด าเนินการที่สาขาของธนาคารหากเคยมีการพิสูจน์
และยืนยนัตวัตนไวก้บัธนาคารหนึ่งแลว้ ซึ่งระบบนีจ้ะมีการขยายการใชง้านไปยงัภาคส่วนอ่ืนๆ ทัง้
บริการทางการเงินของภาครฐัและภาคเอกชน เช่น การยื่นภาษีเงินไดบุ้คคลธรรมดา การเปิดบญัชี
ซือ้ขายหลกัทรพัย ์และการซือ้กรมธรรมป์ระกนัภยั 

ซึ่งระบบเหล่านีจ้ะเป็นรากฐานส าคัญที่จะช่วยใหร้ะบบการเงินไทยเขา้สู่ยุคดิจิทัล
อย่างแทจ้รงิ 

อย่างไรก็ตามแมว้่าสถาบนัการเงินต่างๆ จะพยายามปรบัตวัเพื่อเขา้สู่ระบบการเงินแบบ
ดิจิทลัแลว้ แต่เราจะยงัเห็นไดว้่าการติดต่อสื่อสารกบัลูกคา้ส่วนใหญ่ของทางธนาคารยงัคงไม่ไดม้ี
การเปลี่ยนแปลงไปจากเดิมมากนัก โดยเฉพาะอย่างยิ่งการติดต่อสื่อสารกับลูกค้าผ่านทาง
โทรศัพท ์ไม่ว่าจะเป็นการแจง้ขอ้มูลข่าวสารทั่วไป การขอยืนยันขอ้มูล การแจง้เตือนต่างๆ การ
น าเสนอผลิตภณัฑข์องสถาบนัการเงิน เป็นตน้ ซึ่งการติดต่อสื่อสารผ่านทางโทรศพัทป์ระกอบดว้ย
ขอ้ดีหลายประการ เช่น 

- การไดร้บัการตอบสนองในทันที เพราะเป็นการติดต่อสื่อสารกบัปลายทางโดยตรง
และสามารถยืนยนัไดว้่าปลายทางไดร้บัสารขอ้มลู 

- ความรวดเรว็และความสะดวกสบายในการติดต่อสื่อสาร โดยสามารถติดต่อสื่อสาร
ไดท้นัที ไม่มีช่วงระยะเวลาในการรอระหว่างการติดต่อสื่อสาร เช่น จดหมาย 

- ความมีประสิทธิภาพในการสื่อสาร การพดูคยุสามารถลดความสบัสนหรือซบัซอ้น 
ผูร้บัสารสามารถซกัถามเพื่อความละเอียดชดัเจนได ้

ด้วยเหตุผลต่างๆ ข้างต้น ส่งผลให้สถาบันการเงินทั้งหลายยังคงนิยมใช้งานการ
ติดต่อสื่อสารกบัลกูคา้ผ่านทางโทรศพัท ์โดยเฉพาะอย่างยิ่งการติดต่อสื่อสารกบัลกูคา้เพื่อน าเสนอ
ผลิตภัณฑต่์างๆ ของสถาบนัการเงินเพื่อโนม้นา้วจูงใจใหลู้กคา้ท าการสมัครใชง้าน ซึ่งผลิตภัณฑ์
หลกัที่มีคณุค่าแก่สถาบนัการเงินสงูคือผลิตภัณฑบ์ญัชีเงินฝากประจ า ดังนัน้สถาบนัการเงินส่วน
ใหญ่จึงมุ่งความสนใจไปยงัการน าเสนอและโนม้นา้วลกูคา้ในการสมคัรผลิตภัณฑเ์งินฝากประจ า
ผ่านทางโทรศพัท ์

แมว้่าการติดต่อสื่อสารเพื่อน าเสนอผลิตภัณฑเ์งินฝากประจ าแก่ลกูคา้ผ่านทางโทรศพัท์
จะมีความจ าเป็นและมีข้อดีหลากหลายประการ แต่หากไม่มีการวิเคราะห์หรือพิจารณาความ
เป็นไปไดใ้นการสมัครใชง้านผลิตภณัฑข์องลกูคา้อย่างเหมาะสม ก็อาจจะส่งผลเสียมากกว่าผลดี 
ตัวอย่างเช่น ค่าใชจ้่ายในการติดต่อสื่อสารกับลูกคา้ผ่านทางโทรศัพท ์ซึ่งหากไม่มีการวิเคราะห์
ความเป็นไปไดใ้นการสมัครผลิตภัณฑข์องลกูคา้ก็จะส่งผลใหเ้กิดค่าใชจ้่ายสิน้เปลืองจ านวนมาก
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ในการติดต่อกบักลุ่มลกูคา้ซึ่งไม่มีความสนใจในการสมคัรผลิตภณัฑ์เงินฝากประจ า นอกจากนีย้งั
เป็นการสิน้เปลืองในดา้นของเวลาที่สถาบนัการเงินตอ้งใชติ้ดต่อกับลกูคา้ที่ไม่ไดม้ีความสนใจใน
ผลิตภณัฑ ์ผลเสียที่ส  าคญัอีกหนึ่งอย่างคือในดา้นประสบการณก์ารใชง้านของลกูคา้ ซึ่งการติดต่อ
สื่อการในเรื่องที่ไม่ไดอ้ยู่ในความสนใจของลูกคา้หรือการติดต่อสื่อสารที่มีความถ่ีที่มากเกินไปก็
อาจส่งผลใหลู้กคา้เกิดความรูส้ึกถูกรบกวนหรืออาจก่อสรา้งความร าคาญแก่ลูกคา้ได ้ดังนั้นการ
วิเคราะห์เพื่อหาแนวโน้มของลูกค้าที่มีโอกาสในการสมัครผลิตภัณฑ์เงินฝากประจ าจึงเป็นสิ่ง
ส าคญัที่สถาบนัการเงินสว่นใหญ่ใหค้วามส าคญั 

ในการวิจยันีไ้ดมุ้่งเนน้ไปยังการใชง้านการเรียนรูด้ว้ยเครื่อง (Machine Learning : ML) 
เพื่อสรา้งแบบจ าลองส าหรบัท านายแนวโนม้ของลกูคา้ในการสมคัรผลิตภณัฑเ์งินฝากประจ าดว้ย
การน าเสนอผ่านทางโทรศัพท์ และการใช้งานเทคนิคการเรียนรู้ด้วยเครื่องแบบอธิบายได ้
(Interpretable Machine Learning : Interpretable ML) ส าหรับการอธิบายแบบจ าลองทั้งใน
ระดบัชุดขอ้มลูและระดบัรายบุคคล เพื่อใหส้ามารถเขา้ใจไดว้่าคณุลกัษณะใดที่ส่งผลต่อโอกาสใน
การสมคัรหรือปฏิเสธผลิตภณัฑข์องลกูคา้ นอกจากนีย้งัมุ่งเนน้ในสว่นของการใชป้ระโยชนจ์ากการ
เรียนรูด้ว้ยเครื่องแบบอธิบายไดเ้พื่อน ามาใชง้านในกระบวนการคัดเลือกคุณลักษณะ (Feature 
Selection) ส าหรบัการใชส้รา้งแบบจ าลอง รวมถึงการใช้วิธีการคัดเลือกคุณลักษณะแบบอ่ืนๆ 
เพื่อใหไ้ดแ้บบจ าลองที่มีประสิทธิภาพในการท านายดีที่สดุ 

1.2 วัตถุประสงคข์องการวิจัย 
ในการทดลองวิจยัครัง้นีไ้ดท้ าการตัง้ความมุ่งหมายไวด้งันี ้

1. เพื่อศึกษาปัจจยัในการสมคัรผลิตภณัฑเ์งินฝากประจ าที่ทางสถาบนัการเงินมีการ
น าเสนอผ่านทางโทรศพัทโ์ดยประยุกตใ์ชเ้ทคนิคต่างๆ เพื่อสรา้งแบบจ าลองในการท านายว่าลกูคา้
จะท าการสมคัรผลิตภณัฑห์รือไม่ 

2. เพื่อศึกษาหลกัการการท างานของการเรียนรูด้ว้ยเครื่องแบบอธิบายไดส้  าหรบัการ
น ามาใชใ้นการอธิบายแบบจ าลองที่ใชใ้นการท านายเพื่อใหส้ามารถเขา้ใจถึงคณุลกัษณะที่ส่งผล
ต่อการท านายการสมคัรผลิตภณัฑท์ัง้ในระดบัชุดขอ้มลูและระดบัรายบุคคล 

3. เพื่อศึกษาหลกัการการท างานของการเรียนรูด้ว้ยเครื่องแบบอธิบายไดส้  าหรบัการ
น ามาประยุกต์ใช้ในขั้นตอนการคัดเลือกคุณลักษณะที่ส่งผลต่อการท านายสูงเพื่อใช้ในสรา้ง
แบบจ าลองส าหรบัการท านาย 

4. เพื่อเปรียบเทียบประสิทธิภาพของเทคนิคในการคัดเลือกคุณลกัษณะแบบต่างๆ 
รวมถึงการประยกุตใ์ชง้านเทคนิคการเรียนรูด้ว้ยเครื่องแบบอธิบายไดเ้พื่อการคดัเลือกคณุลกัษณะ 
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5. เพื่อศึกษาหลกัการการท างานของเทคนิคในการแก้ไขปัญหาความไม่สมดุลกัน
ของข้อมูล (Imbalance Data) ในการจ าแนกประเภทข้อมูลแบบสองกลุ่มส าหรับใช้ในการ
สังเคราะห์ข้อมูลที่มีความคล้ายคลึงกับข้อมูลต้นฉบับเพื่อใชใ้นการฝึกฝนในขั้นตอนการสรา้ง
แบบจ าลอง 

1.3 ขอบเขตของการวิจัย 
1.3.1 กลุ่มตัวอย่างประชากรทีใ่ช้ในการวิจัย 

ในก ารด า เนิ น การวิ จั ย มี ก ารใช้งานชุด ข้อมู ล  ‘Bank Marketing Data Set’ 
(https://archive.ics.uci.edu/ml/datasets/bank+marketing) (Moro, Cortez, & Rita, 2014) ซึ่ง
เป็นชุดข้อมูลสาธารณะแบบเปิดจาก University of California, Irvine โดยเป็นชุดข้อมูลที่ เก็บ
รวบรวมเก่ียวกับการน าเสนอผลิตภัณฑเ์งินฝากประจ าผ่านทางโทรศัพทข์องธนาคารแห่งหนึ่งใน
ประเทศโปรตุเกส เพื่อใชใ้นการท านายการตอบรบัการสมัครหรือไม่สมัครผลิตภัณฑ์ของลูกค้า
ธนาคาร โดยมีการเก็บรวบรวมข้อมูลตั้งแต่พฤษภาคม 2551 จนถึงพฤศจิกายน 2553 ซึ่ง
ประกอบดว้ยขอ้มลูทัง้หมด 41,188 ตวัอย่าง โดยขอ้มลูภายในชุดขอ้มลูไม่สามารถระบุกลบัไปถึง
ตัวตนของลูกค้าแต่ละรายได้ ชุดข้อมูลประกอบดว้ยกลุ่มข้อมูลเบือ้งต้นของลูกค้า กลุ่มข้อมูล
เก่ียวกับการติดต่อสื่อสารกับลูกคา้ กลุ่มขอ้มูลทั่วไป กลุ่มขอ้มูลทางเศรษฐศาสตรโ์ดยรวม และ
ขอ้มลูของการสมคัรหรือไม่สมคัรผลิตภณัฑเ์งินฝากประจ า 

1.3.2 คุณลักษณะและตัวแปรของชุดข้อมูลในการวิจัย 
คณุลกัษณะของตวัอย่างหรือตวัแปรอิสระ ประกอบดว้ยขอ้มลูดงัตารางที่ 1 

ตาราง 1 ขอ้มลูคณุลกัษณะของชดุขอ้มลูในการด าเนินงานวิจยั 

ล าดับ คุณลกัษณะ ประเภทข้อมูล ค่าทีป่รากฏ 
1 age 

(อาย)ุ 
Numerical 
(เชิงตวัเลข) 

 

2 job 
(อาชีพ) 

Categorical 
(หมวดหมู่) 

‘admin.’ 
'blue-collar' 
'entrepreneur' 
'housemaid' 
'management' 
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ตาราง 1 (ต่อ) 

ล าดับ คุณลักษณะ ประเภทข้อมูล ค่าทีป่รากฏ 
   'retired' 

'self-employed' 
'services' 
'student' 
'technician' 
'unemployed' 
'unknown' 

3 marital 
(สถานภาพสมรส) 

Categorical 
(หมวดหมู่) 

'divorced' 
'married' 
'single' 
'unknown' 

4 education 
(ระดบัการศกึษา) 

Categorical 
(หมวดหมู่) 

'basic.4y' 
'basic.6y' 
'basic.9y' 
'high.school' 
'illiterate' 
'professional.course' 
'university.degree' 
'unknown' 

5 default 
(ปรากฏการผิดนดัช าระหนี)้ 

Categorical 
(หมวดหมู่) 

'no' 
'yes' 
'unknown' 

6 housing 
(ปรากฏสินเชื่อเคหสถาน) 

Categorical 
(หมวดหมู่) 

'no' 
'yes' 
'unknown' 

7 loan Categorical 'no' 
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ตาราง 1 (ต่อ) 

ล าดับ คุณลักษณะ ประเภทข้อมูล ค่าทีป่รากฏ 
 (ปรากฏสินเชื่อสว่นบคุคล) (หมวดหมู่) 'yes' 

'unknown' 
8 contact 

(ประเภทของการติดต่อ) 
Categorical 
(หมวดหมู่) 

'cellular' 
'telephone' 

9 month 
(เดือนที่ติดต่อครัง้ลา่สดุ) 

Categorical 
(หมวดหมู่) 

'jan' 
'feb' 
'mar' 
‘apr’ 
’may’ 
‘jun’ 
‘jul’ 
‘aug’ 
‘sep’ 
‘oct’ 
'nov' 
'dec' 

10 day_of_week 
(วนัในสปัดาหท์ี่ติดต่อครัง้ลา่สดุ) 

Categorical 
(หมวดหมู่) 

'mon' 
'tue' 
'wed' 
'thu' 
'fri' 

11 duration 
(ระยะเวลาเป็นวินาทีของการติดต่อครัง้

สดุทา้ย) 

Numerical 
(เชิงตวัเลข) 

ขอ้สงัเกต : ขอ้มลูมา
จากการติดต่อครัง้
สดุทา้ยเพื่อรบัทราบผล
การสมคัรผลิตภณัฑ ์
ซึ่งมีอิทธิพลต่อตวัแปร 
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ตาราง 1 (ต่อ) 

ล าดับ คุณลักษณะ ประเภทข้อมูล ค่าทีป่รากฏ 
   ผลลพัธค่์อนขา้งสงู 

เช่น เมื่อ duration มีค่า
เป็น 0 ตวัแปรผลลพัธ์
จะมีค่าเป็น ‘no’ หรือ 
‘ไม่สมคัรผลิตภณัฑ’์ 
เสมอ ดงันัน้จึงควรถูก
น าออกจากการสรา้ง
แบบจ าลอง 

12 campaign 
(จ านวนครัง้การติดต่อเพื่อน าเสนอ

ผลิตภณัฑน์ี)้ 

Numerical 
(เชิงตวัเลข) 

 

13 pdays 
(ระยะเวลาเป็นวนัจากการติดต่อเพื่อ

น าเสนอผลิตภณัฑก์่อนหนา้) 

Numerical 
(เชิงตวัเลข) 

 

14 previous 
(จ านวนครัง้การติดต่อก่อนการน าเสนอ

ผลิตภณัฑน์ี)้ 

Numerical 
(เชิงตวัเลข) 

 

15 poutcome 
(ผลลพัธจ์ากการน าเสนอผลิตภณัฑก์่อน

หนา้) 

Categorical 
(หมวดหมู่) 

'failure', 
'nonexistent', 
'success' 

16 emp.var.rate 
(อตัราการจา้งงานรายไตรมาส) 

Numerical 
(เชิงตวัเลข) 

 

17 cons.price.idx 
(ดชันีราคาผูบ้รโิภครายเดือน) 

Numerical 
(เชิงตวัเลข) 

 

18 cons.conf.idx 
(ดชันีความเชื่อมั่นผูบ้รโิภครายเดือน) 

Numerical 
(เชิงตวัเลข) 
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ตาราง 1 (ต่อ) 

ล าดับ คุณลักษณะ ประเภทข้อมูล ค่าทีป่รากฏ 
19 euribor3m 

(อตัราดอกเบีย้กูย้ืมรายวนัระหว่าง
ธนาคารภายในยุโรป) 

Numerical 
(เชิงตวัเลข) 

 

20 nr.employed 
(จ านวนพนกังานรายไตรมาส) 

Numerical 
(เชิงตวัเลข) 

 

 
ผลลัพธ์ของตัวอย่างหรือตัวแปรท านายหรือตัวแปรตาม ได้แก่ผลของการสมัคร

หรือไม่สมคัรผลิตภณัฑเ์งินฝากประจ าของธนาคาร ดงัตารางที่ 2 

ตาราง 2 ขอ้มลูผลลพัธข์องชุดขอ้มลูในการด าเนินงานวิจยั 

ล าดับ คุณลักษณะ ประเภทข้อมูล ค่าทีป่รากฏ 
1 Y 

(ผลการสมคัรผลิตภณัฑเ์งินฝากประจ า) 
Categorical 
(หมวดหมู่) 

‘yes’ 
‘no’ 

 
1.3.3 กรอบแนวคิดของการวิจัย 

การวิจยัการใชว้ิธีการเรียนรูด้ว้ยเครื่องแบบอธิบายไดเ้พื่อวิเคราะหข์อ้มลูการน าเสนอ
ผลิตภณัฑท์างโทรศพัทข์องธนาคารในครัง้นี ้ประกอบดว้ยขัน้ตอนหลกัๆ จ านวน 8 ขัน้ตอน ดงันี ้

1. กระบวนการรวบรวมและส ารวจขอ้มูล (Exploratory Data Analysis : EDA) 
เป็นกระบวนการในการคัดเลือกชุดขอ้มูลเพื่อน ามาใชส้  าหรบัด าเนินการวิจัย รวมถึงการน าเขา้
ขอ้มลู การวิเคราะหข์อ้มลูทางดา้นสถิติและความสมัพนัธข์องขอ้มลูในดา้นอ่ืนๆ 

2. ก ร ะ บ ว น ก า ร เต รี ย ม ข้ อ มู ล  (Feature Engineering and Data Pre-
Processing) เป็นกระบวนการซึ่งประกอบดว้ยการท าความสะอาดขอ้มลู (Data Cleansing) การ
แปลงขอ้มลูใหอ้ยู่ในรูปแบบซึ่งสามารถน าไปใชใ้นการสรา้งแบบจ าลองได ้(Data Transformation) 
การแบ่งขอ้มูลส าหรบัการเรียนรูแ้ละการทดสอบ (Data Train-Test Split) โดยการแบ่งขอ้มูลจะมี
การใชเ้ทคนิคในการแบ่งขอ้มลูเพื่อใหส้ามารถแบ่งขอ้มลูไดอ้ย่างมีประสิทธิภาพ 
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3. กระบวนการคัดเลือกคุณลักษณะ (Feature Selection) เป็นกระบวนการใน
การคดัเลือกคณุลกัษณะที่ส่งผลหรือมีความสมัพนัธต่์อการท านายผลลพัธใ์นการสมคัรผลิตภณัฑ ์
เพื่อลดการรบกวนของตัวแปรที่ไม่เก่ียวข้องหรือมีความผันผวนสูง (Noise) และเป็นการเพิ่ม
ประสิทธิภาพของการค านวณในขัน้ตอนการสรา้งแบบจ าลอง โดยสามารถช่วยลดความซบัซอ้น  
(Complexity) และเวลาที่ใชใ้นการสรา้งแบบจ าลองได ้ซึ่งในการวิจัยครัง้นีม้ีการทดลองใชง้าน
เทคนิค F-Score หรือ F-Value และ Recursive Feature Elimination (RFE) 

4. กระบวนการจัดการความไม่สมดุลของขอ้มูล (Imbalance Data Handling) 
เป็นกระบวนการในการจดัการขอ้มลูซึ่งมีความไม่เท่ากนัของจ านวนขอ้มลูในแต่ละกลุ่ม  เนื่องจาก
ชุดขอ้มูลมีความไม่สมดุลกันของขอ้มูลที่ค่อนขา้งสูง โดยมีจ านวนขอ้มูลของกลุ่มลูกคา้ที่ท าการ
สมัครผลิตภัณฑ์น้อยกว่ากลุ่มลูกค้าที่ไม่ ได้สมัครผลิตภัณฑ์อยู่เป็นจ านวนมาก หากไม่มีการ
ด าเนินการแก้ไขความไม่สมดุลกันของขอ้มูลจะท าใหเ้กิดความโน้มเอียง  (Bias) ในขั้นตอนการ
สรา้งแบบจ าลอง ดงันัน้จึงตอ้งมีการจดัการความไม่สมดลุของขอ้มลูเพื่อป้องกนัการมีอิทธิพลของ
กลุ่มขอ้มลูส่วนใหญ่ที่จะสง่ผลใหแ้บบจ าลองเกิดความโนม้เอียงและความผิดพลาดในการท านาย
ได ้โดยจะมีโอกาสท านายลกูคา้ที่ท าการสมคัรผลิตภัณฑเ์ป็นไม่ท าการสมคัรผลิตภณัฑส์งู ในการ
วิ จั ย ค รั้ง นี ้ มี ก า ร ใช้ ง าน เท คนิ ค  Class Weight, Random Undersampling แล ะ  SMOTE 
(Synthetic Minority Oversampling Technique) ในการจดัการความไม่สมดลุกนัของขอ้มลู 

5. กระบวนการสรา้งแบบจ าลองและประเมินประสิทธิภาพ  (Model Creation 
and Evaluation) ในการวิจัยครั้งนี ้มีการเลือกใช้แบบจ าลองต่างๆ ซึ่ งมีความน่าสนใจ มี
ประสิทธิภาพสูงและเป็นที่ยอมรบัในยุคปัจจุบันจ านวน 4 แบบจ าลอง ประกอบด้วย Logistic 
Regression (LR) ส าหรบัการใชง้านเป็นฐาน (Baseline) ของการประเมินประสิทธิภาพ, Random 
Forest (RF), Light Gradient Boosting Machine (LightGBM) แ ล ะ  eXtreme Gradient 
Boosting (XGBoost) ซึ่งแบบจ าลองแต่ละแบบจะมีหลกัของการท างานที่แตกต่างกนัไป 

5.1 ขัน้ตอนการสรา้งแบบจ าลองจะมีการใชง้านเทคนิค ‘GridSearchCV’ ซึ่ง
เป็นเทคนิคเพื่อช่วยค้นหาตัวแปร  (Model Tuning) ที่ดีที่สุดของแต่ละแบบจ าลอง โดยข้อมูล
ส าหรบัการเรียนรูจ้ะถูกแบ่งย่อยเป็นขอ้มูลส าหรบัการฝึกสอน  (Training Set) และขอ้มูลส าหรบั
การตรวจสอบ (Validation Set) ซึ่งจะมีการใชง้านเทคนิคการท างานแบบสายท่อ (Pipeline) เพื่อ
จัดล าดับขั้นตอนการท างานให้เป็นระบบและป้องกันการเกิดการรั่วไหลของข้อมูล  (Data 
Leakage) โดยขัน้ตอนที่ถูกบรรจุอยู่ในการท างานแบบสายท่อประกอบดว้ย การเตรียมขอ้มลู การ
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คัดเลือกคุณลกัษณะ การจัดการความไม่สมดุลของขอ้มูล และการสรา้งแบบจ าลองดว้ยตัวแปร
ต่างๆ 

5.2 ขั้นตอนการประเมินผลประสิทธิภาพของแบบจ าลองมีการใช้งานค่า
ความแม่นย าโดยรวมของแบบจ าลอง (Accuracy), ค่าความครบถ้วนสมบูรณ์ในการตรวจจับ
ขอ้มูลที่สนใจ (Recall), ค่าความถูกตอ้งในการตรวจจับขอ้มูลที่สนใจ (Precision) และค่าเฉลี่ย
ระหว่าง Recall กบั Precision (F1-Score) ส าหรบักลุม่ลกูคา้ที่ท าการสมคัรผลิตภณัฑ์ ซึ่งเป็นการ
ประเมินประสิทธิภาพที่มุ่งเนน้ไปยงัการตรวจจบักลุม่ลกูคา้ที่เราสนใจ 

6.กระบวนการอธิบายแบบจ าลองดว้ยการเรียนรูข้องเครื่องแบบอธิบายไดด้ว้ย
เทคนิค Shapley Additive Explanations (SHAP) ซึ่งเป็นกระบวนการในการอธิบายแบบจ าลองที่
สรา้งขึน้มาเพื่อใหท้ราบถึงคณุลกัษณะที่ส  าคญัซึ่งส่งผลต่อการท านายในแต่ละแบบจ าลอง และยงั
สามารถบอกระดับของอิทธิพลในการส่งผลต่อการท านายได ้โดยมีการใชง้านเทคนิค SHAP เพื่อ
อธิบายแบบจ าลองทัง้ในระดบัชดุขอ้มลูและในระดบัรายบคุคล 

7. กระบวนการเปรียบเทียบประสิทธิภาพของกระบวนการคดัเลือกคณุลกัษณะ
แบบต่างๆ รวมทัง้การประยุกตใ์ชก้ารเรียนรูข้องเครื่องแบบอธิบายได้ในการคัดเลือกคณุลกัษณะ 
เป็นขั้นตอนในการประยุกต์ใช้เทคนิคการอธิบายแบบจ าลองด้วย SHAP มาเพื่อใช้ส  าหรับ
กระบวนการคดัเลือกคณุลกัษณะส าหรบัท าการสรา้งแบบจ าลอง โดยเปรียบเทียบผลลพัธข์องการ
คัดเลือกคุณลักษณะแบบดั้งเดิมซึ่งประกอบด้วยเทคนิค F-Value และ Recursive Feature 
Elimination (RFE) กบัผลลพัธข์องการคดัเลือกคณุลกัษณะจากการประยุกตใ์ชง้านการเรียนรูข้อง
เครื่องแบบอธิบายได้ด้วยเทคนิค SHAP ว่ามีลักษณะที่คล้ายคลึงหรือแตกต่างกัน จากนั้น
เปรียบเทียบประสิทธิภาพของแบบจ าลองที่สรา้งจากการคดัเลือกคณุลกัษณะที่แตกต่างกนั 

8. กระบวนการวิเคราะหค์วามผิดพลาดของแบบจ าลอง เป็นขัน้ตอนในการ
วิเคราะหถ์ึงสาเหตทุี่สง่ผลใหแ้บบจ าลองท างานผิดพลาด โดยมีการใชง้านเทคนิคต่างๆ เพื่อท าการ
วิเคราะหแ์ละท าความเขา้ใจเพื่อใหส้ามารถแยกแยะความผิดพลาดในการท านายได ้เช่น เป็น
ความผิดพลาดเนื่องจากเป็นขอ้มลูที่ไม่เคยมีมาก่อนในกระบวนการเรียนรูข้องแบบจ าลอง หรือ
เป็นความผิดพลาดเนื่องจากแบบจ าลองไม่มีประสิทธิภาพเพียงพอ เป็นตน้ เพื่อใหส้ามารถ
น าไปใชป้รบัปรุงและพฒันาแบบจ าลองหรือกระบวนการวิจยัใหม้ีประสิทธิภาพสงูขึน้ 
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1.4 สมมุติฐานในการวิจัย 
1. แบบจ าลองทั้ง 4 แบบซึ่งประกอบด้วย Logistic Regression, Random Forest, 

LightBGM และ XGBoost จะมีประสิทธิภาพในการท านายที่ ใกล้เคียงกัน โดยแบบจ าลอง 
XGBoost จะมีประสิทธิภาพดีที่สดุ 

2. การใชง้านเทคนิคการจดัการความไม่สมดุลของขอ้มลูแบบ Class Weight, Random 
Undersampling และ SMOTE จะช่วยให้แบบจ าลองมีประสิทธิภาพในการท านายที่ดีขึน้ โดย
สามารถลดความโน้มเอียงในการท านายของแบบจ าลองได้ โดยเทคนิค SMOTE จะมี
ประสิทธิภาพที่ดีกว่า Random Undersampling 

3. การใชง้านกระบวนการการคัดเลือกคณุลกัษณะ จะช่วยเพิ่มประสิทธิภาพในขัน้ตอน
การสรา้งแบบจ าลองในแง่ของทรพัยากรและเวลาในการเรียนรู ้โดยประสิทธิภาพในการท านาย
ของแบบจ าลองจะลดลงเพียงเล็กนอ้ย 

4. คุณลักษณะที่มีอิทธิพลต่อการท านายซึ่งไดม้าจากการใชง้านเทคนิคการเรียนรูด้ว้ย
เครื่องแบบอธิบายได ้จะมีผลลพัธใ์กลเ้คียงกบัคณุลกัษณะที่ไดม้าจากการใชง้านกระบวนการการ
คดัเลือกคณุลกัษณะแบบดัง้เดิม 

5. การใช้งานเทคนิคการเรียนรูด้้วยเครื่องแบบอธิบายได้สามารถน ามาใช้งานการ
คัดเลือกคุณลักษณะได้ ซึ่งประสิทธิภาพของแบบจ าลองจะเทียบเท่าหรือสูงกว่าการใช้งาน
กระบวนการการคดัเลือกคณุลกัษณะแบบดัง้เดิม 

1.5 ประโยชนท์ีค่าดว่าจะได้รับจากการวิจัย 
1. สามารถน าแบบจ าลองไปใชป้ระโยชนใ์นการท านายการน าเสนอผลิตภัณฑเ์งินฝาก

ประจ าของธนาคารผ่านทางโทรศพัทไ์ดว้่าลกูคา้มีแนวโนม้จะท าการสมคัรผลิตภณัฑห์รือไม่ 
2. ท าใหท้ราบถึงคุณลกัษณะหรือปัจจยัที่มีอิทธิพลหรือส่งผลต่อการสมคัรหรือไม่สมัคร

ผลิตภณัฑ ์เพื่อใหส้ามารถระบกุลุม่ของลกูคา้ที่มีแนวโนม้ในการสมคัรผลิตภณัฑไ์ด ้
3. ข้อมูลผลลัพธ์จากการท านายสามารถน าไปปรบัปรุงประสิทธิภาพในการน าเสนอ

ผลิตภณัฑแ์ก่ลกูคา้ที่มีแนวโนม้สนใจในผลิตภณัฑ ์เป็นการลดค่าใชจ้่ายและลดการรบกวนในการ
ติดต่อกบัลกูคา้กลุม่ที่มีแนวโนม้ไม่สนใจในผลิตภณัฑ ์

4. เนื่องจากมีการใช้งานเทคนิคการเรียนรูด้้วยเครื่องแบบอธิบายได้ ท าให้สามารถ
วิเคราะหแ์นวโนม้ในการสมคัรผลิตภณัฑข์องลกูคา้ธนาคารไดแ้บบรายบุคคล โดยสามารถบ่งบอก
ถึงอิทธิพลของแต่ละคณุลกัษณะได ้
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5. สามารถน าไปพัฒนาเพื่อต่อยอดในการสร้างแบบจ าลองส าหรับการน าเสนอ
ผลิตภณัฑอ่ื์นๆ ของธนาคารได ้

 
โดยโครงสรา้งของงานวิจัยเล่มนีจ้ะประกอบไปดว้ยเนือ้หาต่างๆ ดังนี ้บทที่ 2 ทบทวน

วรรณกรรม บทที่  3 วิธีการด าเนินการวิจัย บทที่  4 ผลการด าเนินการวิจัย และบทที่  5 สรุป
ผลการวิจยั อภิปรายผล และขอ้เสนอแนะ 
 



 

บทที ่2 
ทบทวนวรรณกรรม 

ในการวิจยัครัง้นี ้ผูว้ิจยัไดศ้ึกษาเอกสารและงานวิจยัที่มีความเก่ียวขอ้งกบัการด าเนินการ
วิจยัและไดม้ีการน าเสนอตามหวัขอ้ต่อไปนี ้

1. ทฤษฎีเก่ียวกบัการเรียนรูด้ว้ยเครื่อง (Machine Learning) 
2. ทฤษฎีเก่ียวกบัแบบจ าลองส าหรบังานในการจ าแนกประเภท (Classification Model) 
3. ทฤษฎีเก่ียวกบัการจดัการขอ้มลูที่ไม่สมดลุ (Imbalance Data Handling) 
4. ทฤษฎีเก่ียวกบัวิศวกรรมคณุลกัษณะขอ้มลู (Feature Engineering) 
5. ทฤษฎีเก่ียวกบัการคดัเลือกคณุลกัษณะ (Feature Selection) 
6. ทฤษฎีเก่ียวกบัการประเมินผลประสิทธิภาพของแบบจ าลอง (Model Evaluation) 
7. ทฤษฎี เก่ียวกับการเรียน รู้ด้วยเครื่องแบบอธิบายได้  (Interpretable Machine 

Learning) 
8. งานวิจยัที่เก่ียวขอ้ง (Literature Review) 

2.1 ทฤษฎีเกี่ยวกับการเรียนรู้ด้วยเคร่ือง (Machine Learning) 
การเรียนรูด้้วยเครื่องเป็นศาสตรแ์ขนงหนึ่งซึ่งได้รบัอิทธิพลมาจากการศึกษาวิจัยใน

หลากหลายสาขาวิชารวบรวมมาไว้ด้วยกัน เช่น สาขาวิชาวิทยาการคอมพิวเตอร ์ (Computer 
Science), สาขาวิชาทางสถิติ (Statistics), สาขาวิชาชีววิทยา (Biology) และสาขาวิชาจิตวิทยา 
(Psychology) โดยการเรียนรู้ของเครื่องคือการศึกษาทางวิทยาศาสตรเ์ก่ียวกับอัลก อริทึม 
(Algorithm) และแบบจ าลองทางสถิติ  (Statistic Model) ซึ่งมุ่งเน้นไปที่การพัฒนาโปรแกรม
คอมพิวเตอรเ์พื่อใหส้ามารถเขา้ถึงขอ้มูลและน าขอ้มูลไปใชใ้นการเรียนรูด้ว้ยตนเองส าหรบัการ
ท างานเฉพาะอย่างใหเ้กิดประสิทธิภาพโดยไม่ตอ้งมีการออกค าสั่งที่ชัดเจนจากผูใ้ชง้าน โดยจะ
อาศยัการค านวณในรูปแบบของการอนมุานและการแทนที่ 

การเรียนรูด้้วยเครื่องสามารถถือได้ว่าเป็นส่วนหนึ่งของเทคโนโลยีปัญญาประดิษฐ์ 
(Artificial Intelligence : AI) โดยวัตถุประสงคห์ลกัของการเรียนรูด้ว้ยเครื่องคือการพยายามสอน
ใหค้อมพิวเตอรส์ามารถที่จะเรียนรูใ้นการน าข้อมลูเก่าที่เคยเกิดขึน้มาแลว้หรือประสบการณต่์างๆ 
ที่เคยพบมาก่อน เพื่อน ามาใชใ้นการท านาย จ าแนกประเภท หรือแกไ้ขปัญหาบางสิ่งบางอย่างได้
อย่างมีประสิทธิภาพ (Manghani, 2017) เช่น การจ าแนกประเภทของจดหมายอิเล็กทรอนิกส ์
(Email) ว่าเป็นจดหมายขยะ (Junk Mail) หรือจดหมายรบกวน (Spam) หรือไม่, การวิเคราะห์
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ขอ้มูลการขายสินคา้ยอ้นหลังส าหรบังานในการท านายพฤติกรรมการซือ้ของผูบ้ริโภค  และการ
ตรวจจบัการฉอ้โกง (Fraud Detection) เป็นตน้ 

นอกจากนี ้การเรียน รู้ด้วย เครื่อ งยั งถู กจ ากัดค านิ ยามและความหมายจาก
สถาบนัการศึกษา หรือบรษิัทชัน้น าในกลุ่มธุรกิจอสุาหกรรมทางดา้นเทคโนโลยีสารสนเทศไวอ้ย่าง
น่าสนใจ ซึ่งสว่นใหญ่จะมีค าจ ากดัความที่ใกลเ้คียงกนั ดงัตวัอย่างต่อไปนี ้

การเรียนรูด้ว้ยเครื่องเป็นแขนงย่อยหนึ่งของนวัตกรรมปัญญาประดิษฐ์และวิทยาการ
คอมพิวเตอรท์ี่มุ่งเนน้ไปยงัการใชป้ระโยชนจ์ากขอ้มูลและชุดค าสั่งขัน้ตอนวิธีหรืออลักอริทึม เพื่อ
ลอกเลียนแบบกระบวนการเรียนรูข้องมนษุยเ์พื่อเพิ่มความแม่นย าของเครื่อง 

การเรียนรูด้ว้ยเครื่องถือเป็นองคป์ระกอบที่ส  าคญัในการเจรญิเติบโตของสาขาวิทยาการ
คอมพิวเตอร์ อัลกอริทึมของการเรียนรู้ด้วยเครื่องได้รับการฝึกฝนผ่านการใช้งานขั้นตอน
กระบวนการทางสถิติส าหรบัน าไปใชใ้นการจัดกลุ่มของขอ้มูล ท านายหรือคาดการณ์ผลลัพธ์
บางอย่าง รวมไปถึงการคน้หาขอ้มูลเชิงลึกในงานเก่ียวกับการท าเหมืองของขอ้มูล ซึ่งประโยชน์
จากสิ่งที่ได้เหล่านี ้จะเป็นตัวช่วยตอบค าถาม  ค้นหารูปแบบกลยุทธ์ ขับเคลื่อนหรือสนับสนุน
กระบวนการตดัสินใจ ของภาคธุรกิจหรือองคก์รเพื่อใหเ้กิดความเจรญิเติบโตและเกิดประโยชนท์ี่สงู
ที่สดุแก่องคก์ร (IBM, 2020a) 

การเรียนรูด้ว้ยเครื่องเป็นกระบวนการในการใชง้านแบบจ าลองทางสถิติซึ่งเก่ียวขอ้งกับ
ขอ้มลูเพื่อน ามาช่วยใหค้อมพิวเตอรส์ามารถเรียนรูไ้ดด้ว้ยตนเองโดยไม่จ าเป็นตอ้งป้อนชุดค าสั่งที่
ชัดเจนลงไป ซึ่งถือเป็นส่วนย่อยหนึ่งของปัญญาประดิษฐ์ โดยการเรียนรูด้้วยเครื่องจะใช้งาน
อลักอริทึมเพื่อคน้หารูปแบบบางอย่างจากชุดขอ้มลูที่ไดร้บั จากนัน้จะสรา้งแบบจ าลองของขอ้มูล
จากรูปแบบที่คน้พบเพื่อใชท้ านายหรือคาดการณ์บางสิ่งบางอย่าง โดยเมื่อมีขอ้มูลที่มากขึน้และ
การเรียนรูท้ี่ยาวนานขึน้จะท าใหป้ระสิทธิภาพของการเรียนรูด้ว้ยเครื่องมีความแม่นย ามากขึน้ ซึ่งมี
ความคลา้ยคลงึกบัการฝึกฝนเรียนรูข้องมนษุย ์

ความสามารถในการปรบัปรุงประสิทธิภาพของตัวเองในการเรียนรูด้ว้ยเครื่องเป็นสิ่งที่มี
ประโยชน์ต่อสถาณการณ์ต่างๆ เช่น เมื่อขอ้มูลมีจ านวนมากและเปลี่ยนแปลงอย่างรวดเร็วอยู่
เสมอๆ เมื่อลกัษณะของงานหรือความตอ้งการมีการเปลี่ยนแปลงตลอดเวลา หรือเมื่อการคน้หา
ค าตอบดว้ยวิธีแบบดัง้เดิมเป็นไปไดย้าก (Microsoft) 

ปัญญาประดิษฐ์เป็นค าจ ากัดความอย่างกว้างส าหรับอ้างอิงถึงระบบที่ลอกเลียน
ความสามารถในการคิดและเรียนรูข้องมนุษย ์โดยปัญญาประดิษฐ์และการเรียนรูข้องเครื่องมกัจะ
ถูกอภิปรายร่วมกนัอยู่เสมอๆ และในบางครัง้บางคราวมกัถูกน ามาใชเ้รียกแทนกนัแมโ้ดยพืน้ฐาน
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แลว้ทั้งสองกระบวนการจะมีความแตกต่างกันอยู่ โดยความแตกต่างที่ส  าคัญคือการเรียนรูด้ว้ย
เครื่องทุกประเภทถือเป็นแขนงย่อยของปัญญาประดิษฐ์ แต่มีเพียงปัญญาประดิษฐ์เพียงบางชนิด
ที่ถือเป็นการเรียนรูด้ว้ยเครื่อง 

ในปัจจุบนัการเรียนรูด้ว้ยเครื่องถูกใชง้านกนัอย่างแพร่หลายในธุรกิจต่าง  ๆ ไม่ว่าจะเป็น
การเงินการธนาคาร การซือ้ขายสินคา้ทางออนไลน ์หรือการใชง้านสื่อเครือข่ายทางสังคมต่าง  ๆ 
(Social Networks) โดยการเรียนรู้ด้วยเครื่องเข้ามามีบทบาทส าคัญในการช่วยพัฒนาเพื่ อ
ยกระดบัความมีประสิทธิภาพ ความปลอดภยั และความสะดวกสบายแก่ผูใ้ชง้าน (Oracle) 

การเรียนรูด้ว้ยเครื่องเป็นส่วนย่อยหนึ่งของเทคโนโลยีปัญญาประดิษฐ์ซึ่งมุ่งเนน้การสอน
ให้คอมพิวเตอรเ์รียนรูจ้ากข้อมูลและปรับปรุงความสามารถจากประสบการณ์  แทนการตั้ง
โปรแกรมหรือชุดค าสั่งที่ชัดเจน โดยในการเรียนรูด้ว้ยเครื่องอัลกอริทึมจะมีการฝึกฝนเพื่อคน้หา
รูปแบบและความสมัพันธ์ภายในชุดขอ้มูลขนาดใหญ่ ส าหรบัท างานที่เก่ียวขอ้งกับการตัดสินใจ
และการคาดการณเ์พื่อใหไ้ดผ้ลลพัธท์ี่ดีที่สดุ การเรียนรูข้องเครื่องจะยิ่งแม่นย ามากขึน้เมื่อสามารถ
เขา้ถึงขอ้มูลที่มีจ านวนมากขึน้ ซึ่งเราสามารถพบการใชง้านการเรียนรูด้ว้ยเครื่องรอบๆ ตัวเราอยู่
ตลอดเวลา เช่น ภายในที่พักอาศัย การซือ้ขายสินค้า สื่อบันเทิง และการดูแลเก่ียวกับสุขภาพ 
(SAP) 

การเรียนรูด้้วยเครื่องเป็นรูปแบบหนึ่งของการวิเคราะห์ขอ้มูลด้วยการใช้อัลกอริทึมที่
เรียนรูจ้ากชุดขอ้มูลอย่างต่อเนื่อง การเรียนรูด้ว้ยเครื่องสามารถท าใหค้อมพิวเตอรเ์รียนรู ้คน้หา 
และจดจ ารูปแบบบางอย่างที่ซ่อนอยู่ในชุดขอ้มูลโดยไม่จ าเป็นตอ้งมีการระบุชุดค าสั่งที่แน่นอน 
ประโยชนส์  าคญัของการเรียนรูด้ว้ยเครื่องคือแบบจ าลองที่มีการเรียนรูแ้ละถูกสรา้งขึน้มาสามารถ
น าไปปรบัใชเ้พื่อท านายหรือคาดการณผ์ลลพัธก์บัขอ้มลูใหม่ๆ ที่ยงัไม่เคยพบเจอมาก่อนไดอ้ย่างมี
ประสิทธิภาพและเป็นที่น่าพอใจ (Manghani, 2017) 

ประเภทของการเรียนรูด้ว้ยเครื่องสามารถแบ่งออกเป็นประเภทหลกัๆ ไดด้งันี ้
1. การเรียนรูด้ว้ยเครื่องแบบมีผูส้อน (Supervised Learning) 
2. การเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อน (Unsupervised Learning) 
3. การเรียนรูด้ว้ยเครื่องแบบเสรมิก าลงั (Reinforcement Learning) 

โดยในการวิจยัครัง้นีเ้ราจะมุ่งเนน้ไปยงัทฤษฎีของการเรียนรูด้ว้ยเครื่องแบบมีผูส้อนเป็น
หลกั 
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ภาพประกอบ 1 แสดงประเภทของการเรียนรูด้ว้ยเครื่อง 

ที่มา: (Khadka, 2017) 

2.1.1 การเรียนรู้ด้วยเคร่ืองแบบมีผู้สอน (Supervised Learning) 
การเรียนรูด้ว้ยเครื่องแบบมีผูส้อนจะเป็นการคน้หารูปแบบและสรา้งแบบจ าลองโดย

ใช้งานข้อมูลที่มีป้ายก ากับประเภท (Label) ซึ่งเป็นผลลัพธ์ที่แท้จริงของตัวอย่างข้อมูลนั้นๆ 
ยกตัวอย่างเช่น อีเมล หรือ จดหมายอิเล็กทรอนิกส์สามารถถูกจัดหมวดหมู่ให้อยู่ในประเภท
จดหมายทั่วไปหรือจดหมายขยะได ้โดยในขั้นตอนการเรียนรู้ของแบบจ าลองจะมีการใชง้านชุด
ขอ้มูลซึ่งประกอบดว้ยคุณลกัษณะของแต่ละขอ้มูลรวมไปถึงป้ายก ากับของแต่ละตัวอย่างขอ้มูล  
ซึ่งการเรียนรู้ของเครื่องจะด าเนินการแบบวนซ ้าไปเรื่อยๆ เพื่อลดความผิดพลาดและเพิ่ม
ประสิทธิภาพของแบบจ าลอง โดยท าการวนซ ้าตามจ านวนรอบที่ก าหนดหรือวนซ ้า จนได้
ประสิทธิภาพของแบบจ าลองที่เป็นที่น่าพอใจ เมื่อเสร็จสิน้กระบวนการเรียนรูจ้ะเป็นขัน้ตอนในการ
ประเมินประสิทธิภาพของแบบจ าลองโดยใชง้านชุดขอ้มูลส าหรบัการประเมินผลซึ่งมีป้ายก ากบัที่
ถูกตอ้งของขอ้มูลอยู่เช่นกนั แต่จะไม่ถูกน าไปใชใ้นขัน้ตอนการท านายของแบบจ าลอง จากนั้นจะ
น าผลการท านายของแบบจ าลองมาเปรียบเทียบกับป้ายก ากับที่แท้จริงของข้อมูลนั้นๆ เพื่อ
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ค านวณประสิทธิภาพของแบบจ าลอง โดยสามารถน าความผิดพลาดกลบัไปปรบัปรุงแบบจ าลอง
เพื่อใหม้ีประสิทธิภาพที่สงูขึน้จนถึงเกณฑท์ี่ยอมรบัได ้

เป้าหมายส าคัญของการเรียนรูด้้วยเครื่องแบบมีผู้สอนคือการสรา้งแบบจ าลอง
ส าหรบัการใชง้านในการท านายหรือจ าแนกประเภทของขอ้มูล ซึ่งแต่ละกลุ่มของผลลพัธ์จากการ
จ าแนกประเภทจะถูกก าหนดไวโ้ดยชื่อประเภทของขอ้มลูนัน้ๆ เพื่อใชเ้ป็นป้ายก ากับส าหรบัขอ้มูล
แต่ละตวัที่ท าการทดสอบ โดยในขัน้ตอนการจ าแนกประเภทตวัแบบจ าลองจะทราบถึงคุณลกัษณะ
ของขอ้มลูนัน้ๆ แต่จะไม่ทราบถึงปา้ยก ากบัของแต่ละขอ้มลู 

โดยส่วนมากการเรียนรูด้ว้ยเครื่องแบบมีผูส้อนมกัจะถูกน ามาใชก้บังานที่เรียนรูจ้าก
ข้อมูลในอดีตเพื่ อท าการท านายผลลัพธ์ในอนาคต  โดยงานในการวิเคราะห์การถดถอย 
(Regression Analysis) และงานในการวิเคราะหก์ารจัดกลุ่ม (Classification Analysis) ถือเป็น
งานที่พบไดท้ั่วไปส าหรบัการเรียนรูด้ว้ยเครื่องแบบมีผูส้อน (Manghani, 2017) 

การเรียนรูด้ว้ยเครื่องแบบมีผูส้อนถกูจ ากดัความเนื่องมาจากการใชง้านชดุข้อมลูซึ่งมี
ป้ายก ากบัส าหรบัการฝึกฝนอลักอรทิึมหรือแบบจ าลองเพื่อใชใ้นการท านายผลลพัธท์ี่แม่นย า โดย
ในขัน้ตอนการเรียนรูจ้ะมีการปรบัปรุงค่าน า้หนกั (Weight) ต่างๆ ภายในตวัแบบจ าลองจนกระทั่ง
ไดป้ระสิทธิภาพที่เหมาะสม ซึ่งการเรียนรูเ้หล่านีเ้ป็นส่วนหนึ่งของกระบวนการที่ เรียกว่า ‘Cross 
Validation’ เพื่อใหม้ั่นใจไดว้่าแบบจ าลองจะไม่เกิดการ Overfitting (การที่แบบจ าลองเรียนรูก้บัชุด
ขอ้มลูฝึกจนแม่นย ามากเกินไป ท าใหไ้ม่สามารถท านายขอ้มลูที่ไม่เคยเห็นมาก่อนไดอ้ย่างแม่นย า) 
หรือ Underfitting (การที่แบบจ าลองไม่มีประสิทธิภาพเนื่องจากมีการเรียนรูท้ี่น้อยจนเกินไป) 
(IBM, 2020a) 

ในอลักอริทึมของการเรียนรูด้ว้ยเครื่องแบบมีผูส้อน คอมพิวเตอรจ์ะฝึกฝนเรียนรูจ้าก
ขอ้มูลตัวอย่าง แบบจ าลองของการเรียนรูด้ว้ยเครื่องแบบมีผูส้อนประกอบไปดว้ยคู่ของขอ้มูลขา
เขา้และขอ้มูลขาออก ซึ่งเป็นผลลัพธ์หรือป้ายก ากับของขอ้มูลขาเขา้ ตัวอย่างเช่น แบบจ าลอง
ส าหรบัการแยกดอกเดซี (Daisies) และดอกแพนซี (Pansies) ซึ่งขอ้มลูขาเขา้จะเป็นรูปของดอกไม ้
ส่วนผลลพัธ์ที่ตอ้งการคือการท านายว่ารูปนัน้คือดอกไมช้นิดใด โดยแบบจ าลองจะถูกฝึกฝนแบบ
วนซ า้กบัชุดขอ้มลูเพื่อคน้หาสิ่งที่สามารถระบุความใกลเ้คียงและความแตกต่างกนัของดอกไมท้ัง้
สองประเภทจนกระทั่งสามารถแยกประเภทไดอ้ย่างถูกต้องมีประสิทธิภาพ (SAP) ซึ่งหลกัการนีจ้ะ
คลา้ยคลงึกบัการที่เด็กเรียนรูใ้นการระบชุนิดของผลไมจ้ากการจ ามาจากหนงัสือภาพ (Oracle) 

ขั้นตอนการท างานของการเรียนรูด้้วยเครื่องแบบมีผู้สอนสามารถแสดงเป็นภาพ
อย่างง่ายไดด้งัภาพประกอบที่ 2 
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ภาพประกอบ 2 แสดงขัน้ตอนการท างานของการเรียนรูด้ว้ยเครื่องแบบมีผูส้อน 

ที่มา: (Javatpoint) 

จากภาพประกอบที่ 2 ชุดขอ้มูลมีวตัถุที่แตกต่างกนัอยู่ 3 ชนิด ไดแ้ก่ วัตถุหกเหลี่ยม 
(Hexagon) วัตถุสามเหลี่ยม (Triangle) และวัตถุสี่เหลี่ยม (Square) ในขั้นตอนแรกต้องมีการ
เรียนรูข้องแบบจ าลองจากชุดขอ้มูลและป้ายก ากบั โดยวตัถุที่มีหกดา้นจะถูกติดป้ายก ากบัว่าเป็น
วตัถุหกเหลี่ยม วัตถุที่มีสามดา้นจะถูกติดป้ายก ากับว่าเป็นวตัถุสามเหลี่ยม และวตัถุที่มีสี่ดา้นจะ
ถกูติดปา้ยก ากบัว่าเป็นวตัถสุี่เหลี่ยม 

หลังจากเสร็จสิ ้นขั้นตอนการเรียนรู้เราจะท าการทดสอบประสิท ธิภาพของ
แบบจ าลองในการระบุชนิดของวตัถุที่ไม่เคยเห็นมาก่อนในขัน้ตอนการเรียนรูซ้ึ่งประกอบดว้ยวตัถุ
สี่เหลี่ยมและวตัถสุามเหลี่ยม โดยแบบจ าลองจะคน้รูปแบบเพื่อเปรียบเทียบกบัขอ้มลูที่ไดเ้รียนรูม้า
เพื่อคน้หาว่าขอ้มูลใหม่ที่ไดร้ับมาเป็นวัตถุประเภทใด จากนัน้จะท าการท านายผลลพัธ์ชนิดของ
วตัถทุี่แบบจ าลองคาดการณว์่ามีความใกลเ้คียงมากท่ีสดุออกมา 

การเรียนรูด้ว้ยเครื่องแบบมีผูส้อนสามารถแบ่งประเภทย่อยลงไปไดอี้กสองประเภท
หลักๆ ตามปัญหาของงาน ไดแ้ก่งานเก่ียวกับการวิเคราะหก์ารถดถอย (Regression) และงาน
เก่ียวกบัการจ าแนกประเภท (Classification) 

งานแบบ Regression จะถูกใช้ส  าหรบัหาความสัมพันธ์ระหว่างข้อมูลขาเขา้และ
ขอ้มลูขาออก มกัใชใ้นการคาดการณห์รือท านายขอ้มลูที่เป็นเลขจ านวนจรงิซึ่งมีความต่อเนื่อง เช่น 
การคาดการณอ์ณุหภมูิลว่งหนา้ การท านายแนวโนม้ราคาสินคา้ในตลาด 

งานแบบ Classification จะถูกใชส้  าหรบังานที่ผลลพัธข์องแบบจ าลองเป็นแบบชนิด
หรือประเภท เช่น ใช่หรือไม่ใช่ เพศชายหรือเพศหญิง ถกูหรือผิด พนัธุข์องสนุขั (Javatpoint) 
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2.1.2 การเรียนรู้ด้วยเคร่ืองแบบไม่มีมีผู้สอน (Unsupervised Learning) 
การเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อนจะเป็นการใชง้านอลักอริทมึส าหรบัการวิเคราะห ์

แยกแยะ และจดักลุม่ (Clustering) ของขอ้มลูซึ่งไม่มีปา้ยก ากบั โดยการเรียนรูด้ว้ยเครื่องแบบไม่มี
ผูส้อนจะคน้หารูปแบบที่ซ่อนอยู่ในชุดขอ้มลูเพื่อแบ่งขอ้มลูออกเป็นกลุม่ๆ โดยไม่จ าเป็นตอ้งพึ่งพา
การแทรกแซงของมนุษยใ์นการเรียนรู ้ความสามารถของการเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อนคือ
การคน้หาหรือตรวจจบัความเหมือนและความแตกต่างของแต่ละขอ้มลู ซึ่งมีประโยชนอ์ย่างสงูต่อ
งานการส ารวจและวิเคราะห์ข้อมูล การน าเสนอผลิตภัณฑ์เสริมที่เก่ียวขอ้งกับผลิตภัณฑ์หลัก 
(Cross-Selling Strategies) เช่น การน าเสนอผลิตภัณฑเ์ก่ียวกับการประกนัภยัเนื่องจากอบุติัเหต ุ
เมื่อลูกคา้มีการด าเนินการกู้ยืมเงินส าหรบัการซือ้รถยนต์เป็นต้น งานในการจัดกลุ่มของลูกค้า 
(Customer Segmentation) เช่น กลุ่มลูกคา้สญัจร กลุ่มลูกคา้ที่มียอดใชจ้่ายสูงเป็นตน้ และงาน
ทางดา้นรูปภาพและการจ าแนกรูปแบบ (Image and Pattern Recognition) 

นอกจากนีก้ารเรียนรูด้้วยเครื่องแบบไม่มีผูส้อนยังสามารถใชป้ระโยชน์ในการลด
จ านวนคณุลกัษณะหรือตวัแปรตน้ของขอ้มลูในงานเก่ียวกบัการลดมิติของขอ้มลู (Dimensionality 
Reduction) ซึ่งวิธีการที่เป็นที่นิยมได้แก่ Principal Component Analysis (PCA) และ Singular 
Value Decomposition (SVD) นอกจากนีย้ังมีอัลกอริทึมอ่ืนๆ ของการเรียนรูด้ว้ยเครื่องแบบไม่มี
ผูส้อนอีกมากมาย เช่น Neural Networks, K-Mean Clustering เป็นตน้ (IBM, 2020a) 

ในงานการเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อนจะไม่มีค าตอบหรือผลลพัธท์ี่ถูกตอ้งและ
ชดัเจนแบบงานการเรียนรูด้ว้ยเครื่องแบบมีผูส้อน คอมพิวเตอรห์รือเครื่องจะเรียนรูจ้ากขอ้มูลขา
เขา้ซึ่งไม่มีปา้ยก ากบัและโครงสรา้งที่ชดัเจนเพื่อจะคน้หาและระบรูุปแบบและความสอดคลอ้งของ
ขอ้มลู โดยในหลายๆ ครัง้การเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อนจะมีขัน้ตอนในการสรา้งแบบจ าลอง
ในลกัษณะที่คลา้ยคลึงกับการสงัเกตมนุษย ์ซึ่งมนุษยจ์ะจะมีการใชง้านประสบการณค์วามรูแ้ละ
สามญัส านึกในการจดักลุม่ของสิ่งต่างๆ เมื่อยิ่งมีประสบการณท์ี่สงูมากขึน้ในสาขาหรือหวัขอ้นัน้ๆ 
ก็จะยิ่งเพิ่มความสามารถในการแยกประเภทและจดักลุม่ของสิ่งต่างๆ ไดม้ีประสิทธิภาพสงูขึน้ โดย
ในดา้นของคอมพิวเตอร ์ประสบการณ์จะหมายถึงจ านวนของขอ้มูลขาเขา้ที่ถูกน ามาใชใ้นการ
เรียนรู ้ตวัอย่างของงานแบบการเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อนที่เป็นที่นิยม เช่น งานเก่ียวกบัการ
จดจ าใบหนา้ งานเก่ียวกับการวิเคราะหล์  าดับพันธุกรรม งานการวิเคราะหต์ลาดซือ้ขาย และงาน
ทางดา้นความปลอดภยัไซเบอร ์เป็นตน้ (SAP) 

การเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อนเป็นการเรียนรูใ้นรูปแบบที่คอมพิวเตอรส์ามารถ
เรียนรูด้ว้ยตนเองเพื่อที่จะคน้หารูปแบบผ่านขัน้ตอนและกระบวนการที่ซบัซอ้นโดยอาศยัมนุษยเ์ขา้
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มาเก่ียวขอ้งเพียงเล็กนอ้ย โดยการเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อนจะเป็นการเรียนรูจ้ากชุดขอ้มูล
ซึ่งไม่มีปา้ยก ากบัหรือผลลพัธท์ี่เฉพาะเจาะจงที่ถกูระบไุวล้ว่งหนา้ 

การเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อนจะมีความคลา้ยคลึงกบัการเรียนรูข้องเด็กเล็กใน
การแยกกลุม่ประเภทของผลไมจ้ากกระบวนการสงัเกตเฉดสีและรูปร่างแทนการจดจ าชื่ อชนิดของ
ผลไม้ โดยเด็กจะสังเกตความคล้ายคลึงกันจากรูปภาพและท าการจัดกลุ่มผลไม้ตามความ
คลา้ยคลงึ จากนัน้จึงท าการระบปุา้ยก ากบัใหก้บัแต่ละกลุม่ (Oracle) 

ในการเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อนจะไม่มีการระบุผลลัพธ์ที่ถูกตอ้งหรือชัดเจน 
แต่จะท างานโดยอลักอรทึึมซึ่งตอ้งท าการเรียนรู ้วิเคราะหข์อ้มลู และสงัเกตรูปแบบหรือโครงสรา้ง
ในขอ้มลูนัน้ๆ เอง การเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อนมกัจะไดป้ระสิทธิภาพที่ดีกับขอ้มลูประเภท
รายธุรกรรม (Transactional Data) ซึ่งอาจใช้ส  าหรับการจัดกลุ่มของพฤติกรรมของผู้ซื ้อที่
คลา้ยคลึงกันส าหรบัใชก้ าหนดเพื่อเป็นกลุ่มเป้าหมายส าหรบัสิทธิพิเศษทางการตลาด ตัวอย่าง
อัลกอริทึมของการเรียนรูด้้วยเครื่องแบบไม่มีผู ้สอน เช่น การจ าแนกกลุ่มแบบ K-Means (K-
Means Clustering) , Principal and Independent Component Analysis (PCA) แ ล ะ 
Association Rules เป็นตน้ (Manghani, 2017) 

2.1.3 การเรียนรู้ด้วยเคร่ืองแบบเสริมก าลัง (Reinforcement Learning) 
การเรียนรูด้ว้ยเครื่องแบบเสริมก าลงัคือหนึ่งในรูปแบบของการเรียนรูด้ว้ยเครื่อง เมื่อ

เปรียบเทียบกบัการเรียนรูด้ว้ยเครื่องแบบมีผูส้อนซึ่งคอมพิวเตอรจ์ะเรียนรูก้ารหาความสมัพนัธจ์าก
คณุลกัษณะของขอ้มลูกบัผลลพัธท์ี่ถูกตอ้งจากชุดขอ้มูลที่มีป้ายก ากับที่ชัดเจน แต่การเรียนรู้ดว้ย
เครื่องแบบเสริมก าลงัจะมีความแตกต่างกนัในส่วนของการเรียนรูซ้ึ่งขอ้มลูจะไม่มีผลลพัธห์รือป้าย
ก ากบัที่ถูกตอ้งแน่นอน แต่จะเรียนรูจ้ากขอ้มูลขาเขา้ซึ่งเป็นกลุ่มของขอ้มลูเก่ียวกับทางเลือกหรือ
การกระท าที่เป็นไปได ้กฎเกณฑต่์างๆ และเป้าหมายหรือจุดสิน้สดุที่เป็นไปได ้โดยเมื่อเป้าหมาย
หรือจุดสิ ้นสุดที่ อัลกอริทึมต้องการมี ค่าเป็นแบบคงที่ หรือแบบไบนารี (Binary) จะท าให้
คอมพิวเตอรห์รือเครื่องสามารถเรียนรูจ้ากขอ้มลูตวัอย่างได ้แต่ในกรณีที่เป้าหมายหรือจุดสิน้สดุที่
ตอ้งการมีความไม่แน่นอน สามารถเปลี่ยนแปลงได ้ระบบจะตอ้งมีการเรียนรูจ้ากประสบการณ์
และการไดร้บัรางวลัตอบแทน ในการเรียนรูด้ว้ยเครื่องแบบเสริมก าลงั ‘รางวลั’ จะหมายถึงคะแนน
ที่คอมพิวเตอรจ์ะตอ้งพยายามเรียนรูเ้พื่อคน้หาและเก็บรวบรวมไวใ้หไ้ดม้ากที่สดุ 

หากยกตัวอย่างเพื่อน ามาเปรียบเทียบใหเ้ขา้ใจง่ายขึน้ การเรียนรูด้ว้ยเครื่องแบบ
เสริมก าลงัจะมีความคลา้ยคลึงกับการสอนมนุษยใ์หเ้ล่นหมากรุก ซึ่งแน่นอนว่าเป็นไปไม่ไดท้ี่จะ
สามารถสอนใหค้อมพิวเตอรเ์รียนรูทุ้กกลยุทธ์การเดินหมากที่มีประสิทธิภาพได ้ดังนัน้จะมีการ
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สอนคอมพิวเตอรเ์ฉพาะในส่วนของกฎการเล่นหมากรุกเพียงเท่านัน้และใหค้อมพิวเตอรเ์รียนรู้ดว้ย
ตวัเองผ่านการฝึกฝนเพื่อพัฒนาทักษะ ในส่วนของรางวลันัน้นอกจากการชนะการแข่งขันแลว้ ยัง
สามารถไดร้บัคะแนนจากการก าจัดหมากของคู่แข่งไดอี้กดว้ย ตัวอย่างของการประยุกตใ์ชก้าร
เรียนรูด้้วยเครื่องแบบเสริมก าลังนั้น  เช่น การประมูลราคาแบบอัตโนมัติส าหรับผู้ซือ้โฆษณา
ออนไลน ์การพฒันาเกมสค์อมพิวเตอร ์และการเทรดหุน้ที่มีความเสี่ยงสงู (SAP) 

การเรียนรูด้ว้ยเครื่องแบบเสริมก าลงัคือการเรียนรูข้องเครื่องซึ่งมีวิธีการที่คลา้ยคลึง
กบัการเรียนรูด้ว้ยเครื่องแบบไม่มีผูส้อน แต่มีความแตกต่างกนัตรงที่อลักอรทิึมของการเรียนรูด้ว้ย
เครื่องแบบเสริมก าลงัไม่ไดเ้รียนรูจ้ากชุดขอ้มูลตัวอย่าง แต่จะมีการเรียนรูจ้ากการลองผิดลองถูก
แทน ซึ่งผลลัพธ์ในแต่ละรอบที่ประสบความส าเร็จจะถูกรวบรวมเพื่อน ามาปรบัปรุงแบบจ าลอง
เพื่อใหเ้กิดค าแนะน าหรือหลกัการที่ดีที่สดุส าหรบัการแกไ้ขปัญหานัน้ (IBM, 2020a) 

การเรียนรูด้ว้ยเครื่องแบบเสริมก าลงัจะใชว้ิธีการเรียนรูจ้ากการลองผิดลองถูกโดย 
อัลกอรึทึมจะคน้หากลยุทธ์หรือวิธีการที่ท าให้ไดม้าไดม้าซึ่งรางวัลที่สูงที่สุด โดยการเรียนรูด้ว้ย
เครื่องแบบเสรมิก าลงัจะประกอบดว้ยองคป์ระกอบพืน้ฐานหลกัๆ อยู่ 3 องคป์ระกอบ ไดแ้ก่ 

1. ผูก้ระท า (Agent) ซึ่งเป็นผูต้ดัสินใจในการเลือกกลยทุธ ์
2. สิ่งแวดลอ้มหรือทรพัยากรโดยรอบซึ่งผูก้ระท าสามารถมีปฏิสมัพนัธไ์ด ้
3. การกระท าที่ผูก้ระท าตดัสินใจเลือก 

วตัถุประสงคข์องการเรียนรูด้ว้ยเครื่องแบบเสริมก าลงัคือการที่ตวัแทนตดัสินใจเลือก
กระท าการบางสิ่งบางอย่างที่ส่งผลให้เกิดรางวัลที่สูงที่สุด หรือการตัดสินใจกระท าบางสิ่ง
บางอย่างที่ท าใหเ้กิดผลลพัธท์ี่เหมาะสมมากที่สดุ การเรียนรูด้ว้ยเครื่องแบบเสริมก าลงัมกัถูกนิยม
น ามาปรบัใช้ในงานเก่ียวกับการพัฒนาเกมสค์อมพิวเตอรห์รืองานทางด้านวิศวกรรมหุ่นยนต ์
นอกจากนีย้ังสามารถพบเห็นการใชง้านการเรียนรูด้ว้ยเครื่องแบบเสริมก าลงัไดใ้นงานที่เก่ียวขอ้ง
กบัการคน้หาค่าที่เหมาะสมที่สดุ (Optimization Techniques) 
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ภาพประกอบ 3 แสดงวิธีการท างานโดยครา่วของการเรียนรูด้ว้ยเครื่องแบบเสรมิก าลงั 

ที่มา: (Tzorakoleftherakis, 2019) 

2.2 ทฤษฎีเกี่ยวกับแบบจ าลองส าหรับงานในการจ าแนกประเภท (Classification Model) 
การจ าแนกประเภทเป็นหนึ่งในงานที่ส  าคัญและแพร่หลายอย่างมากของการเรียนรูด้ว้ย

เครื่องแบบมีผูส้อน ซึ่งเป็นเทคนิคที่จะใชใ้นการท านายผลลัพธ์หรือประเภทของตัวอย่างขอ้มูล
ใหม่ๆ ดว้ยการใชง้านแบบจ าลองที่ผ่านการเรียนรูจ้ากชดุขอ้มลูส าหรบัฝึกสอน การจ าแนกประเภท
ของข้อมูลประกอบด้วยขั้นตอนจ านวน 2 ขั้นตอน โดยขั้นตอนแรกคือการเรียนรู้เพื่อสร้าง
แบบจ าลองจากชุดขอ้มูลส าหรบัการเรียนรู ้และขัน้ตอนที่สองคือการทดสอบใชง้านการจ าแนก
ประเภทเพื่อประเมินประสิทธิภาพ โดยจะมีการใชง้านชุดขอ้มลูส าหรบัการทดสอบซึ่งแบบจ าลอง
ไม่เคยเห็นข้อมูลเหล่านี ้มาก่อน โดยแบบจ าลองที่ เก่ียวกับการจ าแนกประเภทประกอบด้วย
อลักอรทิึมจ านวนมากซึ่งจะมีความเหมาะสมและใหป้ระสิทธิภาพที่แตกต่างกนัตามการใชง้านกบั
ชดุขอ้มลูหรือวตัถปุระสงคท์ี่แตกต่างกนัไป (Sarker, Kayes, & Watters, 2019) 

ผลลพัธ์ของงานในการจ าแนกประเภทสามารถแบ่งย่อยไดเ้ป็นสองประเภทหลกัๆ ตาม
จุดประสงคข์องการใชง้าน การจ าแนกประเภทแบบแรกคือแบบผลลัพธ์ไบนารี ซึ่งผลลัพธ์ของ
ขอ้มูลตัวอย่างจะประกอบดว้ยป้ายก ากับสองประเภทหลกั เช่น  0 หรือ 1, เพศชายหรือเพศหญิง, 
ซือ้หรือไม่ซือ้ เป็นตน้ การจ าแนกประเภทแบบที่สองคือแบบผลลพัธค์วามน่าจะเป็น ซึ่งป้ายก ากับ
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ของขอ้มลูตวัอย่างจะมีมากกว่าสองประเภทขึน้ไป โดยผลลพัธจ์ากแบบจ าลองจะไดอ้อกมาเป็นค่า
ความน่าจะเป็นของแต่ละป้ายก ากบั ซึ่งขอ้มลูตวัอย่างจะถูกจ าแนกประเภทไปยงัป้ายก ากบัที่มีค่า
ความน่าจะเป็นสงูมากท่ีสดุ (Dreiseitl & Ohno-Machado, 2002) 

ดงันัน้ในการเลือกใชง้านแบบจ าลองและอลักอริทึมจึงตอ้งมีการเลือกใชใ้หเ้หมาะสมกับ
แต่ละบรบิท โดยในงานวิจยันีม้ีการใชง้านอลักอรทิมึในการจ าแนกประเภทขอ้มลู ดงันี ้

2.2.1 ทฤษฎีอัลกอริทมึ Logistic Regression 
การวิเคราะหก์ารถดถอยโลจิสติก (Logistic Regression Analysis) เป็นเทคนิคการ

วิเคราะหข์อ้มลูที่มีหลายคณุลกัษณะซึ่งมีวตัถุประสงคเ์พื่อประมาณค่าหรือท านายผลลพัธบ์างสิ่ง
บางอย่างภายใตปั้จจยัของคณุลกัษณะตวัอย่างขอ้มลู แบบจ าลองโลจิสติกจะประกอบดว้ยตวัแปร
ตามหรือผลลพัธ ์และตวัแปรตน้หรือคณุลกัษณะของตวัอย่างขอ้มลู 

Logistic Regression สามารถแบ่งออกเป็น 3 ประเภทย่อยได้ตามลักษณะของ
ผลลพัธด์งันี ้(Wikipedia, 2013) 

1. Binary Logistic Regression คือการประมวลผลกับข้อมูลซึ่งมีความน่าจะ
เป็นของผลลพัธเ์พียงสองกลุม่ เช่น 0 หรือ 1 เพศชายหรือเพศหญิง ซือ้สินคา้หรือไม่ซือ้เป็นตน้ 

2. Multinomial Logistic Regression คือการประมวลผลกับข้อมูลซึ่งมีความ
น่าจะเป็นของขอ้มลูมากกว่าสองกลุม่ขึน้ไปซึ่งไม่มีความสมัพนัธก์นัทางล าดบัขอ้มลู เช่น พนัธุข์อง
สนุขั รุน่ของโทรศพัทม์ือถือ เป็นตน้ 

3. Ordinal Logistic Regression คือการประมวลผลกับขอ้มูลซึ่งมีความน่าจะ
เป็นของขอ้มูลมากกว่าสองกลุ่มขึน้ไปซึ่งมีความสมัพันธก์ันทางล าดับขอ้มลู  เช่น ระดบัการศึกษา 
(ประถม, มธัยม, ปรญิญา) หรือ ความพงึพอใจ (แย,่ ปานกลาง, ดี, ดีมาก) เป็นตน้ 

Logistic Regression เป็นแบบจ าลองที่ใชส้  าหรบังานในการท านายซึ่งผลลพัธ์ของ
การท านายเป็นค่าแบบไม่ต่อเนื่องกนั เช่น การท านายว่าป่วยหรือไม่ป่วย 
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ภาพประกอบ 4 แสดงการเปรียบเทียบก่อนและหลงัการท างานของ Logistic Regression 

ที่มา: (Equiskill, 2018) 

Logistic Regression เป็นแบบจ าลองที่ถูกใชง้านอย่างแพรห่ลายส าหรบังานจ าแนก
ประเภทแบบไบนารี แบบจ าลองจะท านายความน่าจะเป็นของแต่ละป้ายก ากับจากการใชง้าน 
Logit Function จากนั้นจะมีการใช้งาน Sigmoid Activation Function เพื่อแปลงจากค่าความ
น่าจะเป็นใหก้ลายเป็นผลลพัธแ์บบปา้ยก ากบั  

Sigmoid Function (สมการที่  1) เป็นฟังก์ชันทางคณิตศาสตรท์ี่มีพฤติกรรมซึ่ง
สามารถแปลงเลขจ านวนเต็มใดๆ ใหก้ลายเป็นค่าระหว่างช่วง 0 ถึง 1 ภายใตก้ราฟที่มีลกัษณะโคง้
เป็นรูปตวั ‘S’ ซึ่ง Sigmoid สามารถเรียกไดอี้กชื่อหนึ่งว่า Logistic Function 
 

𝑌 =  
1

1+ 𝑒−z   (1) 
 

การท างานของ Sigmoid Function คือเมื่อค่าที่น ามาเขา้ฟังกช์นัมีค่าเป็นบวกแบบไร้
ขอบเขตจะไดผ้ลลพัธข์องฟังกช์ันออกมาเป็น 1 ในทางตรงกันขา้มหากค่าที่น ามาค านวณเป็นค่า
ติดลบแบบไรข้อบเขตจะได้ผลลัพธ์ของฟังก์ชันออกมาเป็น 0 และค่าอ่ืนๆ ที่อยู่ระหว่างนีจ้ะได้
ผลลพัธจ์ากฟังกช์นัออกมาระหว่าง 0 ถึง 1 

หากผลลัพธ์ที่ไดจ้ากฟังก์ชันมีค่ามากกว่า 0.5 จะท าใหแ้บบจ าลองท านายผลลัพธ์
ของป้ายก ากบัออกมาเป็นกลุ่ม 1 หรือกลุ่มบวก (Positive) และหากผลลพัธ์ที่ไดจ้ากฟังกช์ันมีค่า
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นอ้ยกว่า 0.5 จะท าใหแ้บบจ าลองท านายผลลัพธ์ของป้ายก ากับออกมาเป็นกลุ่ม 0 หรือกลุ่มลบ 
(Negative) (Kumawat, 2019) 

Logistic Regression เป็นแบบจ าลองที่มีความซบัซอ้นนอ้ย โดยเฉพาะอย่างยิ่งเมื่อ
คณุลกัษณะของขอ้มลูตวัอย่างมีความเป็นอิสระต่อกนัสงู และมีการปรบัปรุงขอ้มลูใหอ้ยู่ในรูปแบบ
มาตรฐานที่พรอ้มใช้งาน (Variable Transformation) ซึ่งจะท าให้ลดโอกาสของการเกิดปัญหา 
Overfitting (ปัญหาซึ่งแบบจ าลองสามารถท างานได้ดีกับชุดข้อมูลส าหรับการเรียนรู้ แต่มี
ประสิทธิภาพที่ลดลงอย่างมากเมื่อน ามาใชง้านกับชุดขอ้มูลส าหรบัการทดสอบหรือเมื่อน ามาใช้
งานจรงิ) 

นอกจากนีก้ระบวนการคัดเลือกคุณลักษณะยังสามารถช่วยลดความซับซอ้นของ
แบบจ าลองและลดโอกาสของการเกิด Overfitting ลงไปไดอี้กดว้ย (Dreiseitl & Ohno-Machado, 
2002) 

2.2.2 ทฤษฎีอัลกอริทมึ Random Forest 
Random Forest หรือป่าตน้ไมต้ัดสินใจ เป็นอัลกอริทึมที่ถูกใชง้านอย่างแพร่หลาย

ส าหรบัการเรียนรูด้ว้ยเครื่องซึ่งถูกคิดคน้โดย Leo Breiman และ Adele Cutler ซึ่งการท างานของ 
Random Forest จะเป็นการรวบรวมผลลพัธ์จาก Decision Tree หรือตน้ไมต้ัดสินใจหลายๆ ตน้ 
เพื่อน ามาค านวณส าหรับการได้มาซึ่งผลลัพธ์สุดท้าย โดย Random Forest ค่อนข้างมีความ
ยืดหยุ่นและสะดวกสบายในการเรียกใชง้าน เนื่องจากสามารถใชไ้ดก้ับงานทั้งแบบการจ าแนก
ประเภท (Classification) และแบบการวิเคราะหเ์ชิงถดถอย (Regression) 

Decision Tree ถือเป็นพืน้ฐานเริ่มตน้ส าหรบั Random Forest โดย Decision Tree 
จะมีแนวคิดคือการสรา้งชดุล าดบัของค าถามขึน้มาเพื่อใชแ้บ่งขอ้มลูออกเป็นสองสว่นไปเรื่อยๆ ซึ่ง
ค าถามต่างๆ ในชุดล าดับจะส่งผลให้เกิดจุดตัดสินใจ  (Decision Node) ขึน้มาบนต้นไม้ โดย
ตวัอย่างขอ้มลูที่เป็นไปตามเงื่อนไขจะเคลื่อนต่อไปยงักิ่งของตน้ไมแ้บบ ‘ใช่’ (Yes) และขอ้มลูที่ไม่
เป็นไปตามเงื่อนไขก็จะเคลื่อนไปยงักิ่งของตน้ไมฝ่ั้ง ‘ไม่ใช่’ (No) โดยการผ่านจุดตดัสินใจไปเรื่อยๆ 
จะสามารถน าพาตวัอย่างขอ้มลูไปสูค่  าตอบของค าถามบางอย่างได ้  

ตวัอย่างของค าถามง่ายๆ ส าหรบัตน้ไมต้ดัสินใจ เช่น ‘ควรออกไปเลน่กระดานโตค้ลื่น
หรือไม่’ ซึ่งค าตอบสามารถเป็นไปได ้2 ป้ายก ากบั คือ ‘เล่น’ และ ‘ไม่เลน่’ จากค าถามนีจ้ะสามารถ
สรา้งชุดล าดบัของค าถามขึน้มาเพื่อใชห้าค าตอบได ้เช่น ‘ในทะเลมีคลื่นน า้หรือไม่’ ,’มีลมพัดแรง
หรือไม่’ ,’ทิศของลมพดัเขา้สู่หรือออกจากฝ่ัง’ ซึ่งค าถามต่างๆ ในชดุล าดบัจะเป็นตวัน าพาตวัอย่าง
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ของขอ้มูลเพื่อไปยังผลลัพธ์สุดทา้ยของการตัดสินใจ หรือที่เรียกว่า Leaf Node ได้ ดังแสดงใน
ภาพประกอบที่ 9 (IBM, 2020b) 

 

ภาพประกอบ 5 แสดงตน้ไมต้ดัสินใจของการท านายการออกไปเลน่กระดานโตค้ลื่น 

ที่มา: (IBM, 2020b) 

ปัญหาหลกัของ Decision Tree คือสามารถเกิดการ Overfitting กบัขอ้มลูไดง้่าย ซึ่ง
มีวิธีแกไ้ขดว้ยการใชง้าน Decision Tree หลายๆ ตน้เพื่อสรา้งเป็น Random Forest ส าหรบัการ
ช่วยกันตัดสินใจ โดยตน้ไมแ้ต่ละต้นใน Random Forest จะท างานอย่างเป็นอิสระจากกัน ซึ่งจะ
ช่วยเพิ่มประสิทธิภาพความแม่นย าของการท านายผลลพัธไ์ด ้

Random Forest เป็นอลักอรทิึมที่มีการใชง้านของวิธีการ Bagging (หรือ Bootstrap 
Aggregation) ร่วมกบัวิธีการ Feature Randomness ส าหรบัการสรา้งตน้ไมต้ดัสินใจแต่ละตน้ซึ่ง
เป็นอิสระจากกนัภายใตป่้าตน้ไมต้ดัสินใจ โดย Bagging จะเป็นกระบวนการในการสุ่มเลือกขอ้มลู
จากชุดขอ้มลูส าหรบัการเรียนรูเ้พื่อน ามาใชส้รา้งตน้ไมต้ดัสินใจแต่ละตน้ดว้ยวิธีการสุ่มแบบใส่คืน 
ซึ่งท าใหแ้ต่ละตวัอย่างของขอ้มลูสามารถถูกสุ่มเลือกขึน้มาซ า้ได ้ส่วน Feature Randomness จะ
เป็นกระบวนการในการสุม่เลือกเซตของคณุลกัษณะเพื่อน ามาใชส้รา้งตน้ไมต้ดัสินใจแต่ละตน้  

การน าวิธีการ Bagging มาใชร้ว่มกบัวิธีการ Feature Randomness จะช่วยใหต้น้ไม้
ตดัสินใจแต่ละตน้เป็นอิสระต่อกนัมากขึน้ มีความเก่ียวขอ้งกนันอ้ยลง ซึ่งถือเป็นขอ้แตกต่างส าคญั
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ระหว่าง Random Forest และ Decision Tree โดย Decision Tree จะมีการใชง้านคุณลักษณะ
ทัง้หมดที่เป็นไปไดแ้ละชดุขอ้มลูส าหรบัการเรียนรูท้ัง้หมดในการสรา้งตน้ไม ้  

หลกัการท างานของ Random Forest คือตน้ไมต้ดัสินใจแต่ละตน้จะท างานอย่างเป็น
อิสระจากกัน โดยแต่ละต้นไม้ตัดสินใจจะถูกสรา้งขึน้มาจากชุดข้อมูลย่อยและเซตย่อยของ
คณุลกัษณะที่แตกต่างกนั ซึ่งแมจ้ะเป็นตวัอย่างขอ้มลูเดียวกนัแต่ตน้ไมต้ดัสินใจแต่ละตน้ก็อาจจะ
ใหผ้ลลพัธอ์อกมาที่แตกต่างกนัได ้ซึ่งผลลพัธส์ดุทา้ยจากการจ าแนกประเภทของ Random Forest 
จะเกิดจากเสียงสว่นใหญ่ของตน้ไมใ้นป่าตน้ไมต้ดัสินใจ หรือที่เรียกว่า Majority Vote 

Random Forest ประกอบดว้ยขอ้ดีหลายประการ ซึ่งขอ้ดีหลักๆ ที่มีความน่าสนใจ
ไดแ้ก่ (IBM, 2020b) 

- ลดโอกาสในการเกิด Overfitting : โดยเมื่อตน้ไมต้ัดสินใจมีจ านวนมากถึงจุด
หนึ่ง การจ าแนกประเภทจะไม่เกิดการ Overfit เนื่องจากค่าเฉลี่ยของตน้ไมต้ัดสินใจซึ่งอิสระจาก
กนัจะลดโอกาสของการผนัแปร (Variance) และความผิดพลาดโดยรวมได ้

- ความยืดหยุ่น  : เนื่องจาก Random Forest สามารถใช้ได้กับงานทั้งแบบ 
Classification และ Regression อย่างมีประสิทธิภาพ และเนื่องจาก Feature Randomness เป็น
การสุ่มใชง้านเซตย่อยของคุณลกัษณะ จึงมีประสิทธิภาพในการท างานกับขอ้มูลที่ค่าขาดหายไป 
(Missing Value) 

- ประเมินความส าคัญของคุณลักษณะได้ง่าย : Random Forest สามารถ
ประเมินความส าคัญหรืออิทธิพลของแต่ละคุณลกัษณะที่ส่งผลต่อแบบจ าลองไดง้่ายโดยการใช้
งานวิธีการ เช่น Gini Importance หรือ Mean Decrease in Impurity (MDI) ซึ่งเป็นการประเมิน
จากการลดลงของความแม่นย าของแบบจ าลองเมื่อมีการน าแต่คณุลกัษณะออก 

2.2.3 ทฤษฎีอัลกอริทมึ XGBoost (eXtreme Gredient Boosting) 
XGBoost หรือ Extreme Gradient Boosting เป็นชุดอัลกอริทึมแบบ Optimized 

Distributed Gradient Boosting ที่ออกแบบมาใหม้ีประสิทธิภาพ ความยืดหยุ่น และสะดวกสบาย
ในการใช้งาน ซึ่งมีการประยุกต์มาจากการเรียนรู้ด้วยเครื่องภายใต้แนวคิดแบบ Gradient 
Boosting โดย XGBoost จะมีการใช้งาน Tree Boosting แบบขนาน (Parallel Tree Boosting) 
หรือที่ รูจ้ักในชื่อ Gradient-Boosted Decision Trees (GBDT) ซึ่งสามารถใชใ้นงานเก่ียวกับการ
แกปั้ญหาทางวิทยาศาสตรข์อ้มลูไดอ้ย่างรวดเรว็และมีประสิทธิภาพ (XGBoost, 2021) 

XGBoost เป็ น  Open-Source Software (ซอฟ ต์แ ว ร์ที่ เ ปิ ด เผ ยหลักก ารห รือ
แหล่งที่มาของเทคโนโลยีของซอฟตแ์วรน์ัน้ใหบุ้คคลภายนอกสามารถใชง้านไดภ้ายใตเ้งื่อนไขบาง

https://c3.ai/glossary/data-science/gradient-boosted-decision-trees-gbdt/
https://c3.ai/glossary/data-science/gradient-boosted-decision-trees-gbdt/
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ประการ) ซึ่งใช้งานอัลกอริทึมการเรียนรู้ด้วยเครื่องแบบ Optimized Distributed Gradient 
Boosting ภายใตก้รอบแนวคิดของ Gradient Boosting โดย XGBoost ถือเป็นอลักอริทึมของการ
เรียนรูด้้วยเครื่องชั้นน าส าหรบังานการจ าแนกประเภท (Classification) งานการวิเคราะห์การ
ถดถอย (Regression) และงานแบบจดัล าดบั (Ranking) 

อลักอรทิมึแบบ XGBoost มีแนวคิดพืน้ฐานหลกัๆ มาจากการเรียนรูด้ว้ยเครื่องแบบมี
ผู้สอน (Supervised Machine Learning) ต้นไม้ตัดสินใจ (Decision Tree) การเรียนรูแ้บบเป็น
กลุม่ (Ensemble Learning) และ Gradient Boosting 

การเรียนรูด้ว้ยเครื่องแบบมีผูส้อนเป็นการใชง้านอัลกอริทึมเพื่อเรียนรูใ้นการคน้หา
รูปแบบที่ซ่อนอยู่ในคุณลักษณะของขอ้มูลและสรา้งแบบจ าลองขึน้มาส าหรบัใชใ้นการจ าแนก
ประเภทของขอ้มลู 

ตน้ไม้ตัดสินใจเป็นแบบจ าลองในการจ าแนกประเภทของขอ้มูลโดยการใช้ Rule-
Based ในการคดัแยกขอ้มลู 

Gradient Boosting Decision Tree (GBDT) เป็นการเรียนรูแ้บบเป็นกลุ่มของตน้ไม้
ตัดสินใจ (Decision Tree Ensemble Learning Algorithm) ซึ่งมีความคล้ายคลึงกับป่าต้นไม้
ตั ด สิ น ใจ  ห รื อ  Random Forest โด ย  Ensemble Learning Algorithm จ ะมี ก า รรวบ รวม
หลากหลายอัลกอริทึมของการเรียนรูด้้วยเครื่องมาใช้งานร่วมกันเพื่อให้เกิดแบบจ าลองที่มี
ประสิทธิภาพสงูที่สดุ  

ป่าตน้ไมต้ัดสินใจและ GBDT จะมีความคลา้ยคลึงกันในการสรา้งแบบจ าลองจาก
ตน้ไมต้ัดสินใจหลายๆ ตน้ แต่ทั้งสองอัลกอริทึมมีความแตกต่างกันในขั้นตอนของกระบวนการ
สรา้งตน้ไมต้ดัสินใจและการรวมตน้ไมต้ดัสินใจเขา้ดว้ยกนั  

ป่าตน้ไมต้ัดสินใจจะใชง้านวิธีการ Bagging เพื่อสรา้งตน้ไมต้ัดสินใจแต่ละตน้แบบ
ขนานไปพรอ้มๆ กนั และผลการจ าแนกประเภทหรือการท านายจะมาจากการหาค่าเฉลี่ยของการ
ท านายของทกุตน้ไมต้ดัสินใจ 

Gradient Boosting มีแนวคิดมาจากค าว่า ‘Boosting’ (การส่งเสริมหรือการเพิ่มขึน้) 
หรือการปรบัปรุงแบบจ าลองโดยค่อยๆ พฒันาแบบจ าลองที่มีประสิทธิภาพต ่าหลายๆ แบบจ าลอง
ตามล าดับเพื่อสร้างแบบจ าลองที่มีประสิทธิภาพในท้ายที่สุด โดย Gradient Boosting จะน า
ผลลัพธ์จากการท านายของแบบจ าลองไปใชง้านเป็นขอ้มูลขาเข้าของแบบจ าลองถัดไปโดยมี
จดุประสงคเ์พื่อพยายามลดค่าของความผิดพลาด 



  31 

GBDT เป็นการเรียนรูข้องตน้ไมต้ัดสินใจที่มีขนาดเล็กจ านวนมากแบบวนซ า้หลาย
รอบ โดยในแต่ละรอบของการเรียนรูจ้ะใชค่้าความผิดพลาดจากแบบจ าลองก่อนหนา้มาใชง้านใน
การเรียนรูข้องแบบจ าลองถดัไปตามล าดบั ผลลพัธส์ดุทา้ยจากการท านายจะถกูคิดค่าน า้หนกัจาก
ผลลัพธ์ของทุกๆ ตน้ไม้ตัดสินใจย่อยในแบบจ าลอง  โดยป่าตน้ไม้ตัดสินใจที่ใช้งานวิธีการแบบ 
Bagging จะเป็นการลด Variance และ Overfitting ส่วน GBDT ที่ใช้งานวิธีการแบบ Boosting 
จะเป็นการลด Bias และ Underfitting 

 

ภาพประกอบ 6 แสดงการเปรียบเทียบการท างานระหว่างวิธีการแบบ Bagging และ Boosting 

ที่มา: (López, 2021) 

XGBoost เป็นการน า Gradient Boosting มาปรบัปรุงใหม้ีประสิทธิภาพและความ
แม่นย าที่สงูขึน้ซึ่งเป็นการพฒันาขีดจ ากดัในการประมวลผลส าหรบัอลักอรทิึมแบบ Boosted Tree 
โดยมีจุดประสงค์เพื่ อกระตุ้นประสิทธิภาพของการเรียนรู้ด้วยเครื่องและความเร็วในการ
ประมวลผล ซึ่งการสรา้งตน้ไมต้ัดสินใจของ XGBoost จะเป็นการสรา้งแบบขนานไปพรอ้มๆ กัน 
แทนที่การสรา้งแบบเรียงตามล าดบัของ GBDT 

XGBoost ประกอบดว้ยขอ้ดีหลายประการดงันี ้
1. มีการใช้งานอย่างกว้างขวางรวมไปถึงการใช้งานในการแก้ปัญหาการ

วิเคราะหก์ารถดถอย การจ าแนกประเภท การจดัล าดบั 
2. การใชง้านชุดโปรแกรม (Library) มีความสะดวกสบายและยืดหยุ่น โดย

สามารถท างานไดบ้นหลายระบบปฏิบัติการ (Operating System : OS) ไดแ้ก่ OS X, Windows 
และ Linux 
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3. รองรับการใช้งานร่วมกับการประมวลผลแบบกลุ่ ม เมฆ  (Cloud 
Ecosystem) ไม่ว่าจะเป็น AWS, Azure, Yarn clusters และ Ecosystem อ่ืนๆ (NVIDIA, 2022) 

2.2.4 อัลกอริทมึ LightGBM (Light Gradient Boosting Machine) 
LightGBM มีโครงสรา้งแบบ Gradient Boosting ซึ่งใชง้านอลักอรทิึมการเรียนรูแ้บบ

ตน้ไม ้โดยมีขอ้ดีและประสิทธิภาพ ดงันี ้(Microsoft, 2021b) 
1. การเรียนรูข้องแบบจ าลองเป็นไปอย่างรวดเรว็และมีประสิทธิภาพสงู 
2. มีการใชง้านหน่วยความจ าของคอมพิวเตอรใ์นจ านวนนอ้ย 
3. มีความแม่นย าสงู 
4. รองรบัการเรียนรูแ้บบขนาน (Parallel) กระจาย (Distributed) และรวมไปถึง

การเรียนรูโ้ดยใชง้านหน่วยประมวลผลของแผงวงจรส าหรบัการแสดงผล (Graphic Processing 
Unit : GPU) 

5. สามารถจดัการกบัชดุขอ้มลูที่มีขนาดใหญ่ได ้
โดยทั่วไปแบบจ าลอง Boosting ส่วนใหญ่มักมีการใชง้านอัลกอริทึมแบบ Pre-sort-

Based เช่น อัลกอริทึมพืน้ฐานของ XGBoost ส าหรบัการเรียนรูข้องตน้ไมต้ัดสินใจ ซึ่งค่อนขา้ง
ยากในการปรบัแต่งเพื่อใหไ้ดป้ระสิทธิภาพที่สูงที่สุด ส่วนในแบบจ าลอง LightGBM มีการใชง้าน
อลักอรทิมึแบบ Histogram-Based ซึ่งมีคณุสมบติัต่อไปนี ้

1. ลดค่าใชจ้่ายและทรพัยากรในการค านวณ  โดยอัลกอริทึมแบบ Histogram-
Based มี Time Complexity ที่นอ้ยกว่าออกัอรทิมึแบบ Pre-Sort-Based 

2. การใชง้าน Histogram Subtraction เพื่อเพิ่มความเร็วในการค านวณ โดยท า
การสรา้ง Histrogram ส าหรบัเพียง 1 Leaf Node และท าการเรียกใชง้าน Histrogram ขา้งเคียง
ดว้ยวิธี Histogram Subtraction 

3.กาลดการใชง้านหน่วยความจ า โดยการแทนค่าแบบต่อเนื่อง (Continuous 
Value) ด้วยช่วงข้อมูลแบบไม่ ต่อเนื่ อง (Discrete Bin) และไม่ต้องมีการจัดเก็บ ค่าข้อมูล
คณุลกัษณะส าหรบั Pre-Sorting  

4. การลดค่าใชจ้่ายในการติดต่อสื่อสารส าหรบัการเรียนรูแ้บบกระจาย 
อัลกอริทึมแบบตน้ไมต้ัดสินใจส่วนใหญ่จะมีการขยายขนาดของตน้ไมแ้บบ Level 

(Depth)-Wise ซึ่งมีลกัษณะตามภาพประกอบที่ 7 
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ภาพประกอบ 7 แสดงวิธีการขยายขนาดของตน้ไมด้ว้ยวิธีแบบ Level-Wise 

ที่มา: (Microsoft, 2021a) 

ส่วน LightGBM มีกระบวนการในการขยายขนาดของต้นไม้ตัดสินใจแบบ Leaf-
Wise (Best-First) โดยจะมีการเลือก Leaf Node ที่จะขยายขนาดต่อไปดว้ยวิธี Max Delta Loss 
ซึ่งอัลกอริทึมแบบ Leaf-Wise มีแนวโน้มที่จะไดร้บัความผิดพลาด (Loss) ที่น้อยกว่าอัลกอริทึม
แบบ Level-Wise  

กรณีที่ชุดข้อมูลมีขนาดเล็กหรือมีจ านวนของข้อมูลที่ไม่เพียงพอ อาจส่งผลให้
อลักอริทึมแบบ Leaf-Wise สามารถเกิดปัญหา Overfitting ได ้จึงเป็นสาเหตุที่ LightGBM มีการ
น าพารามิเตอรห์รือตวัแปร ‘max_depth’ มาใชง้านเพื่อห าหนดขอบเขตความลกึของชัน้ตน้ไม ้

 

ภาพประกอบ 8 แสดงวิธีการขยายขนาดของตน้ไมด้ว้ยวิธีแบบ Leaf-Wise 

ที่มา: (Microsoft, 2021a) 



  34 

ความแตกต่างระหว่าง LightGBM และ XGBoost คือ LightGBM มีการประมวลผล
ที่รวดเร็วกว่า XGBoost ค่อนขา้งมาก โดยยังคงความมีประสิทธิภาพที่ใกลเ้คียงกับ XGBoost ไว้
ได ้นอกจากนีย้ังมีความแตกต่างหลกัอ่ืนๆ คือ วิธีการขยายขนาดของตน้ไม ้(Leaf Growth), การ
จดัการกบัขอ้มูลคุณลกัษณะชนิดประเภท (Categorical Feature Handling), การจดัการขอ้มูลที่
ขาดหายไป (Missing Value Handling) และวิธีการเก่ียวกับความส าคัญของคุณลักษณะของ
ขอ้มลู (Feature Importance Method) 

LightGBM มีการประมวลผลที่รวดเร็วโดยที่ยังสามารถรกัษาประสิทธิภาพความ
แม่นย าไว้ได้เนื่องจากการขยายขนาดของต้นไม้ (Leaf Growth) มีการใช้งานวิธีการ 2 วิธีการ 
ไดแ้ก่ Gradient-Based One-Side Sampling (GOSS) และ Exclusive Feature Bunding (EFB) 

 

ภาพประกอบ 9 แสดงวิธีการแบบ EFB ในการจดัชุด Feature1 และ Feature2 เขา้ไวด้ว้ยกนัที่ 
‘feature_bundle’ เพื่อลดจ านวนของคณุลกัษณะ 

ที่มา: (Sharma, 2018) 

ทัง้ LightGBM และ XGBoost ยอมรบัเฉพาะขอ้มูลคณุลกัษณะที่เป็นตัวเลขเท่านัน้ 
จึงตอ้งมีการจัดการคุณลกัษณะที่เป็นขอ้มูลชนิดประเภท หรือ Nominal ใหก้ลายเป็นขอ้มูลชนิด
ตวัเลข กรณีตวัอย่าง เช่น การท านายป้ายก ากบัที่มีประเภท ‘รอ้น’, ‘หนาว’, ‘ไม่ทราบ’ หรือ 2, 1, 0 
ซึ่งเป็นป้ายก ากบัแบบชนิดประเภทแบบไม่เรียงล าดบั โดยอลักอริทึมตอ้งสรา้งเงื่อนไขและรูปแบบ
ที่มีความเท่าเทียมกนัโดยหลีกเลี่ยงการเปรียบเทียบล าดบัของตวัเลข  

โดยปกติมาตรฐานของ XGBoost จะมีการด าเนินการแบบเรียงล าดับกบัขอ้มูลชนิด
ตัวเลขซึ่งไม่ใช่การท างานที่ เหมาะสมจึงต้องมีการจัดการข้อมูลด้วยวิธีการแบบ  One-Hot 
Encoding เพื่อใหส้ามารถท างานไดอ้ย่างถูกตอ้งเหมาะสม แต่หากชุดขอ้มูลมีขนาดที่ใหญ่การ
จดัการขอ้มูลดว้ยวิธีการ One-Hot Encoding จะมีการท างานที่ชา้ลง ในทางกลบักัน LightGBM 
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จะสามารถตรวจสอบชนิดของคุณลักษณะในชุดข้อมูลก่อนได้เพื่อด าเนินการจัดการกับ
คณุลกัษณะชนิดประเภทอย่างเท่าเทียมโดยไม่ตอ้งจดัการดว้ยวิธี One-Hot Encoding 

ในส่วนของการจัดการขอ้มูลที่ขาดหายไป ทั้ง LightGBM และ XGBoost จะมีการ
ด าเนินการเติมขอ้มูลที่ขาดหายที่ท าใหเ้กิดความผิดพลาด (Loss) ที่น้อยที่สุดในแต่ละการขยาย
ขนาดของตน้ไม ้

การด าเนินการเก่ียวกบัความส าคญัของคณุลกัษณะของ LightGBM ประกอบดว้ย 2 
วิธีการ ซึ่งแตกต่างจาก XGBoost ที่มีดว้ยกนั 3 วิธีการ ไดแ้ก่ (Saha, 2022) 

1. Gain (LightGBM และ XGBoost) แต่ละคุณลักษณะภายในชุดข้อมูลจะมี
ความส าคัญ  (Importance หรือ  Weightage) ที่ ช่ วยในการสร้างแบบจ าลองที่ แม่ นย า มี
ประสิทธิภาพ ซึ่ง Gain จะอ้างอิงถึงอิทธิพลของคุณลักษณะที่มีความส าคัญในแต่ละต้นไม้
ตดัสินใจที่แตกต่างกนั ซึ่งเมื่อน ามาประมวลผลรว่มกนัจะท าใหแ้บบจ าลองมีประสิทธิภาพที่ดีขึน้  

2. Split (LightGBM) หรือ  Frequency/Weight (XGBoost) เป็นการค านวณ
จ านวนครัง้ในการที่คณุลกัษณะของขอ้มลูถกูน าไปใชง้านส าหรบัเป็นเงื่อนไขในการแบ่งขอ้มลูของ
ตน้ไมต้ดัสินใจ โดยคุณลกัษณะชนิดประเภทซึ่งมีประเภทของขอ้มลูจ านวนมากอาจส่งผลใหเ้กิด
ความโนม้เอียง (Bias) ได ้

3. Coverage (XGBoost) เป็นการค านวณจ านวนครัง้ในการปรากฏของค่าในแต่
ละคณุลกัษณะ 

LightGBM เป็น Open-Source แบบอัลกอรึทึม Gradient Boost Decision Tree 
(GBDT) ที่ถูกคิดค้นและพัฒนาขึน้มาโดยบริษัท Microsoft ซึ่งมีการใช้อัลกอริทึม  Histogram-
Based เพื่อเพิ่มความเร็วของการเรียนรูข้องเครื่อง ลดปริมาณการใชห้น่วยความจ า และสามารถ
ด าเนินการเรียนรูแ้บบขนานที่เรียกว่า Parallel Voting DT ได ้ 

LightGBM มีความแตกต่างจากแบบจ าลอง GDBT อ่ืนๆ ในส่วนของการค านวณ
การเพิ่มขึน้ของค่าความแปรปรวน (Variance) โดยการใชง้านวิธีการแบบ Leaf-Wise ในการขยาย
กิ่งของตน้ไมต้ัดสินใจ โดยจะเลือกจากกิ่งที่มีการเพิ่มขึน้ของค่าความแปรปรวนที่สงูที่สุดมาใชใ้น
การขยาย (Machado, Karray, & Sousa, 2019) 

2.3 ทฤษฎีเกี่ยวกับการจัดการข้อมูลทีไ่ม่สมดุล (Imbalance Data Handling) 
ความไม่สมดุลกนัของขอ้มูลถือเป็นปัญหาที่สามารถพบไดอ้ย่างกวา้งขวางในชุดขอ้มูล

ส าหรบัการเรียนรูด้ว้ยเครื่อง ซึ่งความรุนแรงของความไม่สมดุลกันของขอ้มูลสามารถคิดไดจ้าก
สัดส่วนของจ านวนตัวอย่างข้อมูลในแต่ละกลุ่ม โดยในงานการจ าแนกประเภทแบบไบนารี  
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(Binary) หรือสองกลุ่มข้อมูลสามารถค านวณความรุนแรงของความไม่สมดุลได้จากจ านวน
ตัวอย่างขอ้มูลในกลุ่มส่วนน้อยเที่บกับจ านวนตัวอย่างข้อมูลในกลุ่มส่วนใหญ่ ซึ่งแบบจ าลองใน
การจ าแนกประเภทของขอ้มลูส่วนใหญ่มักจะประสบปัญหาความโนม้เอียง (Bias) ในการท านาย
เนื่องจากขาดแคลนข้อมูลที่สามารถน าเสนอรูปแบบของกลุ่มข้อมูลส่วนน้อยได้  (Saripuddin, 
Suliman, Sameon, & Jorgensen, 2021) 

 

ภาพประกอบ 10 แสดงความไม่สมดลุกนัของขอ้มลูซึ่งมีสดัสว่นของจ านวนกลุม่ขอ้มลูประเภท no 
อยู่จ  านวนมาก 

ในงานซึ่งเก่ียวขอ้งกับการจ าแนกประเภทมักจะมีปัญหาในเรื่องความไม่สมดุลกันของ
ขอ้มลูในชดุขอ้มลู โดยมกัจะมีปา้ยก ากบัหรือกลุม่ประเภทขอ้มลูหนึ่งที่มีจ านวนของขอ้มลูมากกว่า
ขอ้มูลป้ายก ากับประเภทอ่ืนๆ ในงานการจ าแนกประเภทแบบสองกลุ่ม (Binary Classification) 
กลุม่ของขอ้มลูที่เราใหค้วามสนใจ (Positive) มกัจะเป็นกลุม่ขอ้มลูซี่งมีจ านวนนอ้ย 

ความไม่สมดลุกนัของขอ้มลูมกัจะส่งผลใหก้ารเรียนรูด้ว้ยเครื่องมีประสิทธิภาพที่ไม่ค่อย
ดีนักเมื่อท างานกับตวัอย่างขอ้มูลที่เป็นขอ้มูลส่วนนอ้ย โดยมักจะมีความผิดพลาดในการจ าแนก
ขอ้มูลในกลุ่มส่วนนอ้ย ดังนัน้ในงานเก่ียวกบัการเรียนรูด้ว้ยเครื่องจึงตอ้งมีการจัดการกบัความไม่
สมดุลกนัของขอ้มลูเพื่อเพิ่มประสิทธิภาพในการจ าแนกประเภทเมื่อข้อมูลกลุ่มหนึ่งมีจ านวนนอ้ย
มากๆ 
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วิธีแกปั้ญหาที่พืน้ฐานที่สดุคือการเพิ่มตวัอย่างของขอ้มลูไม่ว่าจะดว้ยวิธีการสุ่มหรือแบบ
มีหลักการ เพื่อใหข้อ้มูลเกิดความสมดุลและปรบัปรุงการกระจายตัวของขอ้มูล โดยแมว้่าจะมี
วิธีการในการใชเ้พิ่มตวัอย่างของขอ้มลูที่หลากหลายวิธีแต่ก็ไม่สามารถระบุไดอ้ย่างแน่ชดัว่าวิธีการ
ใดที่สง่ผลดีที่สดุในการใชง้าน 

มีงานวิจยัจ านวนมากที่มุ่งเนน้ในดา้นเก่ียวกบัการจดัการกบัความไม่สมดลุกนัของขอ้มลู
เพื่อคน้หาว่าวิธีการเพิ่มจ านวนของตวัอย่างขอ้มลูวิธีใดที่ใหป้ระสิทธิภาพที่ดีที่สุด เช่น ในงานวิจยั 
(Hulse, Khoshgoftaar, & Napolitano, 2007) มีการใชง้านชุดขอ้มลูในการประเมินประสิทธิภาพ
มากถึง 35 ชุดขอ้มูล มีการใชง้านวิธีการในการเพิ่มตัวอย่างของขอ้มูลมากถึง 7 วิธี และมีการใช้
งานรว่มกบัการเรียนรูด้ว้ยเครื่องมากถึง 7 แบบจ าลอง โดยงานวิจยันีมุ้่งเนน้ไปยงัการจดัการขอ้มลู
ที่มีความไม่สมดลุซึ่งสามารถจ าแนกไดส้องประเภท 

ชุดขอ้มูลในงานวิจัยที่มีความไม่สมดุลมากที่สุดมีจ านวนขอ้มูลของกลุ่มที่น้อยสุดอยู่ที่ 
1.33% ซึ่งมีความไม่สมดุลที่สูงมาก และชุดขอ้มูลที่ความไม่สมดุลนอ้ยที่สุดมีจ านวนขอ้มูลของ
กลุ่มที่น้อยที่สุดอยู่ที่  35% โดยชุดข้อมูลที่มีขนาดเล็กที่สุดในการทดลองประกอบด้วยข้อมูล
จ านวนเพียง 214 ตัวอย่าง และชุดขอ้มูลที่มีขนาดใหญ่ที่สุดในการทดลองมีสองชุดซึ่งแต่ละชุด
ประกอบดว้ยขอ้มลูจ านวน 20,000 ตวัอย่าง 

ในงานวิจัยมีการใช้งานวิ ธีการจัดการข้อมูลที่ ไม่สมดุลหลากทั้งหมด 7 วิธีการ 
ประกอบด้วย  Random Undersampling (RUS), Random Oversampling (ROS), One-side 
Selection (OSS), Cluster-based Oversampling (CBOS), Wilson’s Editing (WE), SMOTE 
(SM) และ Boderline-SMOTE (BSM)  

วิธีการที่ค่อนข้างเป็นที่นิยมในการใช้จัดการกับชุดข้อมูลที่ไม่สมดุล  ได้แก่ Random 
Oversampling และ Random Undersampling โดย Random Oversampling จะมีการสุ่มท าซ า้
ตัวอย่างขอ้มูลเพื่อเพิ่มจ านวนของข้อมูลในกลุ่มที่มีจ านวนน้อยกว่า ในทางกลับกัน Random 
Undersampling จะเป็นการสุ่มตัดทิง้ตัวอย่างขอ้มูลเพื่อลดจ านวนของขอ้มูลในกลุ่มที่มีจ านวน
มากกว่า 

โดยผลการวิจัยสามารถแสดงใหเ้ห็นถึงขอ้สรุปโดยคร่าว เช่น วิธีการเพิ่มตัวอย่างขอ้มูล
แต่ละวิธีจะมีประสิทธิภาพที่ดีที่สดุแตกต่างกนัไปเมื่อท างานร่วมกบัแบบจ าลองที่แตกต่างกนั เช่น 
วิธีการ Random Undersampling จะใหป้ระสิทธิภาพสูงที่สุดเมื่อท างานร่วมกับแบบจ าลองป่า
ต้นไม้ตัดสินใจ (Random Forest) หรือ วิธีการ Random Oversampling เมื่อท างานร่วมกับ
แบบจ าลอง Logistic Regression จะใหป้ระสิทธิภาพที่ดีที่สดุ  
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ซึ่งโดยภาพรวม Random Undersampling ค่อนขา้งใหป้ระสิทธิภาพโดยรวมที่ดีกับชุด
ขอ้มลูและแบบจ าลองส่วนใหญ่ในการทดลอง ซึ่งวิธีการ Random Undersampling สรุปไดว้่าเป็น
วิธีการจัดการกับความไม่สมดุลของขอ้มูลที่ดีที่สุดการวิจัย โดยวิธีการ Random Oversampling 
เป็นวิธีการที่มีประสิทธิภาพโดยรวมสูงสุดเป็นอันดับรองลงมา จากนั้นจึงตามมาด้วยวิธีการ 
SMOTE และ Boderline-SMOTE ตามล าดบั (Hulse et al., 2007) 

2.3.1 เทคนิค Random Undersampling 
Random Undersampling มักถูกใช้กับงานในการจ าแนกประเภทแบบไบนารี 

(Binary Classification) ซึ่งมีกลุ่มของการจ าแนกอยู่สองกลุ่ม เพื่อลดจ านวนตัวอย่างขอ้มูลของ
กลุ่มที่มีข้อมูลส่วนใหญ่ให้ลดลงมาเท่ากับกลุ่มข้อมูลที่มีจ านวนน้อย โดยสามารถปรับลด
จนกระทั่งทัง้สองกลุ่มมีสดัส่วนของขอ้มูลที่เท่ากันได ้ในการลดจ านวนของตัวอย่างขอ้มูลจะเป็น
การด าเนินการคดัออกแบบสุม่ (Hasanin & Khoshgoftaar, 2018) 

การใช้งานวิ ธีการ Random Undersampling มี ข้อ ดีกว่าการใช้งานวิ ธี แบบ 
Oversampling ในแง่ของการไม่เกิดปัญหา Overfitting เนื่องจาก Random Undersampling จะ
ไม่มีการวนซ า้เพื่อเรียนรูใ้นการหารูปแบบของขอ้มูลกับตัวอย่างขอ้มูลเดิมๆ ที่ถูกสุ่มท าซ า้ขึน้มา 
โดยวิธีการนีเ้ป็นวิธีการที่มีความรวดเร็ว มีประสิทธิภาพและสามารถเชื่อถือได้ในการน ามาใช้
จดัการกบัชดุขอ้มลูที่มีความไม่สมดลุ (Saripuddin et al., 2021) 

แต่ในขณะเดียวกนัแมว้่าวิธีการ Random Undersampling จะเป็นวิธีการที่ง่ายและ
มีความสะดวกรวดเร็วในการจัดการความไม่สมดุลของชุดข้อมูล แต่ก็อาจจะส่งผลต่อความ
แปรปรวน (Variance) ของแบบจ าลองไดเ้นื่องจากอาจจะมีการสญูเสียขอ้มูลที่มีความส าคัญไป 
(Wikipedia, 2017b) 
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ภาพประกอบ 11 แสดงการเปรียบเทียบหลกัการท างานของวิธีการแบบ Random Oversampling 
และ Random Undersampling 

ที่มา: (Xia et al., 2019) 

2.3.2 เทคนิค SMOTE (Synthetic Minority Oversampling Technique) 
เทคนิค SMOTE หรือ Synthetic Minority Oversampling เกิดขึน้เนื่องจากมีผลของ

การวิจัยที่ระบุว่าการจัดการความไม่สมดุลของข้อมูลด้วยวิธีการ  Oversampling แบบใส่คืน 
(Oversampling with Replacement) ไม่ไดส้่งผลในการช่วยใหแ้บบจ าลองมีประสิทธิภาพที่ดีมาก
นกัในการเรียนรูก้บัขอ้มลูกลุ่มที่มีประชากรนอ้ย ซึ่งจากการทดลองกบัตน้ไมต้ัดสินใจแสดงใหเ้ห็น
ว่าการเพิ่มขอ้มลูแบบ Oversampling จะไปเพิ่มขอบเขตของการตดัสินใจในฝ่ังของกลุ่มขอ้มลูที่มี
ประชากรน้อย โดยไม่ได้ส่งผลต่อขอบเขตของการตัดสินใจในฝ่ังของกลุ่มข้อมูลที่มีประชากร
มากกว่า จึงส่งผลใหม้ีความเฉพาะเจาะจงเพิ่มมากขึน้และสามารถน ามาซึ่งการแตกกิ่งเพื่อขยาย
ขนาดของตน้ไมใ้นฝ่ังของกลุม่ขอ้มลูที่มีประชากรนอ้ยกว่า ซึ่งสามารถก่อใหเ้กิดปัญหา Overfitting 
ได ้

SMOTE เป็นการ Oversampling ดว้ยการสงัเคราะหข์อ้มลูขึน้มาในมิติคุณลกัษณะ
ของขอ้มลู (Feature Space) โดยมีการค านวณจากขอ้มลูจริงที่ใกลท้ี่สุดจ านวน k ตัวที่ปรากฏใน
ชุดขอ้มูล โดยขอ้มูลที่ถูกสรา้งขึน้มาใหม่จะไม่ทับซอ้นกับจุดขอ้มูลเดิมที่มีอยู่ในชุดขอ้มูล ซึ่งจุด
ขอ้มูลใหม่ที่ถูกสังเคราะห์ขึน้จะส่งผลในการเพิ่มหรือขยายขอบเขตของการตัดสินใจ  (Chawla, 
Bowyer, Hall, & Kegelmeyer, 2002) 

ในการจัดการกับชุดข้อมูลที่ไม่สมดุลในงานการจ าแนกประเภทด้วยวิธีการเพิ่ม
ตวัอย่างของขอ้มูล หรือ Oversampling ประกอบดว้ยวิธีการที่หลากหลายโดย SMOTE เป็นหนึ่ง
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ในวิธีการที่ไดร้บัความนิยม โดยวิธีการคือจะมีการสรา้งมิติของคุณลกัษณะของขอ้มูล (Feature 
Space) ตัวอย่างเช่น งานในการจ าแนกประเภทของนก จะมีการสรา้งมิติของคุณลักษณะของ
ขอ้มลูกลุ่มที่มีจ านวนประชากรนอ้ยซึ่งประกอบดว้ย ความยาวของจะงอยปาก ความยาวของปีก 
และน า้หนกัของนก เป็นตน้ หลงัจากขัน้ตอนในการสรา้งมิติของคณุลกัษณะจะเป็นขัน้ตอนในการ
สรา้งขอ้มูลสังเคราะห์โดยอ้างอิงจากข้อมูลดั้งเดิมที่ใกล้ที่สุดจ านวน k ตัว ที่ปรากฏในมิติของ
คณุลกัษณะ ซึ่ง k จะเป็นค่าตัวแปรที่สามารถก าหนดได ้จากนัน้ท าการเพิ่มจุดขอ้มูลสงัเคราะหท์ี่
ไดล้งไปในมิติของคุณลักษณะขอ้มูล และท าซ า้กระบวนการจนไดจ้ านวนของขอ้มูลในกลุ่มที่มี
ประชากรนอ้ยในสดัสว่นตามที่ก าหนดหรือตอ้งการ (Wikipedia, 2017b) 

SMOTE เป็นวิธีการจัดการความไม่สมดลุของขอ้มูลที่มีพืน้ฐานหรือหลกัการมาจาก
การ Oversampling เพื่อเพิ่มขอ้มูลในกลุ่มที่มีจ านวนน้อยโดยใชก้ระบวนการสังเคราะห์ขอ้มูล
ตวัอย่างแบบมีหลกัการแทนที่การใชเ้พิ่มตวัอย่างขอ้มลูแบบสุม่ (Hulse et al., 2007) 

SMOTE เป็นการสรา้งจุดขอ้มูลใหม่โดยอาศยัการอา้งอิงจากขอ้มูลดัง้เดิมที่ปรากฏ
ในชุดขอ้มูลซึ่งมีความทา้ทายในแง่ของการตรวจสอบตัวอย่างขอ้มูลที่ถูกสรา้งขึน้มาใหม่มีความ
ถูกตอ้งหรือไม่ โดยการจัดการความไม่สมดุลของขอ้มูลดว้ยวิธีการแบบ SMOTE อาจก่อใหเ้กิด
ปัญหาในดา้นของ Overfitting (Saripuddin et al., 2021) 

 

ภาพประกอบ 12 แสดงการท างานของวิธีการ SMOTE ในการจดัการความไม่สมดลุกนัของขอ้มลู 

ที่มา: (Aldraimli et al., 2020) 

2.4 ทฤษฎีเกี่ยวกับวิศวกรรมคุณลักษณะข้อมูล (Feature Engineering) 
การท าวิศวกรรมคุณลักษณะขอ้มูลมีชื่อเรียกที่หลากหลาย เช่น Feature Engineering 

หรือ Feature Extraction หรือ Feature Discovery ซึ่งเป็นกระบวนการซึ่งมีการใชง้านองคค์วามรู้
ทางสาขาวิชานั้นๆ ในการน ามาใช้สกัดคุณลักษณะ ปรับปรุงแก้ไข ท าความสะอาด และ
เปลี่ยนแปลงขอ้มูลใหอ้ยู่ในรูปที่พรอ้มน าไปใชง้าน โดยมีเป้าหมายเพื่อเพิ่มประสิทธิภาพของการ
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เรียนรู้ด้วยเครื่อง ซึ่งจะมีประสิทธิภาพมากกว่าการเรียนรูจ้ากชุดข้อมูลดิบที่ไม่ได้มีการท า
วิศวกรรม (Wikipedia, 2017a) 

การท าวิศวกรรมคุณลกัษณะขอ้มูลเป็นขัน้ตอนที่มีความส าคัญในการเรียนรูด้ว้ยเครื่อง
เนื่องจากว่าคณุภาพของขอ้มลูจะส่งผลโดยตรงต่อประสิทธิภาพในการเรียนรูข้องแบบจ าลอง โดย
กระบวนการหลกัๆ ในการท าวิศวกรรมขอ้มลูมีดงัต่อไปนี ้

2.4.1 การจัดการกับข้อมูลค่าว่าง (Handling Null Value) 
ในการเรียนรูด้ว้ยเครื่องไม่ว่าจะเป็นงานแบบการจ าแนกประเภท หรืองานแบบการ

วิเคราะหก์ารถดถอย หรืองานอ่ืนๆ ในชุดขอ้มลูที่จะน ามาใชง้านมักจะปรากฏขอ้มลูที่มีค่าว่างอยู่
เสมอ ซึ่งแบบจ าลองส่วนมากไม่สามารถจัดการกับขอ้มูลค่าว่างเหล่านีไ้ดอ้ย่างมีประสิทธิภาพ 
ดงันัน้จึงตอ้งมีการจดัการกบัขอ้มลูเหล่านีอ้ย่างเหมาะสม การจดัการกบัขอ้มลูค่าว่างที่เป็นที่นิยม 
เช่น การคัดออกตวัอย่างขอ้มูลหรือคณุลกัษณะที่มีขอ้มลูค่าว่างปรากฏ ซึ่งเป็นวิธีการที่เหมาะกับ
ชดุขอ้มลูที่มีขอ้มลูค่าว่างเป็นสดัส่วนในจ านวนที่นอ้ย ท าใหก้ารคดัออกไม่ส่งผลกระทบต่อจ านวน
ของขอ้มลูมากนกั หรือการเติมขอ้มลู (Imputation) ใหก้บัขอ้มลูที่มีค่าว่าง ซึ่งเป็นการเติมขอ้มลูลง
ไปใหก้ับขอ้มูลที่มีค่าว่างโดยสามารถใชง้านฟังกช์ันที่มีการก าหนดขึน้มาเอง หรือใชง้านฟังกช์ัน
ส าเร็จรูปซึ่งมีเทคนิคที่สามารถแบ่งย่อยไดจ้ านวนมาก เช่น การเติมค่าว่างดว้ยค่าเฉลี่ย หรือการ
เติมค่าว่างดว้ยค่า 0 

2.4.2 การจัดมาตรฐานของข้อมูล (Standardization)  
เป็นขัน้ตอนที่มีความส าคญัส าหรบัการเรียนรูด้ว้ยเครื่อง เป็นการเปลี่ยนแปลงขอ้มูล

ชนิดตัวเลขหรือ Numerical Feature ซึ่งจะท าใหแ้ต่ละคุณลกัษณะมีค่าเฉลี่ยของขอ้มูล (Mean) 
เป็น 0 และมีสว่นเบี่ยงเบนมาตรฐาน (Standard Deviation) เป็น 1 

ตัวอย่างเช่น  ชุดข้อมูลประกอบด้วยข้อมูลของอายุและเงินเดือน ซึ่งทั้งสอง
คณุลกัษณะจะมีหน่วยวดั (Metric) และขนาด (Scale) ที่แตกต่างกนัมาก สง่ผลใหเ้มื่อแบบจ าลอง
ท าการเรียนรูจ้ะใหค้วามส าคัญกบัเงินเดือนซึ่งมีขนาดของขอ้มูลที่ใหญ่กว่า ซึ่งไม่ใช่การท างานที่
เหมาะสมของแบบจ าลอง ดังนั้นจึงตอ้งมีการจัดการมาตรฐานของขอ้มูลใหอ้ยู่ในขนาดเดียวกัน
เพื่อปอ้งกนัปัญหาที่กลา่วไป 

โดยหลักของการด าเนินการอย่างง่ายคือค านวณค่าเฉลี่ยและส่วนเบี่ยงเบน
มาตรฐานของทัง้ชุดขอ้มลู จากนัน้ค านวณโดยน าแต่ละจดุขอ้มลูมาท าการลบดว้ยค่าเฉลี่ยแลว้ท า
การหารดว้ยส่วนเบี่ยงเบนมาตรฐาน ดังแสดงในสมการที่ 2 ซึ่งจะมีฟังก์ชันส าเร็จรูปใหส้ามารถ
เรียกใชง้านได ้โดยไม่ตอ้งท าการค านวณเอง เช่น ฟังกช์นั ‘StandardScaler’ ของไลบรารี Scikit-
Learn 



  42 

𝑍 =
𝑥𝑖− 𝜇

σ
   (2) 

 
2.4.3 การจัดการข้อมูลชนิดประเภท (Handling Categorical Feature) 

ขอ้มลูชนิดประเภทเป็นขอ้มลูแบบไม่ต่อเนื่องกนั โดยขอ้มลูชนิดประเภทสามารถแบ่ง
ออกไดเ้ป็น 3 รูปแบบ คือ 

1. ข้อมูลชนิดประเภทแบบมีล าดับ (Ordinal Categorical Feature) ซึ่งข้อมูล
สามารถเรียงล าดบัได ้เช่น ระดบัการศกึษา 

2. ขอ้มลูชนิดประเภทแบบไม่มีล  าดบั (Nominal Categorical Feature) ซึ่งขอ้มลู
ไม่สามารถเรียงล าดบัได ้เช่น สีของวตัถุ 

3. ข้อมูลชนิดประเภทที่ เป็นผลลัพธ์ของการจ าแนกประเภทหรือป้ายก ากับ 
(Label Categorical Feature) 

การจดัการขอ้มลูชนิดประเภทแบบมีล าดบัและขอ้มลูชนิดประเภทแบบไม่มีล  าดบั จะ
ใชว้ิธีการท่ีแตกต่างกนั ดงันี ้

การจัดการขอ้มูลชนิดประเภทแบบมีล าดับจะมีการแปลงขอ้มูลออกมาเป็นตัวเลข
โดยจะยงัคงล าดบัของขอ้มลูตามความมากนอ้ย เช่น ระดบัความพงึพอใจซึ่งสามารถเรียงจากนอ้ย
ไปมากดังนี ้แย่, ดี, ดีมาก และยอดเยี่ยม ตามล าดบั โดยเมื่อผ่านการจัดการแลว้ขอ้มลูจะออกมา
เป็นล าดบั 1 (แย)่, 2 (ดี), 3 (ดีมาก) และ 4 (ยอดเยี่ยม) ตามล าดบั ดงัแสดงในภาพประกอบที่ 13 

 

ภาพประกอบ 13 แสดงการจดัการขอ้มลูดว้ยวิธีการแบบ Ordinal Encoding กบัขอ้มลูความพงึ
พอใจ 

ที่มา: (SagarDhandare, 2021) 

การจดัการขอ้มูลชนิดประเภทแบบไม่มีล  าดับตอ้งใชว้ิธีการที่ไม่ท าใหข้อ้มูลหลงัการ
เปลี่ยนแปลงมีการเรียงล าดับของขอ้มูล ซึ่งมักจะเป็นขอ้ผิดพลาดในการด าเนินการที่พบเจอได้
บ่อย โดยการจัดการที่ถูกตอ้งควรใชว้ิธีการที่เรียกว่า One-Hot Encoding (McGinnis, 2022) ซึ่ง
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จะมีการสรา้งคุณลักษณะเพิ่มเติมขึน้มา (Dummy Feature) เท่ากับจ านวนของค่าที่เป็นไปได้
ทัง้หมดของคณุลกัษณะนัน้ ตัวอย่างเช่น คณุลกัษณะสีของวัตถุ ที่ประกอบดว้ยค่าที่เป็นไปไดคื้อ 
แดง ฟ้า และเขียว เมื่อผ่านกระบวนการจัดการแล้วจะได้ข้อมูลออกมาเป็น 3 คุณลักษณะคือ 
คณุลกัษณะสีแดง คณุลกัษณะสีฟ้า และคณุลกัษณะสีเขียว โดยตวัอย่างขอ้มูลที่มีค่าเป็นสีใดจะ
ส่งผลใหค้ณุลกัษณะของสีใหม่ที่เกิดขึน้มีค่าเป็น 1 และคุณลกัษณะที่เกิดใหม่อ่ืนๆ จะมีค่าเป็น 0 
เช่น ข้อมูลมีค่าเป็นสีฟ้า เมื่อผ่านการจัดการข้อมูลจะได้คุณลักษณะสีฟ้าที่มีค่าเป็น 1 ส่วน
คุณลักษณะสีแดงและคุณลกัษณะสีเขียวจะมีค่าเป็น 0 ดังแสดงในภาพประกอบที่ 14 (Kumar, 
2018) 

 

ภาพประกอบ 14 แสดงการจดัการขอ้มลูดว้ยวิธีการแบบ One-Hot Encoding กบัขอ้มลูสี 

ที่มา: (Novack, 2020) 

การจัดการขอ้มูลชนิดประเภทที่เป็นผลลพัธ์ของการจ าแนกประเภทหรือป้ายก ากับ
มกันิยมใชง้านวิธีการแบบ Label Encoding โดยหลกัการท างานจะคลา้ยคลึงกบัการท างานของ 
Ordinal Encoding ซึ่งจะไม่มีการขยายจ านวณของคุณลักษณะใหม่ออกมา แต่จะเป็นการ
เปลี่ยนแปลงค่าที่ปรากฏทัง้หมดใหก้ลายเป็นตวัเลขซึ่งจะมีจ านวนตวัเลขเท่ากบัค่าที่แตกต่างกนัที่
ปรากฏในป้ายก ากับ โดยตัวเลขหลังการจัดการจะมีล าดับต่อกันเช่นเดียวกับการท า Ordinal 
Encoding ดงันัน้จึงนิยมน ามาใชง้านเฉพาะกบัคณุลกัษณะที่เป็นผลลพัธข์องการจ าแนกประเภท
เท่านั้น ตัวอย่างเช่น แบบจ าลองในการท านายทวีป ซึ่งจะมีผลลัพธ์ของการท านายที่เป็นไปได้
ทัง้หมด 6 ทวีป เมื่อท าการจดัการขอ้มลูดว้ยวิธี Label Encoding แลว้ จะไดข้อ้มลูหลงัการจดัการ
ออกมาเป็นค่า 1 ถึง 6 โดยไม่ไดม้ีการเพิ่มขึน้ใหม่ของคณุลกัษณะ 
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2.5 ทฤษฎีเกี่ยวกับการคัดเลือกคุณลักษณะ (Feature Selection) 
การท างานกับข้อมูลซึ่ งมีมิ ติของคุณลักษณะของข้อมูลแบบหลายมิ ติ  (High-

Dimensional) ถือเป็นความทา้ทายของนกัวิจยัในสาขาวิชาการเรียนรูด้ว้ยเครื่องและการท าเหมือง
ขอ้มูล (Data Mining) โดยกระบวนการคดัเลือกคณุลกัษณะจะเขา้มามีบทบาทส าคญัในการช่วย
แกไ้ขปัญหาต่างๆ เช่น การตัดคุณลกัษณะที่เป็นขอ้มูลรบกวนหรือไม่มีความเก่ียวขอ้งออก หรือ
การตัดคุณลักษณะที่มีความซ า้ซอ้นต่อกัน ซึ่งจะช่วยให้การท างานของการเรียนรูด้้วยเครื่องมี
ประสิทธิภาพมากขึน้ ใชเ้วลาในการด าเนินการนอ้ยลง ช่วยเพิ่มความแม่นย า  และช่วยใหก้ารท า
ความเขา้ใจกบัแบบจ าลองสามารถท าไดง้่ายและสะดวกมากขึน้ 

ในเทคโนโลยียุคปัจจุบนัซึ่งมีการใชง้านทัง้คอมพิวเตอร ์อินเตอรเ์น็ต และอุปกรณต่์างๆ 
ท าใหจ้ านวนของขอ้มลูมีเพิ่มสงูขึน้อย่างรวดเรว็ ซึ่งขอ้มลูสว่นมากในยคุปัจจบุนัมนัมีมิติของขอ้มลู
ที่หลากหลาย ซึ่งส่งผลโดยตรงต่องานที่เก่ียวกับการวิเคราะหข์้อมูลหรือกระบวนการตัดสินใจ  
(Decision-Making Process) โดยกระบวนการคัดเลือกคุณลกัษณะไดถู้กพิสูจนแ์ลว้ว่าสามารถ
ช่วยเพิ่มประสิทธิภาพแก่การเรียนรูด้ว้ยเครื่อง 

กระบวนการคัดเลือกคุณลกัษณะเป็นกระบวนการซึ่งคัดเลือกชุดย่อยคุณลกัษณะของ
ขอ้มลูที่มีความส าคญัออกมาจากคณุลกัษณะทัง้หมดของชดุขอ้มลู ซึ่งจะมีลกัษณะเหมือนกบัการ
บีบใหก้ารด าเนินการกับขอ้มูลมีขัน้ตอนที่เล็กลงโดยการน าคุณลกัษณะที่มีความซ า้ซอ้นสูง หรือ
คุณลกัษณะที่ไม่มีความเก่ียวขอ้งกับชุดขอ้มูลออก โดยการใชง้านวิธีการคัดเลือกคุณลักษณะที่
เหมาะสมกับชุดขอ้มลูสามารถส่งผลใหแ้บบจ าลองมีประสิทธิภาพที่สงูขึน้ สามารถประหยดัเวลา
ส าหรบัใชใ้นการเรียนรูด้ว้ยเครื่อง และท าใหแ้ปรผลแบบจ าลองไดง้่ายมากขึน้  

กระบวนการคดัเลือกคณุลกัษณะแบบมีผูส้อน (Supervised Feature Selection) มกัถูก
น าเสนอและน ามาใชง้านกบัปัญหาประเภทการจ าแนกขอ้มลูโดยใชก้ารคน้หาความเก่ียวขอ้งหรือ
ความสัมพันธ์ระหว่างคุณลักษณะกับป้ายก ากับของขอ้มูล  โดยแบบจ าลองของการเรียนรูด้้วย
เครื่องแบบมีผู้สอนจะท าการค้นหาชุดย่อยของคุณลักษณะ ที่ท าให้การจ าแนกข้อมูลมี
ประสิทธิภาพความแม่นย าที่สงูที่สดุ (Cai, Luo, Wang, & Yang, 2018) 

กระบวนการคัดเลือกคุณลักษณะของขอ้มูลสามารถแบ่งออกเป็นสองแบบย่อย ไดแ้ก่ 
Wrapper และ Filter โดยวิธีการแบบ Wrapper จะตอ้งมีการระบุตัวจ าแนกประเภท (Classifier) 
ไวล้ว่งหนา้ส าหรบัน ามาเพื่อใชใ้นการประเมินประสิทธิภาพของแต่ละคณุลกัษณะ สว่นวิธีการแบบ 
Filter จะไม่มีน าตวัจ าแนกประเภทมาเก่ียวขอ้งในการประเมินประสิทธิภาพของแต่ละคณุลกัษณะ 
โดย F-Score เป็นเทคนิคหนึ่งในการคดัเลือกคณุลกัษณะซึ่งเป็นวิธีการแบบ Filter 
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วิธีการแบบ Wrapper และ Filter มีทั้งขอ้ดีและขอ้เสียที่แตกต่างกันไป โดยวิธีการแบบ 
Filter จะมีกระบวนการในการค านวณที่ไม่ซับซ้อนและประหยัดแต่ก็จะมีประสิทธิภาพความ
แม่นย าที่ด้อยกว่า ส่วนวิธีการแบบ Wrapper สามารถให้ประสิทธิภาพที่ดีกว่าแต่ก็จะมีการใช้
พลงังานในการค านวณที่สงูขึน้และความยืดหยุ่นในการน าไปปรบัใชค่้อนขา้งนอ้ย 

แนวทางของกระบวนการคัดเลือกคุณลกัษณะ อัลกอริทึมจะมีวิธีการด าเนินการแบ่งได้
สองแนวทาง วิธีการแรกเป็นการหาความส าคัญของคุณลกัษณะรายตัว วิธีการที่สองเป็นการหา
ความส าคญัของคณุลกัษณะแบบชดุย่อย  

วิธีการหาความส าคัญของคุณลักษณะรายตัวจะมีการจัดล าดับความส าคัญโดยใช้
วิธีการค านวณทางสถิติและจะมีการก าจดัคณุลกัษณะที่มีความส าคญันอ้ยออกไป วิธีการนีเ้ป็นที่
นิยมในการใชง้านเนื่องจากมีความซบัซอ้นนอ้ย มีความยืดหยุ่นสูง แต่ตอ้งมีการก าหนดเสน้แบ่ง 
(Threshold) ส าหรบัระบุจ านวนของคุณลกัษณะที่ตอ้งการน ามาใชง้าน และยงัมีขอ้จ ากัดในการ
ท างานกบัการจ าแนกประเภทขอ้มลูที่มีลกัษณะหลายมิติ  

วิธีการที่สองเป็นการหาความส าคญัของคณุลกัษณะแบบชุดย่อย จะมีการคน้หาชุดย่อย
ของคุณลกัษณะที่ท าใหม้ีประสิทธิภาพดี โดยคุณลกัษณะจะค่อยๆ ถูกจบักลุ่มเพิ่มขึน้เรื่อยๆ เพื่อ
คน้หาชุดย่อยของคณุลกัษณะที่ใหป้ระสิทธิภาพสูงที่สดุออกมา แต่จะส่งผลท าใหก้ารประมวลผล
ตอ้งใชพ้ลงังานและเวลาที่สงูขึน้ (Song, Jiang, & Liu, 2017) 

2.5.1 F-Score (F-Value) 
การคดัเลือกคณุลกัษณะดว้ยวิธี F-Score หรือ F-Value เป็นวิธีที่มีความซบัซอ้นนอ้ย

แต่มีประสิทธิภาพ ซึ่งในปัจจุบันมีงานวิจัยมากมายที่ประสบความส าเร็จในการคัดเลือก
คุณลักษณะด้วยวิธีนี ้ค่าของ F-Score ที่สูงบ่งบอกถึงความมีอิทธิพลของคุณลักษณะนั้นๆ ต่อ
ความสามารถในการใชร้ะบุถึงปา้ยก ากบัหรือประเภทของตวัอย่างขอ้มลู ซึ่งกลุม่ของคณุลกัษณะที่
มีค่าของ F-Score สงูมกัจะถกูน าไปใชใ้นการท างานสรา้งแบบจ าลองต่อไป 

F-Score มีประโยชน์ในการช่วยลดจ านวนของคุณลักษณะเพื่อใช้ในการสร้าง
แบบจ าลอง สง่ผลการเรียนรูข้องเครื่องท างานไดร้วดเรว็และมีประสิทธิภาพมากขึน้ นอกจากนีย้งัมี
ความส าคญัในการช่วยเพิ่มประสิทธิภาพความแม่นย าของการจ าแนกประเภทของขอ้มลู  (Gao et 
al., 2014) 
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ภาพประกอบ 15 แสดง F-Score ของคณุลกัษณะผ่านการเรียกใชง้านไลบรารี Scikit-Learn 

มีงานวิจัยจ านวนมากที่มีการใช ้F-Score ในกระบวนการคัดเลือกคุณลกัษณะ เช่น 
การใชส้  าหรบัการคดัเลือกคุณลกัษณะที่มีค่า F-Score ในระดบัสงูเพื่อน ามาใชง้าน หรือการใช ้F-
Score ส าหรบัคัดเลือกคุณลกัษณะในงานตรวจจบัการโกหกและเพิ่มประสิทธิภาพความแม่นย า
ของการจ าแนกประเภท (Song et al., 2017) 

2.5.2 Recursive Feature Elimination (RFE) 
Recursive Feature Elimination เป็นหนึ่งในวิธีการคัดเลือกคุณลักษณะที่มักถูก

น ามาใชง้านกับชุดขอ้มูลที่มีขนาดไม่ใหญ่มากนัก โดย RFE มีการประยุกตใ์ชง้านประโยชนจ์าก
ลักษณะโดยทั่ วไป (Generalization Capability) ของ Support Vector Machine (SVM) ซึ่งจะ
พยายามลบคุณลักษณะที่มีความซ า้ซ้อนต่อกัน (Redundant) และเป็นคุณลักษณะที่อ่อนแอ 
(Weak Feature) และพยายามเก็บคณุลกัษณะที่มีความเป็นอิสระไว ้

RFE มีหลกัการท างานโดยจะพยายามคดัออกคณุลกัษณะที่อ่อนแอ ซึ่งมีอิทธิพลต ่า
ในการจ าแนกประเภทของขอ้มูลหรือระบุป้ายก ากับ ซึ่งจะท าใหเ้หลือแต่ชุดของคุณลักษณะที่มี
ประสิทธิภาพในการช่วยเพิ่มความแม่นย าในการสรา้งแบบจ าลอง โดยในการคดัคณุลกัษณะออก
จะค านวณจากอิทธิพลของคณุลกัษณะที่ส่งผลต่อค่าความผิดพลาดระหว่างการเรียนรู ้ (Training 
Errors) โดยจะน าคณุลกัษณะที่สง่ผลต่อค่าความผิดพลาดระหว่างการเรียนรูน้อ้ยที่สดุออก (Chen 
& Jeong, 2007) 
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ภาพประกอบ 16 แสดงความส าคญัของคณุลกัษณะดว้ยวิธีการ RFE กบัแบบจ าลอง Logistic 
Regression ผ่านการเรียกใชง้านไลบรารี Scikit-Learn 

RFE เป็นอัลกอริทึมแบบ Greedy ซึ่ งมี การใช้งานเทคนิคการจัดล าดับของ
คุณลักษณะ โดยจะเริ่มจากการใช้งานชุดของคุณลักษณะทั้งหมด แล้วจึงค่อยๆ คัดออก
คุณลักษณะที่มีประสิทธิภาพต ่าสุดทีละคุณลักษณะเพื่อให้เหลือเพียงชุดของคุณลักษณะที่มี
ประสิทธิภาพสงู (Zhou, Zhou, Zhou, Yang, & Luo, 2014) 

ขอ้ดีอ่ืนๆ ของ RFE นอกจากการลดจ านวนของคณุลกัษณะซึ่งส่งผลต่อประสิทธิภาพ
ของแบบจ าลองและการลดเวลาในการเรียนรูด้ว้ยเครื่อง ยงัมีประโยชนใ์นการใชง้านกบัชดุขอ้มลูที่
มีขนาดเล็กหรือมีตวัอย่างของขอ้มลูจ านวนไม่มากโดยยงัสามารถใหป้ระสิทธิภาพที่ดี  (Johannes 
et al., 2010) 

2.6 ทฤษฎีเกี่ยวกับการประเมินผลประสิทธิภาพของแบบจ าลอง (Model Evaluation) 
ในงานเก่ียวกับการจ าแนกประเภทนัน้การประเมินผลประสิทธิภาพของแบบจ าลองถือ

เป็นส่วนส าคัญในกระบวนการเรียนรูด้ว้ยเครื่องเพื่อใหแ้บบจ าลองสามารถท างานอยู่ในระดับที่
ก าหนดได้ ดังนั้นการคัดเลือกวิธีการในการน ามาใชเ้พื่อประมวลผลจึงมีความส าคัญอย่างยิ่ง
เพื่อใหไ้ดม้าซึ่งแบบจ าลองที่มีประสิทธิภาพดี 

การประเมินประสิทธิภาพของแบบจ าลองสามารถแบ่งออกไดเ้ป็น 2 ระยะ ระยะแรกคือ
ในขั้นตอนของการเรียนรูเ้พื่อสรา้งแบบจ าลอง โดยการประเมินผลในระยะนีจ้ะถูกใชเ้พื่อน าไป
ปรบัปรุงแบบจ าลองเพื่อพัฒนาให้มีประสิทธิภาพที่ดียิ่งขึน้ และระยะที่สองคือในขั้นตอนการ
ประเมินผลกบัขอ้มลูส าหรบัการทดสอบที่ไม่เคยเห็นมาก่อนในระหว่างการเรียนรูด้ว้ยเครื่อง 
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โดยส่วนใหญ่แบบจ าลองเก่ียวกับการจ าแนกประเภทมักถูกประเมินผลดว้ยค่าความ
แม่นย า (Accuracy) ในระหว่างการเรียนรูเ้พื่อท าการสรา้งแบบจ าลอง ซึ่งในบางครัง้ค่าความ
แม่นย าไม่สามารถแสดงถึงขอ้มลูที่เพียงพอในการบ่งบอกประสิทธิภาพของแบบจ าลอง โดยเฉพาะ
อย่างยิ่งค่าความแม่นย ามกัจะมีความโนม้เอียงไปยงักลุ่มของขอ้มลูที่เป็นประชากรสว่นใหญ่ในชุด
ขอ้มูล ดังนั้นจึงตอ้งมีการใชง้านค่าประสิทธิภาพอ่ืนๆ ร่วมดว้ยในการประเมินประสิทธิภาพของ
แบบจ าลอง 

2.6.1 Confusion Matrix 
ส าหรบัการจ าแนกประเภทแบบสองกลุ่มหรือไบนารี การประเมินผลประสิทธิภาพ

ของแบบจ าลองสามารถใชง้าน Confusion Matrix ส าหรบัการประเมินผลได้ โดยขอ้มูลในแกน
แนวตัง้ (Column) จะแสดงถึงขอ้มูลจากการท านายของแบบจ าลอง ส่วนขอ้มูลในแกนแนวนอน 
(Row) จะแสดงถึงขอ้มลูจากกลุม่ของขอ้มลูจรงิหรือปา้ยก ากบั 

จาก Confusion Matrix ค่าของ True Positive (TP) และ True Negative (TN) จะบ่ง
บอกถึงจ านวนของขอ้มูลในกลุ่มบวก (Positive) หรือกลุ่มขอ้มูลที่สนใจ และจ านวนของขอ้มูลใน
กลุ่มลบ (Negative) หรือกลุ่มขอ้มูลที่ไม่สนใจซึ่งแบบจ าลองสามารถจ าแนกประเภทไดถู้กตอ้ง
ตามล าดับ ในขณะที่ False Positive (FP) และ False Negative (FN) จะบ่งบอกถึงจ านวนของ
ขอ้มลูในกลุ่มบวก (Positive) หรือกลุ่มขอ้มลูที่สนใจ และจ านวนของขอ้มลูในกลุ่มลบ (Negative) 
หรือกลุ่มขอ้มูลที่ไม่สนใจซึ่งแบบจ าลองจ าแนกประเภทผิดตามล าดบั ดงัแสดงในภาพประกอบที่ 
17 

 

ภาพประกอบ 17 แสดง Confusion Matrix และมาตรวดัอ่ืนๆ ที่นิยมใชง้าน 

ที่มา: (RapidMiner) 
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ซึ่งสามารถน าไปท าการค านวณค่าอ่ืนๆ ที่น่าสนใจและเป็นที่นิยมส าหรบัการบ่งชี ้
ประสิทธิภาพของแบบจ าลองได ้ดังแสดงในตารางที่ 3 โดยงานในการจ าแนกประเภทแบบสอง
กลุ่มหรือไบนารีค่าของ F1-Score สามารถใชป้ระเมินผลประสิทธิภาพของแบบจ าลองไดดี้กว่าค่า
ความแม่นย า 

ตาราง 3 มาตรวดัที่นิยมส าหรบัการวดัประสิทธิภาพของแบบจ าลองในการจ าแนกประเภทจากการ
ใชง้าน Confusion Matrix 

มาตรวัด การค านวณ การใช้งาน 
ความแม่นย า 
(Accuracy : Acc) 

TP + TN

TP + FP + TN + FN
 บ่งบอกสดัสว่นจ านวนของการจ าแนก

ประเภทไดอ้ย่างถกูตอ้งต่อขอ้มลู
ทัง้หมดที่น ามาจ าแนกประเภท 

ความผิดพลาด 
(Error Rate : Err) 

FP + FN

TP + FP + TN + FN
 บ่งบอกสดัสว่นจ านวนของการจ าแนก

ประเภทที่ผิดต่อขอ้มลูทัง้หมดที่น ามา
จ าแนกประเภท 

ความถูกตอ้งของกลุม่
ขอ้มลูบวก 
(Precision : P) 

TP

TP +  FP
 บ่งบอกสดัสว่นของการจ าแนกขอ้มลู

กลุม่บวกไดอ้ย่างถกูตอ้งต่อการจ าแนก
ขอ้มลูกลุม่บวกทัง้หมด 

ความครบถว้นของกลุม่
ขอ้มลูบวก 
(Recall : R หรือ 
Sensitivity) 

TP

TP +  FN
 บ่งบอกสดัสว่นของความครบถว้นใน

การจ าแนกขอ้มลูกลุม่บวกต่อขอ้มลู
กลุม่บวกทัง้หมด 

ค่าเฉลี่ยของ Precision 
และ Recall  
(F-Measure : FM  
หรือ F1-Score) 

2 ∗  P ∗  R

P +  R
 บ่งบอกถึงค่าเฉลี่ยแบบ harmonic 

ระหว่างค่าของ Precision และ Recall 
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2.6.2 พืน้ทีใ่ต้กราฟ (Area Under the Curve) Receiver Operating Characteristic 
(AUC-ROC) 

พื ้นที่ ใต้ก ราฟ  Receiver Operating Characteristic เป็ นหนึ่ ง ในการประ เมิ น
ประสิทธิภาพของแบบจ าลองที่เป็นที่นิยม และมักถูกน ามาใชใ้นการเปรียบเทียบประสิทธิภาพ
ระหว่างแบบจ าลองต่างๆ ที่สรา้งขึน้ โดยค่าทางสถิติที่น ามาใชค้ านวณและวาดกราฟประกอบดว้ย 
2 ค่า คือค่า Sensitivity (ค่าความอ่อนไหว) หรือ True Positive Rate (TPR) หรือ Recall และค่า 
Specificity (ค่าความจ าเพาะ) หรือ True Negative Rate (TNR)  

โดย Sensitivity จะแสดงอัตราส่วนของจ านวนการจ าแนกประเภทของกลุ่มบวกได้
ถูกตอ้งต่อจ านวนของขอ้มูลกลุ่มบวกทัง้หมด ส่วน Specificity จะแสดงอตัราส่วนของจ านวนการ
จ าแนกประเภทของกลุม่ลบไดถู้กตอ้งต่อจ านวนของขอ้มลูกลุม่ลบทัง้หมด 

กราฟจะถูกวาดและแสดงโดยแกนในแนวตั้งหรือแกน Y จะแสดงถึงค่าของ 
Sensitivity ส่วนแกนในแนวนอนหรือแกน X จะแสดงถึงค่าของ 1-Specificity หรือ False Positive 
Rate (FPR) โดยแบบจ าลองที่มีพื ้นที่ใต้กราฟสูงสามารถบ่งบอกถึงความถูกต้องและความ
น่าเชื่อถือของแบบจ าลองนัน้ได ้(เบญจพร เอ่ียมประโคน, 2560) 

โดยกราฟ Receiver Operating Characteristic จะมีจุดอดุมคติอยู่ที่มุมซา้ยบนของ
กราฟ ซึ่งหมายถึงมีค่าของ True Positive Rate เป็น 1 และมีค่าของ False Positive Rate เป็น 0 
หรือสามารถจ าแนกขอ้มลูกลุ่มบวกไดอ้ย่างครบถว้นและถูกตอ้งทัง้หมด ซึ่งส่งผลใหแ้บบจ าลองที่
มีพืน้ที่ใตก้ราฟที่สงูสามารถบ่งบอกถึงความมีประสิทธิภาพของแบบจ าลองนัน้ๆ ได ้(scikit-learn) 

 

ภาพประกอบ 18 แสดงการตีความหมายของพืน้ที่ใตก้ราฟแบบ ROC 

ที่มา: (Commons, 2021) 
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2.7 ทฤษฎีเกี่ยวกับการเรียนรู้ด้วยเคร่ืองแบบอธิบายได้ (Interpretable Machine Learning) 
ความสามารถในการอธิบาย (Interpretability) คือระดับของความเขา้ใจของมนุษยใ์น

การรบัรูถ้ึงสาเหตหุรือเหตผุลของการตดัสินใจของแบบจ าลอง หรือระดบัความสอดคลอ้งในการที่
มนษุยส์ามารถคาดการณถ์ึงผลลพัธข์องแบบจ าลองได ้สาเหตทุี่แบบจ าลองควรมีความสามารถใน
การอธิบายไดส้งูเนื่องจากผลลพัธท์ี่ถูกตอ้งสามารถแกไ้ขปัญหาไดเ้พียงบางสว่น ซึ่งหลงัจากนัน้ใน
การแกไ้ขปัญหาเราตอ้งการการเขา้ใจถึงสาเหตขุองปัญหาและกระบวนการในการตดัสินใจ  

ตัวอย่างความส าคัญของความสามารถในการอธิบายได ้เช่น เราสามารถท านายไดว้่า
ลกูคา้คนใดจะบอกเลิกการใชบ้รกิาร (Churn Prediction) หากไรซ้ึ่งความสามารถในการอธิบายได้
เราจะรบัรูไ้ดเ้พียงแค่ลกูคา้คนใดมีแนวโนม้ที่จะบอกเลิกการใชบ้รกิาร แต่จะไม่สามารถรูถ้ึงสาเหตุ
หรือเหตผุลที่แบบจ าลองใชใ้นการท านายหรือคาดการณ ์สง่ผลใหไ้ม่สามารถกลบัไปแกไ้ขยงัตน้ตอ
ที่แทจ้รงิของปัญหา 

ในงานบางประเภทอาจไม่ตอ้งการความสามารถในการอธิบายที่สงูมากนักเนื่องจากเป็น
งานที่มีความเสี่ยงที่ค่อนข้างต ่า ไม่มีผลกระทบมากนักเมื่อเกิดความผิดพลาดขึน้ แต่ในทาง
กลับกันหากเป็นงานที่มีความเสี่ยงสูงซึ่งอาจเก่ียวกับชีวิตหรือทรัพทย์สิน การที่แบบจ าลอง
สามารถอธิบายไดจ้ะช่วยใหส้ามารถรบัรูถ้ึงปัญหาหรือสาเหตทุี่แทจ้รงิพรอ้มทัง้สามารถเพิ่มความ
เชื่อมั่นในการใชง้านแบบจ าลองเพื่อด าเนินการแกไ้ขปัญหา (Molnar, 2022) 

แบบจ าลองที่ยิ่งมีประสิทธิภาพความแม่นย าสงูก็จะยิ่งมีความซบัซอ้นที่เพิ่มสงูขึน้ตามไป
ดว้ยซึ่งส่งผลใหแ้บบจ าลองถูกอธิบายหรือแปลผลออกมาไดย้ากแมแ้ต่โดยผูเ้ชี่ยวชาญ ก่อใหเ้กิด
ความตึงเครียดระหว่างประสิทธิภาพความแม่นย าและความสามารถในการอธิบายไดส้  าหรบัการ
เรียนรูด้ว้ยเครื่อง ดังนัน้ในปัจจุบันจึงมีวิธีการจ านวนมากซึ่งสามารถน ามาใชใ้นการช่วยอธิบาย
แบบจ าลองที่มีความซบัซอ้นสงูซึ่งจะท าใหส้ามารถใชง้านแบบจ าลองเหล่านัน้ไดอ้ย่างมั่นใจและ
เต็มประสิทธิภาพ (S. M. Lundberg & Lee, 2017) 

2.7.1 Local Interpretable Model-Agnostic Explanations (LIME) 
ในยุคปัจจุบนัมีการน าการเรียนรูด้ว้ยเครื่องไปใชใ้นการท างานหรือแกไ้ขปัญหาอย่าง

กวา้งขวางในหลากหลายธุรกิจและอุตสาหกรรมซึ่งสามารถท างานได้อย่างมีประสิทธิภาพ แต่
อย่างไรก็ตามการเรียนรูด้ว้ยเครื่องส่วนใหญ่มักเป็นสิ่งที่ท าความเขา้ใจไดย้ากหรืออาจไม่สามารถ
ท าความเขา้ใจเก่ียวกับเบือ้งหลงัการท างานไดเ้ลยโดยมนุษย ์จึงมกัถูกเปรียบเสมือนกับกล่องด า 
(Black Box) ซึ่งการน าการเรียนรูด้ว้ยเครื่องไปใชง้านในการแกไ้ขปัญหาจะมีขอ้ที่ตอ้งค านึงถึงคือ 
‘ผูใ้ชง้านมกัจะไม่ใชแ้บบจ าลองหากไม่สามารถเชื่อมั่นในการท างานหรือการท านายได้’ ดงันัน้การ
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ท าความเขา้ใจการท างานของแบบจ าลองจึงมีความส าคญัในการสรา้งความมั่นใจและเชื่อใจแก่
ผูใ้ชง้านในการใชป้ระโยชนจ์ากแบบจ าลอง 

สิ่งส าคญัในการอธิบายแบบจ าลองคือตอ้งสามารถอธิบายออกมาไดอ้ย่างมีคณุภาพ 
สามารถท าใหเ้ขา้ใจความสมัพนัธร์ะหว่างตวัแปรตน้และผลลพัธ ์โดยตอ้งค านึงถึงความสามารถที่
จะเขา้ใจไดข้องมนุษยด์ว้ย เช่น แบบจ าลองที่มีคณุลกัษณะของขอ้มูลมากกว่า 100 ตวัที่ส่งผลต่อ
การท านาย ซึ่งเป็นไปได้ยากที่จะมีผู้ใชง้านซึ่งสามารถเขา้ใจแบบจ าลองได้ ดังนั้นการอธิบาย
แบบจ าลองจึงตอ้งท าใหอ้ยู่ในรูปแบบที่ยืดหยุ่นและง่ายในการท าความเขา้ใจ 

Local Interpretable Model-Agnostic Explanations หรือ LIME (Ribeiro, Singh, 
& Guestrin, 2016) ถือเป็นวิธีในการอธิบายแบบจ าลองที่มีความยืดหยุ่น โดยสามารถใช้งาน
ร่วมกับแบบจ าลองที่หลากหลายไม่ว่าจะเป็นการเรียนรูด้้วยเครื่องแบบมีผู้สอน เช่น ป่าต้นไม้
ตดัสินใจ หรือโครงข่ายประสาทเทียม (Neuron Networks) ในงานที่เก่ียวกบัรูปภาพ 

LIME เป็นเทคนิคหรือวิธีการหนึ่งที่มีความน่าเชื่อถือในการใช้ส  าหรับอธิบาย
แบบจ าลองในการจ าแนกประเภท โดยใชก้ารเรียนรูจ้ากขอ้มลูบริเวณโดยรอบของจดุขอ้มลูที่ก าลงั
ท าการท านายหรือจ าแนกประเภท ซึ่งจะเป็นการอธิบายแบบจ าลองในระดบัรายตวัอย่างขอ้มูลกบั
ตัวอย่างข้อมูลอ่ืนๆ ในบริเวณใกลเ้คียง  (Local Interpretation) การอธิบายการท างานในระดับ
แบบจ าลองค่อนขา้งท าไดย้ากและอาจไม่มีประสิทธิภาพหรือแม่นย าไม่เพียงพอ ดงันัน้การท างาน
ของ LIME จึงเน้นไปที่ความมีประสิทธิภาพหรือแม่นย าในการอธิบายในระดับเฉพาะต าแหน่ง 
(local fidelity) ซึ่งจะค่อนขา้งแม่นย าและเชื่อถือไดใ้นระดบัจดุขอ้มลูที่ท าการอธิบาย  

 

ภาพประกอบ 19 แสดงการท างานของ LIME ในการสรา้ง Surrogate Model แบบเฉพาะพืน้ที่
ส  าหรบัการอธิบายจุดขอ้มลูแบบ Local 

ที่มา: (AI) 
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การท างานของ LIME โดยหลกัการท างานจะเริ่มจากการสรา้งชุดขอ้มูลใหม่ภายใน
บริเวณโดยรอบจุดขอ้มลูที่ตอ้งการอธิบายและค านวณความใกลเ้คียงของจุดขอ้มูลโดยรอบเทียบ
กบัจุดขอ้มูลที่ตอ้งการอธิบาย จากนัน้จะมีการสรา้งแบบจ าลองที่มีความซบัซอ้นนอ้ย ยืดหยุ่นสูง
และสามารถเขา้ใจไดง้่าย เช่น แบบจ าลองชนิดเสน้ตรง (Linear Model) หรือแบบจ าลองตน้ไม้
ตดัสินใจ (Decision Tree Model) มาท าการเรียนรูชุ้ดขอ้มูลย่อยที่สรา้งขึน้มาโดยพยายามใหก้าร
จ าแนกประเภทของแบบจ าลองใหม่มีผลลัพธ์เหมือนกับแบบจ าลองหลักที่ใชง้าน จากนั้นจึงน า
ความส าคญัของแต่ละคณุลกัษณะจากแบบจ าลองที่มีความซบัซอ้นนอ้ยมาแสดง ซึ่งสามารถเขียน
ไดต้ามสมการที่ 3 (Molnar, 2022) 
 

𝑒𝑥𝑝𝑙𝑎𝑛𝑎𝑡𝑖𝑜𝑛(𝑥) = 𝑎𝑟𝑔𝑚𝑖𝑛𝑒∈𝐺  [𝐿(𝑓, 𝑔, 𝜋𝑥(𝑧)) +  Ω(g)]  (3) 
 

โดยที่ 
g : แบบจ าลองส าหรบัใชใ้นการอธิบายแบบจ าลองหลักในการจ าแนกประเภท 

เช่น แบบจ าลองแบบเสน้ตรง (linear model) 
G : เซตของแบบจ าลองส าหรบัใชใ้นการอธิบายแบบจ าลองหลกัในการจ าแนก

ประเภท 
Ω(g) : ความซบัซอ้นของแบบจ าลองส าหรบัใชอ้ธิบายแบบจ าลองหลกัในการ

จ าแนกประเภท (ตรงข้ามกับความสามารถในการอธิบายได้) เช่น ความลึก (Depth) ของ
แบบจ าลองตน้ไมต้ดัสินใจ 

x : จดุขอ้มลูที่ตอ้งการท าการอธิบาย 
f(x) : แบบจ าลองหลกัในการจ าแนกประเภทซึ่งมีความซบัซอ้น 
z : จดุขอ้มลูบรเิวณโดยรอบของ x 

𝜋𝑥(𝑧) : ระยะทางหรือความใกลเ้คียงระหว่าง x และ z โดยรอบ 
𝐿(𝑓, 𝑔, 𝜋𝑥) : ปริมาณความไม่สอดคลอ้งกนัระหว่างแบบจ าลองส าหรบัใชใ้น

การอธิบายและแบบจ าลองหลกัในการจ าแนกประเภท 
 

เปา้หมายของ LIME คือการเนน้ความสามารถในการอธิบายไดแ้ละเขา้ใจง่ายต่อผูใ้ช ้
โดยการอธิบายตอ้งมีความแม่นย าและสอดคลอ้งกับการท านายของแบบจ าลองหลกัที่ใชง้าน ซึ่ง
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ส่งผลใหเ้ราตอ้งการลดความไม่สอดคลอ้ง หรือ 𝐿(𝑓, 𝑔, 𝜋𝑥) และความซบัซอ้นของแบบจ าลอง
ในการอธิบาย หรือ Ω(g) ใหม้ีค่านอ้ยที่สดุ (Argmin) 

2.7.2 SHapley Additive exPlanations (SHAP) 
ในการอธิบายแบบจ าลองที่มีความซบัซอ้นสูงซึ่งเป็นที่นิยมในปัจจุบนั โดยส่วนมาก

มักจะใชง้านวิธีการในการสรา้งแบบจ าลองที่มีความซบัซอ้นน้อย สามารถท าความเขา้ใจไดง้่าย
เพื่อน ามาใชส้  าหรบัการอธิบายแบบจ าลองหลกั 

Shapley Additive Explanations หรือ SHAP ใช้หลักการของทฤษฎีเกมส์ (Game 
Theory) มาใชใ้นการอธิบายผลลพัธข์องแบบจ าลองจากการเรียนรูด้ว้ยเครื่อง โดยมีการใชง้านค่า
ของ Shapley Value (SHAP Value) ซึ่งถูกใช้อย่างแพร่หลายในทฤษฎีเกมส์แบบร่วมมือกัน 
(Cooperative game theory) (S. M. Lundberg & Lee, 2017) 

 

ภาพประกอบ 20 การท างานของ SHAP ในการอธิบายความส าคญัของแต่ละคณุลกัษณะทัง้ใน
เชิงบวกและเชิงลบ 

ที่มา: (S. Lundberg, 2018) 

ทฤษฎีเกมสเ์ป็นทฤษฎีที่เก่ียวขอ้งกบักลยุทธใ์นสถานการณท์ี่ตอ้งการเอาชนะผูเ้ล่น
คนอ่ืนๆ โดยมีหลกัการเก่ียวกับการหาจุดที่ไดเ้ปรียบสูงที่สุดส าหรบัท าการตัดสินใจบางอย่าง ซึ่ง
ทฤษฎีเกมส์มีจุดก าเนิดจากคณิตศาสตรช์ื่อ John von Neumann และ John Nash และนัก
เศรษฐศาสตรช์ื่อ Oskar Morgenstern 

ทฤษฎีเกมสจ์ะพยายามอธิบายสถานการณ์ต่างๆ ออกมาในรูปแบบทางพจนข์อง
คณิตศาสตรแ์ละท าการคน้หารูปแบบต่างๆ ที่เป็นไปได ้เมื่อผูเ้ล่นแต่ละคนต่างคิดและตัดสินใจ
อย่างมีเหตผุลเพื่อใหต้นเองไดร้บัรางวลัสงูที่สดุ 

ทฤษฎีเกมสแ์บบร่วมมือกันจะถูกสมมติว่าผูเ้ล่นหลายๆ คนซึ่งอยู่ในกลุ่มหรือที ม
เดียวกันตอ้งท าการคิดและตัดสินใจร่วมกัน และในบางครัง้อาจมีการแข่งกันกันภายในกลุ่มหรือ
การบงัคบัพฤติกรรมบางอย่างของผูเ้ลน่คนอ่ืนๆ เพื่อใหเ้กิดผลประโยชนท์ี่สงูที่สดุแก่ทีม 
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ตัวอย่างของทฤษฎีเกมสแ์บบร่วมมือกันและหลักการของ SHAP Value เช่น การ
คน้หาค่าใชจ้่ายในการรบัประทานอาหารร่วมกันของกลุ่มเพื่อนที่มีจ านวน 3 คน (Choudhary, 
2019) ไดแ้ก่ นายหนึ่ง นายสอง และนายสาม ซึ่งแต่ละคนมีปริมาณในการทานอาหารที่แตกต่าง
กนัไป จึงท าใหค้ านวณออกมาไดย้าก โดยในการค านวณจะมีขอ้มลูเบือ้งตน้มาใหด้งันี ้

1. นายหนึ่งทานอาหารคนเดียว มีค่าใชจ้่าย 800 บาท 
2. นายสองทานอาหารคนเดียว มีค่าใชจ้่าย 560 บาท 
3. นายสามทานอาหารคนเดียว มีค่าใชจ้่าย 700 บาท 
4. นายหนึ่งและนายสองทานอาหารรว่มกนั มีค่าใชจ้่าย 800 บาท 
5. นายหนึ่งและนายสามทานอาหารรว่มกนั มีค่าใชจ้่าย 850 บาท 
6. นายสองและนายสามทานอาหารรว่มกนั มีค่าใชจ้่าย 720 บาท 
7. ทกุคนทานอาหารรว่มกนั มีค่าใชจ้่าย 900 บาท 

โดยเมื่อทราบขอ้มูลที่จ  าเป็นเบือ้งตน้ครบทุกสถานการณ์หรือความเป็นไปไดแ้ลว้ซึ่ง
รวมถึงเหตกุารณท์ี่ทกุคนทานอาหารร่วมกนัและเกิดค่าใชจ้่าย 900 บาท จะท าใหส้ามารถค านวณ
เพื่อหาค่าใช้จ่ายตามสัดส่วนของแต่ละบุคคลต่อไปได้โดยใช้หลักการค านวณของการเรียง
สบัเปลี่ยนล าดบั (Permutation) 

ตวัอย่างของการค านวณ เช่น เมื่อนายหนึ่งทานอาหารคนเดียว มีค่าใชจ้่าย 800 บาท 
เมื่อนายหนึ่งกบันายสองทานอาหารร่วมกนั มีค่าใชจ้่าย 800 บาทเช่นกัน ดงันัน้เมื่อนายหนึ่งและ
นายสองทานอาหารร่วมกันจะท าใหค่้าใชจ้่ายของนายสองเป็น 0 บาท และเมื่อทุกคนทานอาหาร
รว่มกนั มีค่าใชจ้่าย 900 บาท ดงันัน้ค่าใชจ้่ายของนายสามจะเป็น 100 บาท 

โดยเมื่อค านวณครบทุกการเรียงสบัเปลี่ยนล าดบัแลว้ จะไดผ้ลของการค านวณในแต่
ละครัง้ออกมาดงัตารางที่ 4 

ตาราง 4 แสดงการค านวณของทฤษฎีเกมสแ์บบรว่มมือกนัในการค านวณค่าอาหาร 

ล าดับการเรียง
สับเปล่ียน 

บุคคลหลัก 
ในการค านวณ 
และค่าใช้จ่าย 

บุคคลรอง 
ในการค านวณ 
และค่าใช้จ่าย 

บุคคลเติมเต็ม 
ในการค านวณ 
และค่าใช้จ่าย 

รวม 

รอบที่ 1 นายหนึ่ง 
800 บาท 

นายสอง 
0 บาท 

นายสาม 
100 บาท 

900 บาท 
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ตาราง 4 (ต่อ) 

ล าดับการเรียง
สับเปล่ียน 

บุคคลหลัก 
ในการค านวณ 
และค่าใช้จ่าย 

บุคคลรอง 
ในการค านวณ 
และค่าใช้จ่าย 

บุคคลเติมเต็ม 
ในการค านวณ 
และค่าใช้จ่าย 

รวม 

รอบที่ 2 นายหนึ่ง 
800 บาท 

นายสาม 
50 บาท 

นายสอง 
50 บาท 

900 บาท 

รอบที่ 3 นายสอง 
560 บาท 

นายหนึ่ง 
240 บาท 

นายสาม 
100 บาท 

900 บาท 

รอบที่ 4 นายสอง 
560 บาท 

นายสาม 
160 บาท 

นายหนึ่ง 
180 บาท 

900 บาท 

รอบที่ 5 นายสาม 
700 บาท 

นายหนึ่ง 
150 บาท 

นายสอง 
50 บาท 

900 บาท 

รอบที่ 6 นายสาม 
700 บาท 

นายสอง 
20 บาท 

นายหนึ่ง 
180 บาท 

900 บาท 

 
เมื่อได้ขอ้มูลครบถ้วนตามตารางที่ 4 จะสามารถน ามาค านวณ SHAP Value หรือ

ค่าใชจ้่ายเฉลี่ยตามสดัส่วนของแต่ละคนได ้เช่น ค่าใชจ้่ายเฉลี่ยตามสดัส่วนของนายหนึ่งค านวณ
ไดจ้าก 
 

  Shapley Value =
(800 + 800 + 240 + 180 + 150 + 180)

6
= 391.67 

 
ในทางเดียวกนัจะสามารถค านวณค่าใชจ้่ายเฉลี่ยตามสดัส่วนของนายสองและนาย

สามไดเ้ป็น 206.67 และ 301.67 บาท ตามล าดบั ซึ่งเมื่อน าค่าใชจ้่ายเฉลี่ยตามสดัส่วนมารวมกัน
จะไดเ้ป็น 900 บาท 

จากตัวอย่างขา้งตน้จะเห็นไดว้่าทฤษฎีเกมสแ์บบร่วมมือกนัและการค านวณ SHAP 
Value สามารถน ามาประยุกตใ์ชใ้นการอธิบายแบบจ าลองจากการเรียนรูด้ว้ยเครื่องได ้โดย SHAP 
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Value จะสามารถเปรียบเทียบได้กับความส าคัญหรือความมีอิทธิพลของคุณลักษณะต่อการ
จ าแนกประเภทหรือการท านายของแบบจ าลอง  ซึ่งเพื่อนแต่ละคนในกลุ่มสามารถเปรียบได้กับ
คณุลกัษณะแต่ละตวั และการทานอาหารคนเดียวหรือการจบัคู่ทานอาหารไปจนถึงการทานอาหาร
รว่มกนัทกุคนสามารถเปรียบไดก้บัในการเรียนรูข้องแบบจ าลองแต่ละรอบที่สามารถปรบัเปลี่ยนชุด
ของคุณลักษณะที่ใช้ในการสรา้งแบบจ าลองได้ และค่าใช้จ่ายที่เกิดขึน้ในแต่ละสถานการณ์
สามารถเปรียบไดก้ับประสิทธิภาพของแบบจ าลองในแต่ละการใชชุ้ดคุณลกัษณะย่อย ซึ่งเมื่อท า
การค านวณเป็นค่าเฉลี่ยออกมาแลว้จะท าใหส้ามารถทราบถึงความส าคญัหรือความมีอิทธิพลของ
แต่ละคณุลกัษณะในแบบจ าลองนัน้ๆ ได ้ 

 

ภาพประกอบ 21 แสดงค่าของความสมัพนัธร์ะหว่างค่าของคณุลกัษณะ และ SHAP Value ทัง้
ในทางเชิงบวกและเชิงลบ 

ที่มา: (S. Lundberg, 2018) 

2.8 งานวิจัยทีเ่กี่ยวข้อง (Literature Review) 
ในการวิจัยครัง้นีไ้ดม้ีการศึกษาคน้ควา้และทบทวนวรรณกรรมงานวิจัยอ่ืนๆ ที่มีความ

เก่ียวขอ้งและเป็นประโยชนก์บังานวิจยั ดงัต่อไปนี ้
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2.8.1 บทความวิจัยเร่ือง Application of interpretable machine learning for early 
prediction of prognosis in acute kidney injury 

โดย Chang Hua, Qing Tan, Qinran Zhang, Yiming Li, Fengyun Wang, Xiufen 
Zou และ Zhiyong Peng (Hu et al., 2022) 

ในงานวิจยันีผู้ว้ิจยัตอ้งการสรา้งแบบจ าลองในการท านายการเสียชีวิตของผูป่้วยดว้ย
โรคไตวายเฉียบพลัน (Acute Kidney Injury : AKI) ที่มีการเข้ารักษาตัวในห้องผู้ป่วยวิกฤต 
(Intensive Care Unit : ICU) และมุ่งเน้นในการพัฒนาการอธิบายแบบจ าลองมีความน่าเชื่อถือ
และสามารถเขา้ใจได ้เพื่อใหบุ้คลากรทางการแพทยส์ามารถน าผลลพัธไ์ปใชป้ระกอบการตดัสินใจ
ในการด าเนินการรกัษากบัผูป่้วยไดม้ีประสิทธิภาพ 

ปัญหาส าคัญที่น ามาสู่การวิจัยในครัง้นีเ้นื่องจากว่า จากการเก็บขอ้มูลของผูป่้วยที่
ตอ้งเขา้รบัการรกัษาในหอ้งผูป่้วยวิกฤติพบว่ามีจ านวนผูป่้วยจากโรคไตวายเฉียบพลันมากกว่า 
50% และการกัษาเบือ้งต้นมักไม่ได้ประสิทธิภาพเท่าที่ควร นอกจากนีย้ังประกอบกับการขาด
แคลนบุคลากรในการใหก้ารรกัษาแก่ผูป่้วย ท าใหก้ารเรียนรูด้ว้ยเครื่องเขา้มามีบทบาทในการช่วย
คาดการณค์วามรุนแรงของโรคหรืออตัราการเสียชีวิตของผูป่้วย และแม้ว่าแบบจ าลองในงานวิจัย
อ่ืนๆ จะมีประสิทธิภาพเป็นที่น่าพอใจแต่ยังไม่มีงานวิจัยใดที่มีการอธิบายการท างานของ
แบบจ าลอง ซึ่งก่อใหเ้กิดความไม่น่าเชื่อถือส าหรบัน าไปใชง้านประกอบการรกัษาผูป่้วย 

ชุดข้อมูลที่น ามาใช้ในการวิจัยมีการน ามาจาก Medical Information Mart for 
Intensive Care IV (MIMIC-IV) ซึ่งมีการเก็บขอ้มลูของผูป่้วยดว้ยโรคไตวายเฉียบพลนัของประเทศ
สหรฐัอเมริกาในระหว่างปี พ .ศ. 2551 ถึงปี พ.ศ. 2562 (ค.ศ. 2008 - 2019) ซึ่งไดร้บัการรบัรอง
ทางดา้นจริยธรรมจาก Massachusetts Institute of Technology (Cambridge, MA) และ Beth 
Israel Deaconess Medical Center (Boston, MA) แล้ว โดยชุดข้อมูลประกอบด้วยตัวอย่าง
ขอ้มลูมากกว่า 33,000 ตัวอย่างขอ้มูล และคณุลกัษณะของขอ้มูลอีกจ านวนมาก เช่น ขอ้มูลของ
ผูป่้วย ขอ้มลูโรคประจ าตวั ขอ้มลูจากหอ้งปฏิบติัการ เป็นตน้ 

ประชากรที่ใชใ้นการวิจัยประกอบดว้ยผูป่้วยที่มีอายุตัง้แต่ 18 ปีขึน้ไป และมีการเขา้
รกัษาตวัที่หอ้งผูป่้วยวิกฤติตัง้แต่ 3 ชั่วโมงขึน้ไป และเป็นการเขา้รกัษาในหอ้งผูป่้วยวิกฤติครัง้แรก
ในการนอนโรงพยาบาลครัง้นีข้องผูป่้วยรายนั้นๆ ซึ่งมีจ านวนขอ้มูลที่เขา้เงื่อนไขอยู่ที่ประมาณ 
22,000 ตัวอย่าง โดยคุณลักษณะที่มีข้อมูลที่เป็นค่าว่างสูงกว่า 20% จะถูกคัดออก และมีการ
คัดเลือกคุณลักษณะเพื่อน าไปใช้สรา้งแบบจ าลองด้วยวิธีการแบบ ‘LASSO’ ซึ่งจะท าเหลือ
คณุลกัษณะที่มีความส าคญัในการใชส้รา้งแบบจ าลองอยู่ที่ 29 คณุลกัษณะ 
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จากการส ารวจขอ้มลูเบือ้งตน้พบว่าอายุเฉลี่ยของผูป่้วยอยู่ที่ 69.5 ปี และเป็นสดัสว่น
ของผูป่้วยหญิงอยู่ที่ 42.8% เพศชาย 57.2% โรคประจ าตัวที่พบสงูสดุสามอันดบั ไดแ้ก่ โรคความ
ดนัโลหิตสงู 41.3% โรคเบาหวาน 32.5% และโรคภาวะหวัใจลม้เหลว 30.5%  

ในการวิจัยได้มีการใช้งานแบบจ าลองของการเรียนรูด้้วยเครื่องแบบมีผู้สอนเพื่อ
ท านายการเสียชีวิตของผู้ป่วยทั้งหมด 7 แบบจ าลอง ประกอบด้วย Support Vector Machine 
(SVM), K-Nearest Neighbors (KNN), eXtreme Gradient Boosting (XGBoost), Decision 
Tree (DT), Naïve Bayes (NB), Random Forest (RF) และ Logistic Regression (LR) โดยการ
วัดประสิทธิภาพของแบบจ าลองมีการใช้งานความแม่นย า (Accuracy), พื ้นที่ใต้กราฟ (Area 
Under the Receiving Operating Characteristic Curve : AUC-ROC), ค่ า ค ว า ม อ่ อ น ไห ว 
(Sensitivity) และค่าความจ าเพาะ (Specificity) 

การอธิบายแบบจ าลองจะใชส้  าหรบัอธิบายแบบจ าลองที่มีประสิทธิภาพสงูที่สดุ โดย
ใชว้ิธีการอธิบายแบบจ าลองด้วย SHAP ในการค้นหาว่าคุณลักษณะใดในข้อมูลที่ส่งผลหรือมี
อิทธิพลต่อความเสี่ยงในการเสียชีวิตของผูป่้วย โดยจะเป็นการอธิบายในระดบัแบบจ าลอง จากนัน้
มีการใช้งานวิธีการแบบ LIME ในการอธิบายผลของการท านายการเสียชีวิตในผู้ป่วยระดับ
รายบคุคล 

ขัน้ตอนในการด าเนินการวิจยัเป็นไปดงัแสดงในภาพประกอบที่ 22 
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ภาพประกอบ 22 ขัน้ตอนในการด าเนินงานวิจยั Application of interpretable machine learning 
for early prediction of prognosis in acute kidney injury 

ที่มา: (Hu et al., 2022) 

ผลของการวิจยัพบว่าแบบจ าลอง XGBoost ใหป้ระสิทธิภาพที่ดีที่สดุ โดยมีค่าความ
แม่นย าอยู่ที่ 89% ซึ่งมีประสิทธิภาพสงูกว่างานวิจยัอ่ืนๆ ในอดีต ส่วนแบบจ าลองอื่นๆ มีค่าความ
แม่นย าตามล าดับดังต่อไปนี ้  RF 88.5%, NB 84.2%, LR 84%, SVM 75.6%, KNN 67.4%, 
DT67.6% 
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ภาพประกอบ 23 แสดงประสิทธิภาพของแต่ละแบบจ าลองในงานวิจยัโดยใชพ้ืน้ที่ใตก้ราฟ ROC 

ที่มา: (Hu et al., 2022) 

ในการอธิบายแบบจ าลองไดน้ าแบบจ าลอง XGBoost ซึ่งมีประสิทธิภาพสูงที่สุดมา
ท าการอธิบาย โดยใชว้ิธีการแบบ SHAP ในการคน้หาคุณลกัษณะที่มีความส าคัญในการท านาย
ของแบบจ าลอง ซึ่งคณุลกัษณะที่มีความส าคญัสงูที่สดุสี่อนัดบัแรกประกอบดว้ย  

1. Glasgow Coma Scale (GCS): ระดบัความรูส้กึตวั (3 วิกฤต - 15 เบา) 
2. Blood Urea Nitrogen (BUN): ปรมิาณไนโตรเจนจากยเูรียที่รั่วมาในกระแสเลือด 
3. Cumulative Urine Output on Day 1: ปรมิาณปัสสาวะวนัแรกของการเขา้ ICU 
4. Age: อาย ุ
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ภาพประกอบ 24 แสดงความส าคญัของคณุลกัษณะที่ไดจ้ากการอธิบายแบบจ าลองดว้ย SHAP 

ที่มา: (Hu et al., 2022) 

จากนัน้ใชว้ิธีการแบบ SHAP Force Analysis และ LIME เพื่อใชใ้นการอธิบายผูป่้วย
รายบุคคล โดยจะพบว่าในการอธิบายแบบรายบุคคลระหว่างวิธี SHAP Force Analysis และ 
LIME จะใหผ้ลลัพธ์ที่ต่างกันเล็กน้อยในการระบุคุณลักษณะที่มีความส าคัญต่อการท านาย แต่
อย่างไรก็ตามผลลพัธจ์ากการท านายและคณุลกัษณะที่มีความส าคญัโดยรวมจะเป็นไปในทิศทาง
ที่สอดคลอ้งกนั 
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ภาพประกอบ 25 เปรียบเทียบการอธิบายแบบจ าลองระหว่างวิธีการแบบ SHAP และ LIME ใน
ระดบัรายบุคคลส าหรบัการท านายโอกาสในการเสียชีวิตของผูป่้วยโรคไตวายเฉียบพลนั 

ที่มา: (Hu et al., 2022) 

2.8.2 บทความวิจัยเร่ือง Diagnosis of Parkinson’s disease based on SHAP 
value feature selection 

โด ย  Yuchun Liu, Zhihui Liu, Xue Luo, Hongjingtian Zhao (Liu, Liu, Luo, & 
Zhao, 2022) 

ในงานวิจัยนีผู้ว้ิจัยตอ้งการสรา้งแบบจ าลองที่ใชใ้นการท านายผูท้ี่มีโอกาสป่วยเป็น
โรคของระบบประสาทแบบมีอาการสั่นของอวัยวะ หรือพารก์ินสัน (Pakinson’s Disease) โดยมี
การใชง้านการเรียนรูด้ว้ยเครื่องแบบอธิบายไดด้ว้ยวิธี SHAP มาช่วยในการคัดเลือกคุณลกัษณะ
ส าหรบัการสรา้งแบบจ าลอง 

เนื่องจากโรคพารก์ินสนัถือเป็นอาการป่วยที่ส่งผลกระทบต่อการใชช้ิวตประจ าวนัของ
ผูป่้วยซึ่งมีอยู่ประมาณ 7-10 ลา้นคนทั่วโลก และมีแนวโนม้ที่จะพบผูป่้วยดว้ยโรคนีเ้พิ่มขึน้ในทุกๆ 
ปี โดยส่วนใหญ่มักจะเกิดกับผูสู้งอายุตัง้แต่ 60 ปีขึน้ไป ซึ่งการวินิจฉัยดว้ยแพทยแ์บบดัง้เดิมตอ้ง
เสียเวลาจ านวนมากในการวินิจฉัยเพื่อบ่งชีก้ารป่วยเป็นโรค ในปัจจบุนัเริ่มมีงานวิจยัที่เก่ียวขอ้งกบั
การบ่งชีอ้าการป่วยดว้ยโรคพารก์ินสนัดว้ยการเรียนรูด้ว้ยเครื่อง แต่งานวิจยัส่วนใหญ่มกัจะมุ่งเนน้
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ไปยังการท าให้แบบจ าลองมีประสิทธิภาพในการท านายที่แม่นย าท าให้มีการใช้คุณลักษณะ
จ านวนมากซึ่งอาจจะเป็นขอ้มูลรบกวนหรือขอ้มูลที่ซ  า้ซอ้นไปใชใ้นการสรา้งแบบจ าลอง ดังนั้น
ผูว้ิจยัจึงตอ้งการน าการเรียนรูด้ว้ยเครื่องแบบอธิบายไดด้ว้ยวิธีการแบบ SHAP มาใชง้านเพื่อช่วย
ลดมิติของขอ้มูลเพื่อใหแ้บบจ าลองมีขนาดที่เล็กลง ยืดหยุ่นมากขึน้ และสามารถเรียนรูไ้ดร้วดเร็ว 
โดยยงัมีประสิทธิภาพที่สงูหรือสงูขึน้ 

ในงานวิจยัที่เก่ียวกบัชีวการแพทย ์(Biomedical) มีการน าการเรียนรูด้ว้ยเครื่องแบบ
อธิบายไดม้าใชง้านในการอธิบายแบบจ าลองอยู่บา้ง แต่ในงานวิจัยซึ่งเก่ียวขอ้งกบัโรคพารก์ินสนั
ยงัไม่ปรากฏการน าเสนอการใชง้าน SHAP เพื่อน ามาใชค้ดัเลือกคณุลกัษณะส าหรบัใชใ้นการสรา้ง
แบบจ าลอง โดยในงานวิจยันีม้ีการใชว้ิธีการแบบ SHAP ร่วมกบัแบบจ าลอง gcForest, XGBoost, 
LightGBM และ Random Forest ในการท านายผูป่้วยที่เป็นโรคพารก์ินสัน โดยขอ้มูลที่น ามาใช้
งานวิจัยมาจากฐานขอ้มูลสาธารณะของ University of California, Irvine (UCI) ซึ่งเป็นขอ้มูลที่
เก่ียวกบัลกัษณะเสียงของผูป่้วยดว้ยโรคพารก์ินสนัเก็บรวมรวมโดย Department of Neurology at 
Istanbul University Medical School 

ในการคัดเลือกคุณลักษณะของข้อมูลที่จะน าไปใช้งาน ผู้วิจัยมีการใช้เทคนิคที่
หลากหลายประกอบด้วย F-Score, Anova-F, Mutual Information (MI) และ SHAP ส่วนการ
ประเมินผลประสิทธิภาพมีการใชง้านค่าความแม่นย า (Accuracy) และค่า F1-Score  

โดยขัน้ตอนในการน า SHAP มาใชใ้นการคัดเลือกคุณลกัษณะจะสามารถแบ่งย่อย
ได้เป็นสามขั้นตอนคือ ขั้นตอนแรกเป็นการสรา้งแบบจ าลองโดยไม่มีการคัดเลือกคุณลักษณะ 
ขั้นตอนที่สองจะเป็นการน า SHAP มาค านวณค่าความส าคัญหรือความมีอิทธิพลของแต่ละ
คุณลักษณะ แลว้ท าการเรียงล าดับออกมาตามความส าคัญ ในขัน้ตอนสุดทา้ยจะเป็นการสรา้ง
แบบจ าลองใหม่อีกครัง้โดยใช้งานคุณลักษณะที่มีค่าความส าคัญสูงที่ได้จากการค านวณโดย 
SHAP 
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ภาพประกอบ 26 ขัน้ตอนในการด าเนินงานวิจยั Diagnosis of Parkinson’s disease based on 
SHAP value feature selection 

ที่มา: (Liu et al., 2022) 

จาการส ารวจขอ้มลูเบือ้งตน้ชุดขอ้มลูประกอบดว้ยผูท้ี่มารบัการตรวจวินิจฉัยจ านวน 
252 คน เป็นเพศชาย 130 คนและเพศหญิง 122 คน โดยประกอบดว้ยผูป่้วยเป็นโรคพารก์ินสัน
จ านวน 188 คน เป็นเพศชาย 107 คน และเพศหญิง 81 คน อายุเฉลี่ยของกลุม่ผูป่้วยอยู่ที่ 65.1 ปี 
และกลุ่มผู้ที่ ไม่ ป่วยอยู่ที่  61.1 ปี  โดยชุดข้อมูลมีจ านวนคุณลักษณะที่ จัดเก็บสูงถึง 753 
คณุลกัษณะ 

ภาพประกอบที่ 27 แสดงถึงคณุลกัษณะที่มีความส าคัญมากที่สดุจ านวน 15 อนัดับ
แรก จากการใช้งาน SHAP ร่วมกับแบบจ าลองทั้งสี่แบบ ได้แก่ gcForest (a), XGBoost (b), 
LightGBM (c) และ Random Forest (d) ซึ่งจะสงัเกตเห็นว่าคณุลกัษณะที่ 125 มีความส าคญัอยู่
ในอันดับตน้ๆ ของทั้งสี่แบบจ าลอง ส่วนคุณลักษณะที่ 111, 119, 133 และ 135 ก็ปรากฏอยู่ใน
สามแบบจ าลอง ซึ่งท าใหส้ามารถตัง้สมมติฐานไดว้่าคุณลกัษณะเหล่านีม้ีความส าคญัสูงต่อการ
ท านายผลลพัธ ์
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ภาพประกอบ 27 แสดงความส าคญัของคณุลกัษณะที่ไดจ้ากการอธิบายแบบจ าลองต่างๆ ดว้ย 
SHAP 

ที่มา: (Liu et al., 2022) 

เมื่อน าการใช้งานวิธีการคัดเลือกคุณลักษณะด้วยวิธีต่างๆ จะพบว่าวิธีการแบบ 
SHAP สามารถท าใหแ้บบจ าลองมีประสิทธิภาพสูงที่สุดโดยใชจ้ านวนของคุณลักษณะนอ้ยที่สุด
เมื่อเทียบกับวิธีการแบบอ่ืนๆ จากภาพประกอบที่ 28 จะแสดงใหเ้ห็นถึงค่าของความแม่นย าและ 
F1-Score ของการใชง้านวิธีการคดัเลือกคุณลกัษณะแบบต่างๆ ร่วมกับแบบจ าลอง gcForest (a 
และ b) ซึ่งจะเห็นได้ว่าการคัดเลือกคุณลักษณะแบบ SHAP ท าให้สามารถใช้งานคุณลักษณะ
เพียง 150 คุณลักษณะ ก็สามารถท าให้แบบจ าลองมีประสิทธิภาพที่สูงที่สุดได้ ซึ่งจะส่งผลให้
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แบบจ าลองมีความซบัซอ้นนอ้ยลงดว้ย เช่นเดียวกบัแบบจ าลอง XGBoost (c และ d) ซึ่งมีผลลพัธ์
ไปในทิศทางเดียวกนั 

 

ภาพประกอบ 28 แสดงถึงการประเมินประสิทธิภาพความแม่นย าและ F1-Score ของแบบจ าลอง
ต่างๆ ในการใชง้านการคดัเลือกคณุลกัษณะที่แตกต่างกนั 

ที่มา: (Liu et al., 2022) 

ในการประเมินประสิทธิภาพของแบบจ าลองและเปรียบเทียบผลของการทดลอง 
ผู้วิจัยพบว่าแบบจ าลองที่ให้ประสิทธิภาพของความแม่นย าและค่า F1-Score ที่สูงที่สุดคือ
แบบจ าลอง gcForest เมื่อมีการใชง้านร่วมกับการคัดเลือกคุณลกัษณะแบบ SHAP โดยเลือกใช้
งานคณุลกัษณะจ านวนทัง้สิน้ 150 คุณลกัษณะ ซึ่งจะใหค่้าของความแม่นย าอยู่ที่ 91.78% และ
ใหค่้าของ F1-Score อยู่ที่ 94.5% ซึ่งเมื่อเปรียบเทียบผลของการทดลองกบังานวิจยัอ่ืนๆ ก่อนหนา้ 



  68 

จะพบว่าเมื่อเปรียบเทียบกับงานวิจัยอ่ืนๆ ที่ ไม่ได้มีการจัดการความไม่สมดุลกันของข้อมูล 
งานวิจัยนีส้ามารถสรา้งแบบจ าลองไดม้ีประสิทธิภาพที่สูงกว่าแบบจ าลองในงานวิจัยอ่ืนๆ ซึ่งมี
ความแม่นย าสงูที่สดุอยู่ที่ 91.6% ในขณะที่งานวิจยัที่มีการจดัการกบัความไม่สมดลุกนัของขอ้มลู
สามารถท าให้ประสิทธิภาพของแบบจ าลองสูงขึน้ได้สูงสุดอยู่ที่  94.89% และ F1-Score อยู่ที่ 
94.9% 

2.8.3 บทความวิจัยเร่ือง A data modeling approach for classification problems: 
application to bank telemarketing prediction 

โ ด ย  Stéphane Cédric Koumetio, Walid Cherif แ ล ะ  Hassan Silkan 
(Tekouabou, Cherif, & Silkan, 2019) 

ในงานวิจยันีผู้ว้ิจัยตอ้งการน าเสนอวิธีจัดการกับขอ้มูลเบือ้งตน้ก่อนการน าขอ้มูลไป
ใชใ้นการสรา้งแบบจ าลองจากการเรียนรูด้ว้ยเครื่องเพื่อใชใ้นการท านายการสมัครผลิตภัณฑเ์งิน
ฝากประจ าของลกูคา้ธนาคารผ่านการน าเสนอทางโทรศพัท ์ซึ่งเป็นขอ้มลูของธนาคารแห่งหนึ่งใน
ประเทศโปรตเุกสซึ่งเก็บรวบรวมไวต้ัง้แต่ปี พ.ศ. 2551 ถึงปี พ.ศ. 2556 (ค.ศ. 2008 – 2013) 

ในการโฆษณาเพื่อเผยแพร่ผลิตภณัฑต่์างๆ ของภาคธุรกิจหรืออตุสาหกรรมไดม้ีการ
พัฒนาต่อเนื่องมาอย่างยาวนานตัง้แต่ยุคสมัยที่เป็นการโฆษณาแบบทั่วไปที่ไม่ไดค้  านึงกลุ่มของ
ลกูคา้ซึ่งมกัจะไม่ไดป้ระสิทธิภาพเป็นที่น่าพอใจนกั จนมาถึงยคุสมยัที่เริ่มมีการโฆษณาโดยมุ่งเนน้
กลุ่มลูกคา้ที่มีความน่าจะเป็นที่จะสนใจในผลิตภัณฑท์ี่จะน าเสนอ ไม่ว่าจะเป็นการโฆษณาผ่าน
ทางโทรศพัท ์การขายตรง หรือทางจดหมายอิเล็กทรอนิกส ์(Email) ซึ่งตอ้งมีการเก็บรวบรวมขอ้มลู
ที่มากมายไม่ว่าจะเป็นขอ้มูลส่วนตัวของลูกคา้ ขอ้มูลการติดต่อกับลูกคา้ ขอ้มูลของผลิตภัณฑ ์
และขอ้มูลอ่ืนๆ เพื่อน ามาใชใ้นการวางแผนกลยุทธ์ในการน าเสนอผลิตภัณฑ ์ท าใหไ้ดผ้ลลัพธ์ที่
ค่อนขา้งมีประสิทธิภาพ 

ดว้ยความส าเร็จของการโฆษณาสินคา้โดยระบุกลุ่มเป้าหมาย จึงมีการน าการเรียนรู้
ด้วยเครื่องเพื่อเข้ามาใช้งานในการช่วยเพิ่มประสิทธิภาพหรือแก้ไขปัญหาต่างๆ โดยสามารถ
น ามาใชใ้นการท านายล่วงหนา้ไดว้่าลกูคา้คนใดจะท าการซือ้หรือสมคัรผลิตภณัฑท์ี่มีการน าเสนอ
จากการใชข้อ้มูลที่เก็บรวบรวมไว ้โดยมีงานวิจัยอ่ืนๆ ก่อนหน้าที่มีการสรา้งแบบจ าลองส าหรบั
ท านายโอกาสที่ลกูคา้จะท าการตอบรบัสมคัรผลิตภณัฑเ์งินฝากประจ าดว้ยการน าเสนอผลิตภณัฑ์
ผ่านทางโทรศัพท์ แต่เมื่อส ารวจงานวิจัยเหล่านั้นจะพบว่าแต่ละงานวิจัยจะมีการเลือกใช้
คณุลกัษณะที่ค่อนขา้งแตกต่างกนัไปในการสรา้งแบบจ าลอง จึงเป็นที่มาของงานวิจัยนีท้ี่ตอ้งการ
น าเสนอวิธีการจัดการข้อมูลเบื ้องต้นรูปแบบใหม่กับชุดข้อมูลนี ้เพื่อคัดเลือกคุณลักษณะที่มี
ความส าคญัอย่างแทจ้รงิก่อนการน าไปใชง้าน 
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ขอ้มลูที่น ามาใชง้านจะเป็นขอ้มลูเก่ียวกบัการน าเสนอขายผลิตภณัฑเ์งินฝากประจ า
ผ่านทางโทรศพัทข์องธนาคารแห่งหนึ่งในประเทศโปรตเุกส โดยชุดขอ้มลูตน้ฉบบัจะมีคณุลกัษณะ
ของขอ้มลูสงูถึง 150 คณุลกัษณะ แต่ในชุดขอ้มลูที่มีการเปิดเผยเป็นสาธารณะจะมีคณุลกัษณะใน
ชุดขอ้มูลอยู่ที่ 22 คุณลกัษณะ ซึ่งชุดขอ้มูลไดน้ ามาจากฐานขอ้มูลสาธารณะของ University of 
California, Irvine (UCI) ในชุดขอ้มูลประกอบด้วยตัวอย่างข้อมูลจ านวน 41,188 ตัวอย่าง โดย
ผลลพัธห์รือปา้ยก ากบัแบ่งออกเป็นสองกลุ่ม ไดแ้ก่ สมคัรผลิตภณัฑ ์(yes) และไม่สมคัรผลิตภณัฑ ์
(no) และคณุลกัษณะมีทัง้ขอ้มลูชนิดตวัเลขและขอ้มลูชนิดประเภท 

ในการด าเนินงานวิจัยผูว้ิจัยไดแ้บ่งออกเป็นสามขัน้ตอนประกอบดว้ย ขั้นตอนการ
จัดการข้อมู ล เบื ้อ งต้น  (Preprocessing) ขั้น ตอนการจัด การข้อมู ล ให้ เป็ นม าต รฐาน 
(Normalization) และขั้นตอนในการสร้างแบบจ าลองในการท านาย  (Classification) โดยใน
ขัน้ตอนการจัดการขอ้มูลเบือ้งตน้มีการน าเสนอเทคนิคที่ใชจ้ัดการกับขอ้มูลชนิดประเภทแบบไม่
เรียงล าดับ เช่น อาชีพหรือสถานภาพสมรส โดยจะอ้างอิงจากสัดส่วนของค่าในคุณลักษณะ
เปรียบเทียบกับจ านวนของกลุ่มขอ้มูลเพื่อระบุค่า 0 หรือ 1 ตัวอย่างเช่น การจัดการคุณลกัษณะ
สถานภาพสมรสที่มีค่าเป็น ‘married’ โดยมีชุดขอ้มลูซึ่งประกอบดว้ยกลุ่ม ‘no’ จ านวน 3 ตวัอย่าง 
ซึ่งมีค่า ‘married’ อยู่ 2 ตวัอย่าง และกลุม่ ‘yes’ จ านวน 2 ตวัอย่าง ซึ่งมีขอ้มลูที่มีค่า ‘married’ อยู่ 
1 ตวัอย่าง ดงัตารางที่ 5 

ตาราง 5 ตวัอย่างขอ้มลูในการจดัการสถานภาพสมรสซึ่งเป็นคณุลกัษณะชนิดประเภทแบบไม่
เรียงล าดบั 

สถานภาพสมรส จ านวนข้อมูลกลุ่ม ‘yes’ จ านวนข้อมูลกลุ่ม ‘no’ รวม 
‘married’ 1 2 3 
อ่ืนๆ 1 1 2 
รวม 2 3 5 

ที่มา: (Tekouabou et al., 2019) 

ซึ่งการค านวณจะสดัส่วนออกมาตามสมการที่ 4 และ 5 ซึ่งจะเห็นไดว้่าสดัส่วนของ
สถานภาพสมรสที่มีค่าเป็น ‘married’ ที่เป็นกลุ่ม ‘no’ มีสดัส่วนที่มากกว่า ดงันัน้จะท าการระบุค่า 
1 ใหก้บัคณุลกัษณะนีใ้หก้บัทกุตวัอย่างขอ้มลูที่เป็นกลุ่ม ‘no’ โดยไม่สนใจว่าจะมีค่าของสถานภาพ
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สมรสเป็น ‘married’ หรือไม่ และเช่นเดียวกันในทุกตัวอย่างขอ้มูลที่เป็นกลุ่ม ‘yes’ จะถูกระบุค่า
เป็น 0 โดยไม่สนใจว่าจะมีค่าของสถานภาพสมรสเป็น ‘married’ หรือไม่ 
 

no(married)

no
=

2

3
= 0.66  (4) 

 
yes(married)

yes
=

1

2
= 0.5   (5) 

 

และในขัน้ตอนการจดัการกบัขอ้มลูเบือ้งตน้ยังมีการน าเสนอเทคนิคในการจดัการกบั
ข้อมูลค่าว่างที่ เป็นประเภทตัวเลข (Numeric) หรือตัวเลขแบบล าดับขั้น (Ordinal) โดยใช้การ
ค านวณค่าเฉลี่ยจากค่าทั้งหมดที่อยู่ในกลุ่มเดียวกัน ตัวอย่างเช่น  ข้อมูลการศึกษาที่มีการ
เปลี่ยนแปลงชนิดขอ้มลูจากแบบประเภทใหอ้ยู่ในรูปแบบของตวัเลขที่มีล  าดบัขัน้ตามตารางที่ 6 ซึ่ง
จะเห็นไดว้่าตวัอย่างขอ้มลูที่ 4 มีขอ้มลูการศกึษาที่เป็นค่าว่างอยู่ ซึ่งสามารถค านวณเพื่อเติมขอ้มลู
ไดจ้ากการน าขอ้มลูของกลุม่ ‘no’ ซึ่งเป็นขอ้มลูในกลุ่มเดียวกนัมาใชใ้นการค านวณ ซึ่งจะมีค่าเป็น 
2.5 โดยจะสามารถค านวณไดต้ามสมการที่ 6 

ตาราง 6 ตวัอย่างขอ้มลูในการจดัการระดบัการศกึษาซึ่งเป็นคณุลกัษณะชนิดประเภทแบบ
เรียงล าดบั 

หมายเลขตัวอย่างข้อมูล คุณลักษณะระดับการศึกษา ผลการสมัครผลิตภัณฑ ์
1 3 ‘no’ 
2 1 ‘yes’ 
3 2 ‘no’ 
4  ‘no’ 
5 0 ‘yes’ 

ที่มา: (Tekouabou et al., 2019) 

 
 education(no)

N(no)
=

3+2

2
= 2.5   (6) 
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ในขัน้ตอนของการสรา้งแบบจ าลองในการท านายมีการใชง้านแบบจ าลองทัง้หมดหา้
ประเภทประกอบด้วย Naïve Bayes (NB), Logistic Regression (LR), Decision Tree (DT), 
Artificial Neural Network (ANN และ Support Vector Machine (SVM) โดยมีการใชง้านค่าของ
ความแม่นย า (Accuracy) และค่า F1-Score ในการประเมินผลประสิทธิภาพของแบบจ าลอง โดย
ผลของการวิจยัพบว่าหากไม่มีการจดัการกบัขอ้มลูใหเ้ป็นมาตรฐาน แบบจ าลอง DT จะสามารถให้
ค่าความแม่นย าไดส้งูที่สดุที่ 100% และ LR รองลงมาที่ 98.61% แต่เมื่อมีการจดัการท าขอ้มลูให้
เป็นมาตรฐานจะท าใหแ้บบจ าลอง ANN มีค่าความแม่นย าและค่า F1-Score สูงที่สุดที่ 99.07% 
และ 95.83% ตามล าดบั และแบบจ าลอง DT จะมีค่าความแม่นย าและค่า F1-Score ตกลงมาอยู่
ที่ 98.98% และ 95.45% ตามล าดบั 

 

ภาพประกอบ 29 แสดงค่าความแม่นย าและ F1-Score ของแบบจ าลองที่ไม่มีการท าขอ้มลูใหเ้ป็น
มาตรฐาน 

ที่มา: (Tekouabou et al., 2019) 
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ภาพประกอบ 30 แสดงค่าความแม่นย าและ F1-Score ของแบบจ าลองที่มีการท าขอ้มลูใหเ้ป็น
มาตรฐาน 

ที่มา: (Tekouabou et al., 2019) 

แบบจ าลองที่มีประสิทธิภาพสูงที่สดุในงานวิจยันีม้ีประสิทธิภาพสงูกว่าแบบจ าลอง
ในงานวิจยัก่อนหนา้ซึ่งแบบจ าลองที่มีประสิทธิภาพสงูที่สดุมีค่าความแม่นย าอยู่ที่ 93.5% ซึ่งเป็น
ผลมาจากเทคนิคในการจดัการกบัขอ้มลูเบือ้งตน้ที่ผูว้ิจยัไดท้ าการน าเสนอ 
 



 

บทที ่3 
วิธีการด าเนินงานวิจัย 

ในการวิจัยครัง้นี ้ผูว้ิจัยไดม้ีการวางแผนขัน้ตอนในการด าเนินงานวิจัยซึ่งมีรายละเอียด
ดงัต่อไปนี ้

1. การออกแบบขัน้ตอนในการด าเนินงานวิจยั 
2. การส ารวจและวิเคราะหข์อ้มลูเบือ้งตน้ 
3. การจดัการกบัขอ้มลูเบือ้งตน้และการแบ่งชุดขอ้มลู 
4. การท าวิศวกรรมคณุลกัษณะและการจดัเตรียมขอ้มลูเบือ้งตน้ 
5. การสรา้งแบบจ าลองพรอ้มจดัการความไม่สมดลุกนัของขอ้มลูและการประเมินผล

ประสิทธิภาพ 
6. การอธิบายแบบจ าลองโดยใช้การเรียนรูด้้วยเครื่องแบบอธิบายได้ส  าหรบัการ

คดัเลือกคณุลกัษณะ 
7. การคดัเลือกคณุลกัษณะดว้ยวิธีการต่างๆ รวมถึงการเรียนรูด้ว้ยเครื่องแบบอธิบาย

ได ้
8. การสร้างแบบจ าลองจากการคัด เลือกคุณลักษณะและการประเมินผล

ประสิทธิภาพ 
9. การอธิบายแบบจ าลองโดยใชก้ารเรียนรูด้ว้ยเครื่องแบบอธิบายได ้
10. การวิเคราะหค์วามผิดพลาดของแบบจ าลอง 
11. การสรุปผลการวิจยัและการอภิปรายการวิจยั 

โดยในการด าเนินการขัน้ตอนต่างๆ จะมีการใชง้านไลบรารีของ  Scikit-Learn เป็นหลัก 
โดย Scikit-Learn ถือเป็นไลบรารีที่นิยมใช้งานกันอย่างแพร่หลายในการด าเนินงานทาง
วิทยาศาสตรข์อ้มลูและการเรียนรูด้ว้ยเครื่อง 

3.1 การออกแบบขั้นตอนในการด าเนินงานวิจัย 
การออกแบบขัน้ตอนในการด าเนินงานวิจยัมีรายละเอียดดงัภาพประกอบที่ 31 
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ภาพประกอบ 31 แสดงขัน้ตอนในการด าเนินงานวิจยั 

3.2 การส ารวจและวิเคราะหข์้อมูลเบือ้งต้น 
ชุดข้อมูลที่น ามาใช้ในการวิจัยเป็นชุดข้อมูลสาธารณะจาก UCI Machine Learning 

Repository ซึ่งเก่ียวกับการน าเสนอขายผลิตภัณฑเ์งินฝากประจ าผ่านทางโทรศัพทข์องธนาคาร
แห่งหนึ่งในประเทศโปรตุเกส ระหว่างเดือนพฤษภาคม พ.ศ. 2551 ถึงเดือนมิถุนายน พ.ศ. 2556 
ซึ่งเก็บรวบรวมข้อมูลระหว่างการด าเนินงานวิจัย A Data-Driven Approach to Predict the 
Success of Bank Telemarketing (Moro et al., 2014) 

ชุดขอ้มูลประกอบดว้ยขอ้มูลทั้งหมด 41,188 ตัวอย่างขอ้มูล มีคุณลักษณะของขอ้มูล
ทัง้หมด 21 คุณลกัษณะ โดยสามารถแบ่งเป็นคณุลกัษณะที่ใชใ้นการจ าแนกประเภทหรือตัวแปร
ตน้ได ้20 คณุลกัษณะ ประกอบดว้ย ‘อายุ’, ‘อาชีพ’, ‘สถานภาพการสมรส’, ‘ระดบัการศึกษา’, ‘การ
ปรากฏของการผิดนัดช าระหนี ้’, ‘การปรากฏสินเชื่อเคหสถาน ’, ‘การปรากฏสินเชื่อส่วนบุคคล ’, 
‘ประเภทของการติดต่อกบัลกูคา้’, ‘เดือนที่ติดต่อลกูคา้ครัง้ล่าสดุ’, ‘วนัในสปัดาหท์ี่ติดต่อลกูคา้ครัง้
ลา่สดุ’, ‘ระยะเวลาของการติดต่อลกูคา้ครัง้สดุทา้ย’, ’จ านวนครัง้การติดต่อเพื่อน าเสนอผลิตภณัฑ์
นี ’้, ‘จ านวนวันของระยะห่างจากการติดต่อเพื่อน าเสนอผลิตภัณฑ์ก่อนหน้า ’, ’จ านวนครัง้การ
ติดต่อก่อนน าเสนอผลิตภณัฑน์ี’้, ’ผลลพัธข์องการน าเสนอผลิตภณัฑก์่อนหนา้’, ‘อตัราการจา้งงาน
รายไตรมาส’, ‘ดัชนีราคาผูบ้ริโภครายเดือน’, ‘ดัชนีความเชื่อมั่นผูบ้ริโภครายเดือน’, ’อตัราดอกเบีย้
กูย้ืมรายวนัระหว่างธนาคารในยุโรป’ และ ‘จ านวนพนกังานรายไตรมาส’ ในส่วนของคณุลกัษณะที่
เป็นผลลพัธห์รือตวัแปรตาม 1 คณุลกัษณะคือผลการสมคัรผลิตภณัฑ ์ซึ่งมีค่าเป็น ‘yes’ และ ‘no’ 

ชุดขอ้มูลที่น ามาใชง้านมีความไม่สมดุลกันของขอ้มูลที่ค่อนขา้งสูง โดยประกอบด้วย
ขอ้มูล Class ‘no’ สูงถึง 36,548 ตัวอย่างขอ้มูล (~88.7%) ส่วนขอ้มลู Class ‘yes’ มีจ านวนเพียง 
4,640 ตวัอย่างขอ้มลู (~11.3 %) 
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ภาพประกอบ 32 แสดงความไม่สมดลุกนัของขอ้มลูในชุดขอ้มลูที่น ามาใชใ้นการวิจยั 

ในส่วนของการส ารวจข้อมูลค่าว่างปรากฏว่าไม่พบขอ้มูลค่าว่างในชุดขอ้มูล แต่เมื่อ
ส ารวจค่าที่เป็นไปไดข้องคณุลกัษณะชนิดประเภทจะพบว่ามีค่าของขอ้มลูที่เป็น ‘unknown’ ปะปน
อยู่ภายในขอ้มูลของบางคุณลกัษณะ ซึ่งในการจัดการกับขอ้มูลเหล่านีเ้ป็นเรื่องที่ตอ้งการความ
เขา้ใจในกฎระเบียบรวมไปถึงบริบททางสงัคมเฉพาะประเทศและช่วงเวลานัน้ๆ ดังนัน้ในการวิจัย
ครัง้นีจ้ึงจะด าเนินการกบัค่า ‘unknown’ โดยถือเป็นค่าที่เป็นไปไดก้ลุม่หนึ่งของขอ้มลู 
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ภาพประกอบ 33 แสดงค่าที่เป็นไปไดท้ัง้หมดที่ปรากฏในคณุลกัษณะอาชีพโดยแบ่งตามผลลพัธ์
ของการท านาย 

การส ารวจความมีปฏิสมัพนัธ ์(Correlation) กนัของคณุลกัษณะที่เป็นแบบตวัเลข พบว่า
มีบางคุณลักษณะที่มีปฏิสัมพันธ์ต่อกันสูงในทางบวก เช่น อัตราดอกเบีย้กู้ยืมรายวันระหว่าง
ธนาคารในยุโรป (euribor3m) และอัตราการจ้างงานรายไตรมาส  (emp.var.rate) ซึ่ งมี ค่า
ปฏิสมัพันธ์กนัสงูถึง 0.97 (97%) ซึ่งโดยปกติควรมีการก าจดัคุณลกัษณะที่มีปฏิสมัพันธ์ต่อกนัสูง
ออกเพื่อเพิ่มประสิทธิภาพในการเรียนรูด้้วยเครื่องในแง่ของเวลาและทรัพยากรที่ ใช้ในการ
ด าเนินการ รวมไปถึงโอกาสในการเพิ่มประสิทธิภาพของแบบจ าลองที่สงูขึน้ได ้
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ภาพประกอบ 34 แสดงค่าความมีปฏิสมัพนัธก์นัของคณุลกัษณะในชดุขอ้มลู 

นอกจากนีเ้มื่อท าการส ารวจขอ้มลูของคณุลกัษณะชนิดตวัเลขจะพบว่ามีเพียง ‘อาย’ุ ที่มี
การกระจายตัวของขอ้มูลแบบปกติ (Normal Distribution) ซึ่งจะตอ้งมีการด าเนินการจัดการกับ
คณุลกัษณะชนิดตวัเลขทัง้หมดในภายหลงัเพื่อใหม้ีการกระจายตวัแบบปกติและมีระดบัของขอ้มลู 
(Scale) อยู่ในระดบัเดียวกนั 
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ภาพประกอบ 35 แสดงการกระจายตวัของขอ้มลูในคณุลกัษณะชนิดตวัเลข 

3.3 การจัดการกับข้อมูลเบือ้งต้นและการแบ่งชุดข้อมูล 
จากการส ารวจขอ้มูลเบือ้งตน้คุณลกัษณะ ‘ระยะเวลาของการติดต่อลูกคา้ครัง้สุดทา้ย ’ 

ควรถกูน าออกจากชุดขอ้มลู เนื่องจากเป็นขอ้มลูที่ไดม้าจากการติดต่อลกูคา้ครัง้สดุทา้ยเพื่อท าการ
รบัทราบผลลพัธ์ของการสมัครผลิตภัณฑ์ซึ่งอาจจะส่งผลกับการท านายสูง  เช่น จากการส ารวจ
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ขอ้มูลเพื่อหาค่าน้อยที่สุดที่ปรากฏของทัง้สอง Class พบว่าเมื่อ ‘ระยะเวลาของการติดต่อลูกคา้
ครัง้สดุทา้ย’ มีค่าเป็น 0 จะสามารถระบไุดท้นัทีว่าลกูคา้คนนัน้ไม่ท าการสมคัรผลิตภณัฑ ์

 

ภาพประกอบ 36 แสดงความสมัพนัธร์ะหว่างคณุลกัษณะการติดต่อลกูคา้ครัง้สดุทา้ยเพื่อรบัทราบ
ผลการสมคัรและผลลพัธข์องการท านาย 

ส่วนคุณลักษณะ ‘จ านวนวันของระยะห่างจากการติดต่อเพื่อน าเสนอผลิตภัณฑ์ก่อน
หน้า’ (pdays) พบว่ามีข้อมูลที่มีค่าเป็น ‘999’ ซึ่งหมายถึงลูกค้าไม่เคยถูกติดต่อเพื่ อน าเสนอ
ผลิตภัณฑค์รัง้ก่อนหนา้ จ านวนสูงถึง 39,673 ตัวอย่าง (~96.3%) และค่าสงูสุดที่ปรากฏซึ่งไม่ใช่ 
999 คือ 27 วนั ดงันัน้จึงจะด าเนินการเปลี่ยนแปลงชนิดขอ้มลูของคณุลกัษณะนีจ้ากชนิดตวัเลขให้
กลายเป็นชนิดประเภทส าหรบัระบุการปรากฏของการติดต่อลกูคา้เพื่อน าเสนอผลิตภัณฑค์รัง้ก่อน
หนา้ โดยมีค่าที่เป็นไปไดคื้อ ‘yes’ ส าหรบัขอ้มลูดัง้เดิมที่ไม่ใช่ ‘999’ และ ‘no’ ส  าหรบัขอ้มลูดัง้เดิม
ที่เป็น ‘999’ 
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ภาพประกอบ 37 แสดงค่าที่เป็นไปไดท้ี่ปรากฏในคณุลกัษณะจ านวนวนัของระยะห่างจากการ
ติดต่อเพื่อน าเสนอผลิตภณัฑก์่อนหนา้ 

จากนั้นท าการแบ่งชุดข้อมูลออกเป็นสองส่วน ได้แก่ ชุดข้อมูลส าหรบัการเรียนรูซ้ึ่ง
ก าหนดสดัส่วนไวท้ี่ 80% ของขอ้มลูทัง้หมด และชุดขอ้มูลส าหรบัการทดสอบมีสดัส่วนของขอ้มูล
อยู่ที่ 20% โดยมีการใชง้านเทคนิค Stratify เพื่อใหก้ารแบ่งขอ้มูลมีสดัส่วนของกลุ่มผลลพัธ์ ‘yes’ 
และ ‘no’ เป็นไปในทางเดียวกบัการแบ่งจ านวนของขอ้มลู 

 

ภาพประกอบ 38 แสดงการแบ่งขอ้มลูส าหรบัการวิจยั โดยสดัสว่นขอ้มลูส าหรบัการเรียนรู ้80% 
และขอ้มลูส าหรบัการทดสอบ 20% 

3.4 การท าวิศวกรรมคุณลักษณะและการจัดเตรียมข้อมูลเบือ้งต้น 
ชดุขอ้มลูในการด าเนินงานวิจยัประกอบดว้ยชนิดของขอ้มลูหลกัๆ อยู่ 3 ประเภท ไดแ้ก่  

1. ขอ้มลูชนิดตวัเลข เช่น อาย ุ
2. ขอ้มลูชนิดประเภทแบบไม่มีล  าดบั เช่น สถานภาพการสมรส 
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3. ขอ้มลูชนิดประเภทแบบมีล  าดบั เช่น ระดบัการศกึษา 
4. ข้อมูลชนิดประเภทแบบไบนารี (ข้อมูลแบ่งได้ 2 กลุ่ม) เช่น ผลลัพธ์ของการ

น าเสนอผลิตภณัฑ ์
ซึ่งขอ้มลูแต่ละชนิดก็ตอ้งการการจดัการที่แตกต่างกนัออกไป โดยการจดัการกบัขอ้มลูแต่

ละประเภทจะใชว้ิธีการต่างๆ ดงันี ้
3.4.1 ข้อมูลชนิดตัวเลข 

จะใชว้ิธีการแบบ Standard Scaling ซึ่งเป็นการจดัการขอ้มลูประเภทตวัเลขใหม้ีการ
กระจายตวัเป็นแบบปกติ (Normal Distribution) ซึ่งจะท าใหข้อ้มลูมีคณุลกัษณะที่มีค่าเฉลี่ยเป็น 0 
และส่วนเบี่ยงเบนมาตรฐานเป็น 1 ซึ่งจะมีกราฟเป็นรูประฆังคว ่า (Bell Curve) และมีการ
ก าหนดใหท้ าการแทนที่ขอ้มลูที่เป็นค่าว่างดว้ยค่าเฉลี่ยของคณุลกัษณะ 

3.4.2 ข้อมูลชนิดประเภทแบบไม่มีล าดับ 
จะใช้วิธีการแบบ One-Hot Encoding ซึ่งจะมีการขยายจ านวนของคุณลักษณะ

หนึ่งๆ ออกไปเป็นจ านวนเทียบเท่ากับค่าทั้งหมดที่ปรากฏในขอ้มูล และเมื่อค่าของขอ้มูลตรงกับ
คุณลักษณะใหม่ใดๆ ที่ท าการขยายออกไปจะมีการแทนที่ค่าของขอ้มูลดว้ย 1 ส่วนคุณลกัษณะ
อ่ืนๆ ที่ท าการขยายออกไปจะแทนที่ดว้ย 0 ส่วนค่าของขอ้มลูที่ไม่เคยพบเห็นมาก่อนจะให้ท าการ
ละเลยค่าของขอ้มลูนัน้ไป และมีการก าหนดใหท้ าการแทนที่ขอ้มลูที่เป็นค่าว่างดว้ยค่าของขอ้มลูที่
ปรากฏมากท่ีสดุในคณุลกัษณะ 

มีการใช้งานวิ ธีการแบบ  CatBoost Encoding ซึ่ ง เป็นวิ ธีการในการจัดการ
คณุลกัษณะชนิดประเภทซึ่งพัฒนาต่อยอดจากหลกัการของ Target Encoding ซึ่งจะด าเนินการ
แทนที่คณุลกัษณะชนิดประเภทดว้ยค่าที่ค  านวณจากความน่าจะเป็นของผลลพัธท์ี่สอดคลอ้งกับ
ค่าของขอ้มูลนั้นๆ ในแต่ละคุณลักษณะ ร่วมกับค่าความน่าจะเป็นของผลลัพธ์ในชุดขอ้มูล  ซึ่ง 
CatBoost Encoding มีการปรบัปรุงในส่วนของการใชง้านเพียงแค่ตัวอย่างขอ้มูลก่อนหนา้ที่ เคย
เห็นมาแล้วมาใชส้  าหรบัการค านวณแทนที่การใชง้านทั้งชุดขอ้มูล เพื่อเป็นการลดการเกิดการ
รั่วไหลของขอ้มลูของ Target Encoding 

นอกจากนีย้งัมีการใชง้านวิธีการแบบ BaseN Encoding ซึ่งเป็นวิธีการในการจดัการ
คณุลกัษณะชนิดประเภทซึ่งมีความคลา้ยคลึงกับการใชง้านวิธีการแบบ Binary Encoding ซึ่งจะ
ท าการแปลงค่าของขอ้มูลที่แตกต่างกันในแต่ละคณุลกัษณะใหเ้ป็น Bit String (0 และ 1) โดยจะ
ท าการเพิ่ม Dummy Feature เพื่อขยายความยาวของ Bit String เมื่อมีขนาดไม่เพียงพอส าหรบั
การรองรบัค่าที่เป็นไปไดท้ัง้หมดในคุณลกัษณะนัน้ๆ ส่วนวิธีการแบบ BaseN จะสามารถก าหนด
จ านวนของค่าที่เพิ่มขึน้ได้มากกว่า 1 เช่น เมื่อก าหนดค่า N = 5 จะส่งผลให้แต่ละ Bit สามารถ
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รองรบัค่าไดต้ัง้แต่ 0-4 ท าใหส้ามารถลดจ านวนของ Dummy Feature ในการรองรบัค่าที่เป็นไปได้
ทัง้หมดในคณุลกัษณะนัน้ๆ ได ้ซึ่งในงานวิจยัครัง้นีไ้ดใ้ชง้านค่า N = 5 

3.4.3 ข้อมูลชนิดประเภทแบบมีล าดับ 
จะใชว้ิธีการแบบ Ordinal Encoding ซึ่งจะเป็นการเปลี่ยนแปลงค่าของขอ้มูลจาก

ชนิดประเภทใหก้ลายเป็นตัวเลขแบบเรียงล าดับตามล าดับของขอ้มูลที่ก าหนดไวล้่วงหนา้  ท าให้
ล  าดับหรือความส าคัญของขอ้มูลไม่สูญหายไป และมีการก าหนดใหท้ าการแทนที่ขอ้มลูที่เป็นค่า
ว่างดว้ยค่าของขอ้มลูที่ปรากฏมากท่ีสดุในคณุลกัษณะ 

3.4.4 ข้อมูลชนิดประเภทแบบไบนารี 
จะใชว้ิธีการแบบ Label Encoding ซึ่งจะเปลี่ยนแปลงค่าของขอ้มลูผลลพัธจ์ากชนิด

ประเภท ‘yes’ และ ‘no’ ใหก้ลายเป็น ‘1’ และ ‘0’ ซึ่งเหมาะกับการใชง้านกับขอ้มูลคุณลกัษณะที่
เป็นผลลพัธข์องการจ าแนกประเภทซึ่งไม่มีการใชง้านล าดบัของตวัเลข 

โดยการท าวิศวกรรมคุณลักษณะและการจัดเตรียมขอ้มูลเบือ้งตน้จะมีการใชง้านการ
ท างานแบบสายท่อ หรือ Pipeline เพื่อใหก้ารท างานของคณุลกัษณะแต่ละชนิดเป็นไปตามล าดับ
ขัน้ตอนที่มีการวางแผนไวแ้ละเพื่อเป็นการป้องกนัการรั่วไหลของขอ้มลู จากนัน้มีการใชง้านวิธีการ
แบบ ColumnTransformer เพื่อรวบรวมการท างานแบบสายท่อหลายๆ อนัเขา้ไวด้ว้ยกนั 

3.5 การสร้างแบบจ าลองพร้อมจัดการความไม่สมดุลกันของข้อมูลและการประเมินผล
ประสิทธิภาพ 

ในขัน้ตอนการด าเนินงานนีจ้ะท าการสรา้งแบบจ าลองโดยใชง้านคุณลกัษณะของขอ้มูล
ทั้งหมดหลังจากการท าวิศวกรรมคุณลักษณะและการจัดเตรียมขอ้มูลเบือ้งต้น โดยไม่ไดม้ีการ
คดัเลือกคณุลกัษณะที่จะน าไปใชใ้นการสรา้งแบบจ าลอง เนื่องจากตอ้งการใหแ้ต่ละแบบจ าลองที่
เลือกน ามาใช้งานท างานกับคุณลักษณะของขอ้มูลทั้งหมดก่อน จากนั้นจะน าแบบจ าลองที่มี
ประสิทธิภาพสูงมาตรวจสอบและวิเคราะห์เพื่อค้นหาความส าคัญของแต่ละคุณลักษณะใน
แบบจ าลองนัน้ๆ เพื่อน าไปด าเนินการคดัเลือกคณุลกัษณะต่อไป 

3.5.1 การก าหนดและการปรับแต่งแบบจ าลอง 
ในการวิจัยได้น าแบบจ าลองที่เป็นที่นิยมจ านวน 4 แบบจ าลองมาใช้การจ าแนก

ประเภทซึ่งประกอบดว้ย Logistic Regression, Random Forest, LightGBM และ XGBoost โดย
แบบจ าลองที่ท าการก าหนดขึน้จะถกูรวมเขา้ไปเป็นสว่นหนึ่งของการท างานแบบสายท่อ  

นอกจากนีใ้นแต่ละแบบจ าลองจะมีการปรบัแต่งตัวแปรปัจจัย (Hyperparameter) 
เพื่อคน้หาแบบจ าลองและชุดของตัวแปรปัจจยัที่ดีที่สุดในการท าใหป้ระสิทธิภาพของแบบจ าลอง
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ออกมาสูงที่สุด โดยการปรับแต่งตัวแปรปัจจัยของแบบจ าลองจะมีการใช้งาน Grid Search 
ส าหรบัการวนปรบัแต่งตวัแปรปัจจัยที่ก าหนดไวล้่วงหนา้ใหค้รบทุกความเป็นไปไดข้องชุดตัวแปร
ปัจจยั 

3.5.2 การจัดการความไมส่มดุลกันของข้อมูล 
ระหว่างกระบวนการสรา้งแบบจ าลองจะมีการด าเนินการจัดการกับความไม่สมดุล

กันของข้อมูลโดยวิธีที่น ามาใช้ประกอบด้วย การปรับค่าน ้าหนักของข้อมูล (Class Weight), 
Random Undersampling และ SMOTE โดยการจัดการความไม่สมดุลกันของข้อมูลแบบการ
ปรบัค่าน า้หนกัของขอ้มลูจะถูกก าหนดไปพรอ้มกบัการปรบัแต่งตวัแปรปัจจยัของแบบจ าลอง ส่วน
การจัดการความไม่สมดุลแบบ Random Undersampling และ SMOTE จะถูกรวมเขา้ไปอยู่ใน
การท างานแบบสายท่อรว่มกบัการท าวิศวกรรมคณุลกัษณะ, การจดัเตรียมขอ้มลูเบือ้งตน้ และการ
สรา้งแบบจ าลอง 

3.5.3 การเรียนรู้ด้วยเคร่ืองเพ่ือสร้างแบบจ าลอง 
ในการเรียนรูด้ว้ยเครื่องเพื่อสรา้งแบบจ าลองที่มีประสิทธิภาพสงูที่สดุออกมาไดม้ีการ

ใชง้านเทคนิค Cross Validation ซึ่งจะเป็นการแบ่งชุดขอ้มลูส าหรบัการเรียนรูอ้อกเป็นส่วนย่อยๆ 
ตามที่ก าหนด จากนัน้จะท าการสรา้งแบบจ าลองเป็นจ านวนรอบเท่ากบัจ านวนสว่นย่อยของขอ้มลู
ที่ก าหนดไว ้โดยในแต่ละรอบจะมีขอ้มูลหนึ่งส่วนย่อยถูกแยกออกมาส าหรบัเป็นข้อมูลในการ
ทดสอบแบบจ าลองของรอบนัน้ๆ ส่วนขอ้มลูส่วนย่อยที่เหลือจะถกูน าไปใชใ้นการสรา้งแบบจ าลอง
ของรอบนัน้ๆ โดยในการวิจยัครัง้นีจ้ะมีการก าหนด Cross Validation ของแบบจ าลองไวท้ี่ 5 ครัง้ 

ซึ่งในการวิจัยจะมีการใช้งานวิธีแบบ GridSearchCV ส าหรับการใช้งาน Cross 
Validation ร่วมกับการใช้งาน Grid Search ซึ่งจะส่งผลให้มีการสรา้งแบบจ าลองในรูปแบบที่
หลากหลายทัง้ในดา้นของตัวแปรปัจจยัของแบบจ าลองและในดา้นของชุดขอ้มูลที่ใช้ในการสรา้ง
และการทดสอบแบบจ าลอง โดยเมื่อพบชุดของตวัแปรปัจจยัที่ท าใหแ้บบจ าลองมีประสิทธิภาพสงู
ที่สุดแลว้ จะมีการน าแบบจ าลองพรอ้มทัง้ชุดตัวแปรปัจจยัมาใชใ้นการเรียนรูก้บัชุดขอ้มูลส าหรบั
การเรียนรูท้ัง้หมดอีกครัง้ 

ในการก าหนดค่าส าหรบัการประเมินประสิทธิภาพของแบบจ าลอง มีการเลือกใชง้าน
ค่า Recall ซึ่ งสามารถก าหนดเข้าไปเป็นส่วนหนึ่ งของการท า GridSearchCV ได้ เพื่ อให้
แบบจ าลองมีการเรียนรูโ้ดยเนน้ประสิทธิภาพของค่า Recall ใหอ้อกมาสงูที่สดุ โดยสาเหตขุองการ
มุ่งเนน้ไปที่ค่าของ Recall เนื่องจากว่าในการน าเสนอผลิตภัณฑเ์งินฝากประจ าผ่านทางโทรศัพท ์
เราตอ้งการที่จะคน้หากลุ่มของลูกคา้ที่มีแนวโนม้ที่จะสมัครผลิตภณัฑใ์หไ้ดม้ากที่สุด โดยยอมรบั
กับความผิดพลาดไดเ้ล็กน้อยในการจ าแนกลูกคา้ที่ไม่ท าการสมัครผลิตภัณฑว์่าจะท าการสมัคร
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ผลิตภณัฑ ์ซึ่งหากแบบจ าลองไม่สามารถคน้หาลกูคา้ที่ท าการสมคัรผลิตภณัฑไ์ดค้รบถว้นเพียงพอ
ก็จะท าใหธ้นาคารเสียโอกาสและรายไดใ้นสว่นนัน้ๆ ไป 

3.5.4 การประเมินผลประสิทธิภาพของแบบจ าลอง 
ในการประเมินผลประสิทธิภาพของแบบจ าลองเบือ้งตน้มีการใชง้าน Classification 

Report เพื่อดูผลค่าประสิทธิภาพต่างๆ เช่น ค่าความแม่นย า, Precision, Recall และ F1-Score 
ผ่านทางการใช้งานวิธีการแบบ classification_report โดยมุ่งเน้นไปยังแบบจ าลองที่มีค่าของ 
Recall และ F1-Score ที่มีประสิทธิภาพสูง โดยมีการใชง้านควบคู่กับ Confusion Matrix เพื่อดู
จ านวนของตวัอย่างขอ้มลูที่มีการจ าแนกถูกและผิดตามจรงิ 

 

ภาพประกอบ 39 แสดงการประเมินผลประสิทธิภาพของแบบจ าลองดว้ยวิธีการแบบ 
classification_report พรอ้มตวัแปรปัจจยัที่สง่ผลใหแ้บบจ าลองมีประสิทธิภาพสงูที่สดุ 

 

ภาพประกอบ 40 แสดง Confusion Matrix ของแบบจ าลองในงานวิจยั 
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3.6 การอธิบายแบบจ าลองโดยใช้การเรียนรู้ด้วยเคร่ืองแบบอธิบายได้ส าหรับการ
คัดเลือกคุณลักษณะ 

ในการอธิบายแบบจ าลองในขั้นตอนนี ้จะมีการใช้งานวิธีการแบบ SHAP เพื่อน ามา
อธิบายแบบจ าลองที่มีประสิทธิภาพสงูที่สดุ เพื่อคน้หาว่าแต่ละคณุลกัษณะมีค่าความส าคญัหรือมี
อิทธิพลต่อการจ าแนกประเภทด้วยสดัส่วนเท่าใดบา้ง และความสมัพันธข์องความมีอิทธิพลและ
ค่าที่ปรากฏในแต่ละคณุลกัษณะ 

โดยในการอธิบายแบบจ าลองนั้นขอ้มูลคุณลักษณะชนิดประเภทที่มีการท า One-Hot 
Encoding นัน้ จะมีการด าเนินการเพื่อรวบรวมคณุลกัษณะใหม่ที่เกิดขึน้จากคณุลกัษณะเดียวกนั
กลบัมาไวร้วมกนัเป็นคณุลกัษณะเดียว ซึ่งค่าของความส าคญัในทกุคณุลกัษณะใหม่จะถูกค านวณ
เพื่อหาผลรวมของความส าคญัออกมา 

สามารถใชง้าน Bar Plot เพื่อแสดงค่าความส าคญัของแต่ละคณุลกัษณะได ้โดยกราฟที่
แสดงจะเรียงล าดับจากคุณลักษณะที่มีความส าคัญสูงที่สุดไล่ลงมายังคุณลักษณะที่มี
ความส าคญัต ่าที่สดุ 
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ภาพประกอบ 41 แสดงค่าความส าคญัของคณุลกัษณะโดยใชว้ิธีการ SHAP Bar Plot 

นอกจากนีย้งัสามารถใชง้านวิธีการวาดกราฟอ่ืนๆ เพื่อใชใ้นการแสดงค่าความส าคญัของ
คุณลักษณะในรูปแบบต่างๆ ได้ เช่น Beeswarm Plot ซึ่งจะเป็นการวาดกราฟโดยแสดงถึง
ความสมัพนัธข์องความส าคญัของคณุลกัษณะทัง้ในทางเชิงบวกและเชิงลบเมื่อเปรียบเทียบกบัค่า
ของข้อมูลดังรูปด้านล่าง ซึ่งเหมาะกับการแสดงค่าความส าคัญของคุณลักษณะแบบตัวเลข 
ตวัอย่างเช่น คณุลกัษณะอตัราดอกเบีย้การกูย้ืมระหว่างธนาคารภายในยุโรปรายวนั (euribor3m) 
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เมื่อมีค่าของขอ้มลูที่สงู (สีชมพ)ู จะมีค่าของ SHAP Value หรือค่าความส าคญัที่สงูขึน้ในเชิงลบต่อ
การจ าแนกประเภท และเมื่อมีค่าของขอ้มูลที่ต  ่า (สีฟ้า) จะมีค่าของ SHAP Value ที่สูงขึน้ในเชิง
บวก ซึ่งสามารถบ่งบอกไดว้่าเมื่ออตัราดอกเบีย้การกูย้ืมระหว่างธนาคารภายในยโุรปรายวนัมีค่าที่
ต  ่าลงจะท าให้มีโอกาสที่ลูกค้าจะท าการสมัครผลิตภัณฑ์เงินฝากประจ าผ่านการน าเสนอทาง
โทรศพัทส์งูมากขึน้ ส่วนความหนาหรือสงูของเสน้กราฟจะบ่งบอกถึงความหนาแน่นของประชากร
ในค่าของขอ้มลูบริเวณนัน้ ในส่วนของคณุลกัษณะชนิดประเภทสามารถใชง้านการวาดกราฟดว้ย
วิธีการอ่ืนๆ เพื่อแสดงค่าความส าคญัได ้

 

ภาพประกอบ 42 แสดงความสมัพนัธร์ะหว่างค่าในคณุลกัษณะนัน้ๆ และ SHAP Value 

3.7 การคัดเลือกคุณลักษณะด้วยวิธีการต่างๆ รวมถึงการเรียนรู้ด้วยเคร่ืองแบบอธิบายได้ 
ในกระบวนการคัดเลือกคุณลักษณะมีการใชง้านวิธีการต่างๆ ประกอบดว้ย F-Value, 

RFE และ SHAP โดย F-Value จะเป็นวิธีการที่ค้นหาความส าคัญของคุณลักษณะโดยใช้งาน
กระบวนการทางสถิติ ซึ่งไม่ต้องมี การสร้างแบบจ าลองใดๆ ประกอบการด าเนินการ ซึ่ ง
คุณลักษณะใดที่มีค่าของ F-Value ที่สูงจะหมายถึงคุณลักษณะนั้นมีค่าความส าคัญและมี
ความสมัพันธ์ต่อการจ าแนกประเภทที่สูง โดยสามารถใชง้านวิธีการแบบ f_classif เพื่อหาค่าของ 
F-Value ได้ จากภาพประกอบที่  43 จะพบว่าคุณลักษณะจ านวนพนักงานรายไตรมาส 
(nr.employ) มีค่าของความส าคญัที่สงูที่สดุ 
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ภาพประกอบ 43 แสดงค่าความส าคญัของคณุลกัษณะโดยการใชว้ิธีการแบบ F-Value 

ส่วนวิธีการแบบ RFE ซึ่งตอ้งอาศยัแบบจ าลองเพื่อน ามาใชป้ระเมินค่าความส าคญัของ
คุณลักษณะ ในการด าเนินงานวิจัยนี ้มีการใช้งานวิธีการแบบ RFE ร่วมกับแบบจ าลองที่มี
ประสิทธิภาพสูงที่สุดจากการสรา้งแบบจ าลองในขั้นตอนก่อนหน้าประกอบด้วยแบบจ าลอง 
Logistic Regression, LightGBM และ XGBoost  

จากภาพประกอบที่ 44, 45 และ 46 ซึ่งเป็นค่าความส าคัญของคุณลักษณะจากการใช้
งานวิธีแบบ RFE(LR), RFE(LGBM) และ RFE(XGB) ตามล าดับ จะเห็นว่าค่าความส าคัญของ
คณุลกัษณะจะมีความแตกต่างกนัอยู่ระหว่างทัง้สามแบบจ าลอง 

 

ภาพประกอบ 44 แสดงค่าความส าคญัของคณุลกัษณะโดยการใชว้ิธีการแบบ RFE ร่วมกบั
แบบจ าลอง Logistic Regression 
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ภาพประกอบ 45 แสดงค่าความส าคญัของคณุลกัษณะโดยการใชว้ิธีการแบบ RFE ร่วมกบั
แบบจ าลอง LightGBM 

 

ภาพประกอบ 46 แสดงค่าความส าคญัของคณุลกัษณะโดยการใชว้ิธีการแบบ RFE ร่วมกบั
แบบจ าลอง XGBoost 

จากนั้นจะด าเนินการคัดเลือกคุณลักษณะที่มีค่าความส าคัญสูงที่สุดซึ่งไดม้าจากการ
อธิบายแบบจ าลองของการเรียนรูด้ว้ยเครื่องแบบอธิบายได้ดว้ยวิธีการแบบ SHAP เพื่อใชน้ าไป
อธิบายแบบจ าลอง LightGBM และ XGBoost ดงัภาพประกอบที่ 47 และ 48 ตามล าดบั ซึ่งจะได้
ค่าความส าคญัของคณุลกัษณะดงัรูปดา้นล่าง จากนัน้จะมีการน าไปใชใ้นการสรา้งแบบจ าลองใน
ขัน้ตอนถดัไป 
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ภาพประกอบ 47 แสดงค่าความส าคญัของคณุลกัษณะโดยการใชว้ิธีการแบบ SHAP รว่มกบั
แบบจ าลอง LightGBM 
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ภาพประกอบ 48 แสดงค่าความส าคญัของคณุลกัษณะโดยการใชว้ิธีการแบบ SHAP รว่มกบั
แบบจ าลอง XGBoost 

ในการคดัเลือกคณุลกัษณะทัง้ 6 วิธีการที่น ามาใชง้านจะท าการคดัเลือกคณุลกัษณะที่มี
ค่าของความส าคัญสูงที่สุดเพียงแค่ 2 คุณลักษณะแรก เพื่อน าไปใชใ้นการสรา้งแบบจ าลองใน
ขัน้ตอนถัดไป ซึ่งแต่ละวิธีการจะไดค้ณุลกัษณะที่มีค่าความส าคญัสงูสดุสองอนัดบัแรกออกมาดัง
ตารางที่ 7 ซึ่งจะพบว่าวิธีการคดัเลือกคณุลกัษณะแบบ RFE(LGBM), RFE(XGB), SHAP(LGBM) 
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และ SHAP(XGB) มีคุณลกัษณะที่มีค่าความส าคัญสูงสุดสองอันดับแรกที่เหมือนกัน ดังนัน้จะมี
การใชง้านชดุของคณุลกัษณะทัง้หมด 3 ชดุดงัตารางที่ 7 ในการสรา้งแบบจ าลองในขัน้ตอนถดัไป 

ตาราง 7 ชุดของคณุลกัษณะที่ดีที่สดุจ านวนสองคณุลกัษณะจากการคดัเลือกดว้ยวิธีการต่างๆ 

วิธีการคัดเลือก
คุณลักษณะ 

คุณลักษณะที ่1 คุณลักษณะที ่2 

F-Value จ านวนวนัจากการติดต่อเพื่อ
น าเสนอผลิตภณัฑก์่อนหนา้ 
(pdays) 

จ านวนพนกังานรายไตรมาส 
(nr.employed) 

RFE(LR) จ านวนวนัจากการติดต่อเพื่อ
น าเสนอผลิตภณัฑก์่อนหนา้ 
(pdays) 

ระดบัการศึกษา (education) 

RFE(LGBM) จ านวนพนกังานรายไตรมาส 
(nr.employed) 

อตัราดอกเบีย้กูยื้มระหว่างธนาคาร
ภายในยโุรปรายวนั (euribor3m) 

RFE(XGB) จ านวนพนกังานรายไตรมาส 
(nr.employed) 

อตัราดอกเบีย้กูยื้มระหว่างธนาคาร
ภายในยโุรปรายวนั (euribor3m) 

SHAP(LGBM) จ านวนพนกังานรายไตรมาส 
(nr.employed) 

อตัราดอกเบีย้กูยื้มระหว่างธนาคาร
ภายในยโุรปรายวนั (euribor3m) 

SHAP(XGB) จ านวนพนกังานรายไตรมาส 
(nr.employed) 

อตัราดอกเบีย้กูยื้มระหว่างธนาคาร
ภายในยโุรปรายวนั (euribor3m) 

 
โดยในขัน้ตอนนีย้ังรวมไปถึงการด าเนินการสรา้งการท างานแบบสายท่อเพื่อรองรบัการ

ท าวิศวกรรมคุณลักษณะและการจัดเตรียมขอ้มูลเบือ้งต้นส าหรบัแต่ละชุดคุณลักษณะย่อยที่
ด  าเนินการคดัเลือกมา 

3.8 การสร้างแบบจ าลองจากการคัดเลือกคุณลักษณะและการประเมินผลประสิทธิภาพ 
ในการด าเนินการของขั้นตอนนี ้จะคล้ายคลึงกับการด าเนินการในขั้นตอนการสรา้ง

แบบจ าลองพรอ้มจัดการความไม่สมดุลกันของขอ้มูลและการประเมินผลประสิทธิภาพ  โดยจะมี
ความแตกต่างคือในการด าเนินการสรา้งแบบจ าลองของขัน้ตอนนีจ้ะมีการใชง้านชุดคุณลกัษณะ



  94 

ย่อยที่ท าการคดัเลือกมาแลว้ ซึ่งจะส่งผลต่อการสรา้งแบบจ าลองในแง่ดีในเรื่องของประสิทธิภาพ
ทางดา้นเวลา และทรพัยากรที่จะมีการใชง้านที่ลดลงเมื่อเปรียบเทียบกบัการสรา้งแบบจ าลองที่ใช้
งานทกุคณุลกัษณะ 

ในการประเมินผลของประสิทธิภาพของแบบจ าลองในขั้นตอนนี ้จะมีการใช้งาน 
Classification Report และ Confusion Matrix เช่นเดียวกบัการประเมินผลในขัน้ตอนก่อนหนา้ 

นอกจากนีจ้ะด าเนินการเปรียบเทียบประสิทธิภาพของแบบจ าลองระหว่างแบบจ าลองที่
มีการคดัเลือกคณุลกัษณะและแบบจ าลองไม่มีการคัดเลือกคุณลกัษณะในดา้นของประสิทธิภาพ
ความแม่นย า และเวลาที่ใชใ้นการเรียนรูข้องแบบจ าลอง 

3.9 การอธิบายแบบจ าลองโดยใช้การเรียนรู้ด้วยเคร่ืองแบบอธิบายได้ 
ในการอธิบายแบบจ าลองในขัน้ตอนนีจ้ะมีการใชง้านวิธีการเรียนรูด้ว้ยเครื่องแบบอธิบาย

ไดด้ว้ยวิธีการแบบ SHAP ในการอธิบายทัง้ในระดบัแบบจ าลองและระดบัรายตวัอย่างขอ้มลู ซึ่งจะ
ท าใหส้ามารถเปรียบเทียบความส าคัญของคุณลกัษณะทัง้ในระดับแบบจ าลองและความส าคัญ
ของคณุลกัษณะในระดบัรายตวัอย่างขอ้มลูได ้ซึ่งอาจจะมีผลลพัธท์ี่แตกต่างกนัออกไป 

โดยการอธิบายในระดับแบบจ าลองจะเป็นการหาค่าความส าคัญของคุณลกัษณะโดย
เฉลี่ยจากทุกตัวอย่างขอ้มลูในชุดขอ้มลู ซึ่งจะสามารถช่วยอธิบายไดว้่าคุณลกัษณะไดท้ี่ส่งผลต่อ
การท านายของแบบจ าลองและสง่ผลมากนอ้ยเพียงใด สว่นการอธิบายในระดบัรายตวัอย่างขอ้มลู
จะเป็นการอธิบายว่าดว้ยค่าของคุณลกัษณะนัน้ๆ ของตัวอย่างขอ้มูล จะมีความส าคัญมากหรือ
นอ้ยเพียงใดต่อการท าใหแ้บบจ าลองเลือกตดัสินใจว่าตวัอย่างขอ้มลูนัน้ๆ จะถูกท านายไปยงักลุ่ม
ผลลพัธใ์ด 

3.10 การวิเคราะหค์วามผดิพลาดของแบบจ าลอง 
ในส่วนของการวิเคราะหค์วามผิดพลาดของแบบจ าลองจะเป็นขัน้ตอนในการคัดเลือก

แบบจ าลองที่มีประสิทธิภาพเป็นที่น่าพึงพอใจมาวิเคราะห์เพื่อค้นหาสาเหตุว่าเหตุใดจึงมีการ
ท านายบางตัวอย่างขอ้มลูผิดพลาดไป โดยการวิเคราะหค์วามผิดพลาดในขัน้ตอนนีจ้ะมีลกัษณะ
เป็นการอธิบายดว้ยขอ้มลูจริง เพื่อวิเคราะหว์่าดว้ยคุณลกัษณะและค่าของตวัอย่างขอ้มูลนัน้ๆ มี
ลกัษณะอย่างไร และสง่ผลใหแ้บบจ าลองท างานผิดพลาดไดห้รือไม่ 

ซึ่งจากการตัง้ขอ้สนันิษฐานเบือ้งตน้ไดม้ีการตัง้ประเด็นหลกัไวว้่าอาจมีสาเหตมุาจากการ
ที่คุณลกัษณะของตัวอย่างขอ้มูลที่มีการท านายผิดพลาดมีลกัษณะที่ค่อนขา้งใกลเ้คียงกับขอ้มูล
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ส่วนใหญ่ในบริเวณเดียวกันซึ่งมีข้อมูลผลลัพธ์คนละกลุ่มกัน  ส่งผลให้แบบจ าลองไม่สามารถ
จ าแนกตวัอย่างขอ้มลูได ้

3.11 การสรุปผลการวิจัยและการอภปิรายการวิจัย 
ในส่วนของผลการวิจัย การสรุปผลการวิจัย และการอภิปรายผลการวิจัย จะมีการ

ด าเนินการหลงัจากการทดลองไดเ้สรจ็สิน้ลงแลว้ 
 



 

บทที ่4 
ผลการด าเนินงานวิจัย 

ในการวิจยัเก่ียวกับการใชว้ิธีการเรียนรูด้ว้ยเครื่องแบบอธิบายไดเ้พื่อวิเคราะหข์อ้มลูการ
น าเสนอผลิตภัณฑ์ทางโทรศัพท์ของธนาคารครัง้นี ้ผู ้วิจัยได้ด าเนินการวิจัยโดยการศึกษาตาม
กระบวนการและขัน้ตอนต่างๆ ตลอดจนการประเมินประสิทธิภาพของแบบจ าลอง เพื่อใหบ้รรลุ
วตัถปุระสงคข์องการวิจยัที่ไดต้ัง้เปา้หมายไว ้ผูว้ิจยัไดม้ีการแบ่งหวัขอ้ต่างๆ ส าหรบัการน าเสนอผล
การด าเนินงานวิจยั โดยมีรายละเอียดดงัต่อไปนี ้

1. มาตรวดัประสิทธิภาพของแบบจ าลอง 
2. การเปรียบเทียบประสิทธิภาพของแบบจ าลองซึ่งไม่ได้มีการใช้งานคัดเลือก

คณุลกัษณะ 
3. การเปรียบเทียบประสิทธิภาพของแบบจ าลองซึ่งมีการใชง้านกลุ่มคุณลักษณะ

ย่อยจากชดุขอ้มลู 
4. ชุดของคณุลกัษณะที่มีความส าคญัสงูสดุสองอนัดบัจากการคดัเลือกคณุลกัษณะ

แบบต่างๆ 
5. การเปรียบเทียบประสิทธิภาพของแบบจ าลองซึ่งมีการใชง้านชุดคุณลกัษณะที่มี

ความส าคญัสงูสดุสองอนัดบั 
โดยในขั้นตอนการด าเนินการสร้างแบบจ าลอง มีการใช้งานหลักการ GridSearch 

รว่มกบั Cross Validation ส าหรบัการคน้หาค่าตวัแปรของแบบจ าลองซึ่งจะสง่ผลใหแ้บบจ าลองมี
ประสิทธิภาพสูงที่สุด ร่วมกับการจัดการความไม่สมดุลกันของข้อมูลด้วยหลักการ Random 
Undersampling, SMOTE และ Class Weight เพื่อท าใหแ้บบจ าลองไม่เกิดความโนม้เอียงไปยัง
ข้อมูลกลุ่มใหญ่  ซึ่ งแบบจ าลองที่ น ามาใช้ในการด าเนินการวิจัยประกอบด้วย Logistic 
Regression, Random Forest, LightGBM และ XGBoost 

ในส่วนของการท าวิศวกรรมคุณลักษณะและการจัดเตรียมข้อมูลเบือ้งต้น ได้ใช้งาน
หลัก การ  One-Hot Encoding, CatBoost Encoding, BaseN Encoding ใน ก ารจัด การกั บ
คณุลกัษณะชนิดประเภทแบบไม่มีล  าดบั มีการใชง้านหลกัการ Ordinal Encoding ส าหรบัจดัการ
คุณลักษณะชนิดประเภทแบบมีล าดับ ใช้งานหลักการ Standard Scaling ส าหรับจัดการ
คุณลกัษณะชนิดตัวเลข และใชง้านหลักการ Label Encoding ส าหรบัจัดการขอ้มูลผลลัพธ์ของ
การท านาย 
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นอกจากนี ้ในการสร้างแบบจ าลองได้มีการก าหนดค่าเพื่ อให้แบบจ าลองมุ่งเน้น
ประสิทธิภาพไปยังค่า Recall ส าหรบัการตรวจจับลูกค้าที่มีแนวโน้มสมัครผลิตภัณฑ์เงินฝาก
ประจ า โดยการประเมินประสิทธิภาพของแบบจ าลองจะมีการใช้งาน  Classification Report 
ร่วมกับ Confusion Matrix โดยมุ่งเนน้ไปยังค่า Recall เป็นหลกั โดยที่ค่าประสิทธิภาพของมาตร
วดัอ่ืนๆ โดยรวมของแบบจ าลองยงัอยู่ในเกณฑท์ี่น่าพงึพอใจ 

4.1 มาตรวัดประสิทธิภาพของแบบจ าลอง 
ในการประเมินประสิทธิภาพของแบบจ าลองของงานในการจ าแนกประเภทแบบไบนารี

ส  าหรบัการเรียนรูด้ว้ยเครื่องแบบมีผูส้อนจะสามารถแบ่งผลของการท านายออกไดเ้ป็น 4 กลุ่ม 
ตามความถูกต้องของการท านายและป้ายก ากับของข้อมูล ซึ่งผลของการท านายทั้ง 4 กลุ่ม 
ประกอบดว้ย 

- จ านวนของการท านายไดถ้กูตอ้งของกลุม่ตวัอย่างที่สนใจ (TP) 
- จ านวนของการท านายผิดของกลุม่ตวัอย่างที่สนใจ (FP) 
- จ านวนของการท านายไดถ้กูตอ้งของกลุม่ตวัอย่างที่ไม่ไดส้นใจ (TN) 
- จ านวนของการท านายผิดของกลุม่ตวัอย่างที่ไม่ไดส้นใจ (FN) 

โดยในการประเมินประสิทธิภาพของแบบจ าลองในการวิจัยครัง้นีม้ีการใชง้านมาตรวัด
ต่างๆ ซึ่งเหมาะสมกบังาน ดงันี ้

4.1.1 Confusion Matrix 
Confusion Matrix เป็นตารางที่สามารถแสดงถึงจ านวนของผลลัพธ์การท านาย

ตัวอย่างขอ้มูล ว่าสามารถท านายได้ถูกตอ้งหรือท านายผิดมากน้อยเพียงใด โดยค่าที่แสดงใน 
Confusion Matrix จะประกอบดว้ยค่าของ TP, FP, TN และ FN 
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ภาพประกอบ 49 ตวัอย่างของ Confusion Matrix ในการแสดงผลลพัธจ์ากการท านายของ
แบบจ าลอง 

4.1.2 Accuracy หรือ ค่าความแม่นย า 
เป็นการประเมินประสิทธิภาพโดยรวมของแบบจ าลองว่ามีความแม่นย ามากน้อย

เพียงใด โดยเป็นการค านวณรวมจากทกุการท านายถูกและผิดของทกุตวัอย่างขอ้มลู 
4.1.3 Recall หรือ ค่าความครบถ้วนของกลุ่มข้อมูลทีส่นใจ 

การประเมินประสิทธิภาพด้วยค่า Recall จะเป็นการประเมินประสิทธิภาพของ
แบบจ าลองว่าสามารถท านายตวัอย่างของกลุ่มขอ้มลูที่สนใจ หรือกลุ่มบวก (Positive Class หรือ 
Class 1) ไดค้รบถว้นมากนอ้ยเพียงใด 

4.1.4 Precision หรือ ค่าความถูกต้องของกลุ่มข้อมูลทีส่นใจ 
การประ เมิ นประสิท ธิภาพด้วย ค่า  Precision จะเป็นการเป็นการประ เมิ น

ประสิทธิภาพของแบบจ าลองว่าสามารถท านายตัวอย่างของกลุ่มข้อมูลที่สนใจ หรือกลุ่มบวก 
(Positive Class หรือ Class 1) ไดถ้กูตอ้งมากนอ้ยเพียงใด 

4.1.5 F1-Score หรือ ค่าเฉล่ียระหว่าง Recall และ Precision. 
การประเมิ นประสิท ธิภาพด้วย ค่ า F1-Score จะเป็นการเป็นการประ เมิ น

ประสิทธิภาพของแบบจ าลองซึ่งบ่งบอกถึงค่าเฉลี่ยแบบ Harmonic ระหว่างค่าของ Recall และ 
Precision 
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4.2 การเปรียบเทยีบประสิทธิภาพของแบบจ าลองซึ่งไม่ได้มีการใช้งานคัดเลือก
คุณลักษณะ 

ผลของการด าเนินงานวิจยัในหวัขอ้นีจ้ะประกอบดว้ยแบบจ าลองจ านวนมากซึ่งเกิดจาก
การประยุกต์ใช้หลักการต่างๆ ที่ท าการศึกษาเข้าด้วยกัน ซึ่งแบบจ าลองจะมีการใช้งาน
คุณลักษณะทั้งหมดจากชุดข้อมูลส าหรับการทดสอบ โดยไม่ได้มีการด าเนินการคัดเลือก
คุณลักษณะ ซึ่งจ านวนคุณลักษณะก่อนการท าวิศวกรรมคุณลักษณะมีประกอบด้วย 19 
คณุลกัษณะ 

4.2.1 แบบจ าลองซึ่งใช้งาน One-Hot Encoding จัดการคุณลักษณะชนิดประเภท 
เป็นแบบจ าลองซึ่งมีการท าวิศวกรรมคณุลกัษณะกบัตวัแปรชนิดประเภทดว้ยวิธีการ 

One-Hot Encoding ซึ่งส่งผลใหม้ีจ านวนคณุลกัษณะเพิ่มขึน้จาก 19 เป็น 56 คุณลกัษณะ โดยมี
การสรา้งแบบจ าลองทัง้สิน้ 12 แบบจ าลองประกอบไปดว้ย 

1. Logistic Regression ที่ใชง้าน Class Weight เพื่อจัดการความไม่สมดุลกัน
ของขอ้มลู (LR-ClassW) 

2. Logistic Regression ที่ใช้งาน Random Undersampling เพื่อจัดการความ
ไม่สมดลุกนัของขอ้มลู (LR-Under) 

3. Logistic Regression ที่ใช้งาน SMOTE เพื่อจัดการความไม่สมดุลกันของ
ขอ้มลู (LR-Smote) 

4. Random Forest ที่ใช้งาน Class Weight เพื่อจัดการความไม่สมดุลกันของ
ขอ้มลู (RF-ClassW) 

5. Random Forest ที่ ใช้งาน Random Undersampling เพื่ อจัดการความไม่
สมดลุกนัของขอ้มลู (RF-Under) 

6. Random Forest ที่ใชง้าน SMOTE เพื่อจัดการความไม่สมดุลกันของขอ้มูล 
(RF-Smote) 

7. LightGBM ที่ใชง้าน Class Weight เพื่อจัดการความไม่สมดุลกันของขอ้มูล 
(LGBM-ClassW) 

8. LightGBM ที่ใชง้าน Random Undersampling เพื่อจดัการความไม่สมดลุกนั
ของขอ้มลู (LGBM-Under) 

9. LightGBM ที่ ใช้งาน SMOTE เพื่ อจัดการความไม่สมดุลกันของข้อมูล 
(LGBM-Smote) 
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10. XGBoost ที่ใชง้าน Class Weight เพื่อจัดการความไม่สมดุลกันของขอ้มูล 
(XGB-ClassW) 

11. XGBoost ที่ใชง้าน Random Undersampling เพื่อจดัการความไม่สมดลุกนั
ของขอ้มลู (XGB-Under) 

12. XGBoost ที่ใชง้าน SMOTE เพื่อจัดการความไม่สมดุลกันของขอ้มูล (XGB-
Smote) 

ในการประเมินและเปรียบเทียบประสิทธิภาพของแบบจ าลอง ได้มุ่งเน้นไปยังค่า 
Recall ของกลุ่มลูกคา้ที่ท าการสมัครผลิตภัณฑ ์(Class 1) และ Accuracy ของแบบจ าลอง เพื่อ
คน้หาแบบจ าลองที่มีประสิทธิภาพในการจ าแนกลกูคา้ที่มีแนวโนม้ในการสมคัรผลิตภณัฑไ์ดอ้ย่าง
ครบถว้น โดยที่ความแม่นย าของแบบจ าลองยงัอยู่ในเกณฑท์ี่น่าพอใจ  

ภาพประกอบที่ 50 แสดงการเปรียบเทียบค่า Recall ของกลุ่มลูกคา้ที่ท าการสมัคร
ผลิตภัณฑ ์(Class 1) และค่า Accuracy ของแบบจ าลองทัง้ 12 แบบจ าลอง จากกราฟจะเห็นได้
ว่าแบบจ าลองสว่นใหญ่มีประสิทธิภาพของค่า Recall และ Accuracy อยู่ที่ประมาณ 0.70 (70%) 
โดยแบบจ าลอง RF-ClassW, RF-Under และ LGBM-Under ซึ่งแม้จะมีค่าของ Recall ที่ลดลง 
แต่จะส่งผลใหม้ีค่าของ Accuracy ที่เพิ่มสงูมากขึน้ โดยสามารถสงัเกตไดว้่าเมื่อแบบจ าลองมีค่า
ของ Recall ที่ลดลงมากขึน้ จะยิ่งท าใหแ้บบจ าลองมีค่าของ Accuracy ที่สงูเพิ่มขึน้ตามไปดว้ย 

แบบจ าลองที่มีความแม่นย าสูงที่สุดไดแ้ก่ LGBM-Under โดยมีค่า Accuracy อยู่ที่ 
0.83 (83%) และมีค่า Recall ของกลุ่มลูกค้าที่ท าการสมัครผลิตภัณฑ์ (Class 1) อยู่ที่  0.53 
(53%) โดยค่า Accuracy ที่เพิ่มสูงขึน้เกิดจากการแปรผกผันกับค่า Recall ที่สนใจ เนื่องจากชุด
ข้อมูลมีความไม่สมดุลกันอย่างมากโดยกลุ่มข้อมูลส่วนใหญ่เป็นลูกค้าที่ ไม่ได้ท าการสมัคร
ผลิตภณัฑ ์ซึ่งการท านายกลุม่ลกูคา้ที่ท าการสมคัรผลิตภณัฑ  ์(Class 1) ไดค้รบถว้นลดลงจึงส่งผล
ให้การท านายกลุ่มลูกค้าที่ไม่ท าการสมัครผลิตภัณฑ์ (Class 0) ซึ่งเป็นกลุ่มข้อมูลส่วนใหญ่มี
จ านวนที่ถูกต้องมากยิ่งขึน้ ดังนั้นจึงส่งผลให้ค่า  Accuracy ของแบบจ าลองเพิ่มสูงขึน้ ส่วน
แบบจ าลองที่มีความแม่นย ารองลงมา ได้แก่ RF-Under และ RF-ClassW โดยมีค่า Accuracy 
เป็น 0.81 (81%) และ 0.77 (77%) ตามล าดับ และในส่วนของค่า Recall เป็น 0.64 (64%) และ 
0.68 (68%) ตามล าดบั 
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ภาพประกอบ 50 การเปรียบเทียบค่า Recall ของกลุม่ลกูคา้ที่ท าการสมคัรผลิตภณัฑ ์และค่า 
Accuracy ของแบบจ าลองซึ่งไม่ไดม้ีการใชง้านคดัเลือกคณุลกัษณะและจดัการคณุลกัษณะชนิด

ประเภทดว้ยวิธีการ One-Hot Encoding 

จากภาพประกอบที่ 51 แสดง Confusion Matrix ของจ านวนการท านายทัง้ถูกและ
ผิดของแบบจ าลองซึ่งด าเนินการกับชุดขอ้มูลส าหรบัการทดสอบ โดยประกอบดว้ยจ านวนขอ้มูล
ทั้งหมด 8,238 ตัวอย่าง แบ่งเป็นตัวอย่างขอ้มูลของลูกค้าที่ท าการสมัครผลิตภัณฑ์  (Class 1) 
จ านวน 928 ตวัอย่าง และตวัอย่างขอ้มลูของลกูคา้ที่ไม่ท าการสมคัรผลิตภณัฑ์ (Class 0) จ านวน 
7,310 ตวัอย่าง 

โดยแบบจ าลอง LGBM-Under ซึ่งมีค่า Accuracy สูงสดุอยู่ที่ 0.83 (83%) สามารถ
ท านายกลุ่มลูกค้าที่ไม่ท าการสมัครผลิตภัณฑ์ (Class 0) ได้ถูกต้องสูงที่สุดเป็นจ านวน 6,353 
ตวัอย่าง แต่สามารถท านายกลุ่มลูกคา้ที่ท าการสมัครผลิตภัณฑ์ (Class 1) ไดเ้พียง 493 ตัวอย่าง 
ซึ่งถือว่าต ่าที่สดุจากทัง้ 12 แบบจ าลอง โดยจ านวนตวัอย่างขอ้มลูที่ท านายไดถ้กูตอ้ง (TP + TN) มี
ผลรวมเป็น 6,846 ตัวอย่าง ซึ่งเมื่อน ามาค านวณร่วมกบัจ านวนตวัอย่างขอ้มลูในชุดขอ้มลูส าหรบั
ทดสอบทัง้หมด (TP + FP + TN + FN) ที่มีจ านวน 8,233 ตัวอย่าง เพื่อหาความแม่นย า จะส่งผล
ให้ได้ค่า Accuracy ออกมาที่  0.83 (83%) และเมื่อน าจ านวนของกลุ่มลูกค้าที่ท าการสมัคร
ผลิตภัณฑ์ (Class 1) ที่ท านายไดถู้กตอ้ง (TP) จ านวน 493 ตัวอย่าง มาค านวณร่วมกับจ านวน
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ของกลุ่มลูกค้าที่ท าการสมัครผลิตภัณฑ์ (Class 1) ทั้งหมดของชุดขอ้มูลส าหรบัทดสอบ (TP + 
FN) ที่มีจ  านวน 928 ตวัอย่าง สง่ผลใหไ้ดค่้า Recall ออกมาที่ 0.53 (53%) 

ในส่วนของแบบจ าลองอ่ืนๆ ซึ่งมีค่า Accuracy และค่า Recall ที่ประมาณ 0.70 
(70%) พบว่าจ านวนของกลุ่มลูกคา้ที่ท าการสมัครผลิตภัณฑ์ (Class 1) ที่ท านายไดถู้กตอ้ง (TP) 
อยู่ระหว่าง 641 ถึง 656 ตวัอย่างขอ้มลู จ านวนของกลุ่มลกูคา้ที่ไม่ท าการสมคัรผลิตภณัฑ์ (Class 
0) ที่ท านายไดถู้กตอ้ง (TN) อยู่ระหว่าง 5,144 ถึง 5,538 ตัวอย่างขอ้มูล และจ านวนที่ท านายได้
ถกูตอ้งของทัง้สองกลุม่ขอ้มลู (TP + TN) อยู่ระหว่าง 5,800 ถึง 6,179 ตวัอย่างขอ้มลู 

จากขอ้มูลใน Confusion Matrix แสดงใหเ้ห็นว่าในแบบจ าลองซึ่งใชง้านอัลกอริทึม 
Logistic Regression และ XGBoost ใหผ้ลของจ านวนของกลุ่มลูกคา้ที่ท าการสมัครผลิตภัณฑ์ 
(Class 1) ที่ท านายไดถู้กตอ้ง (TP) ออกมาเท่ากันในแต่ละอัลกอริทึมนั้นๆ โดยท านายไดถู้กตอ้ง 
656 และ 655 ตัวอย่างขอ้มูลตามล าดับ และเมื่อลองเปรียบเทียบภายในแต่ละอัลกอริทึมด้วย
จ านวนของกลุ่มลูกคา้ที่ไม่ท าการสมัครผลิตภัณฑ์ (Class 0) ที่ท านายไดถู้กตอ้ง (TN) จะพบว่า
แบบจ าลอง LR-Smote ซึ่งด าเนินการจดัการความไม่สมดลุกนัของขอ้มลูดว้ยวิธีการแบบ SMOTE 
ให้ประสิทธิภาพที่สูงกว่าแบบจ าลองอ่ืนๆ ภายใต้อัลกอริทึมเดียวกัน โดยท านายได้ถูกต้องถึง 
5,212 ตวัอย่าง ส่วนแบบจ าลอง XGB-ClassW ซึ่งเป็นการใหอ้ลักอรทิึม XGBoost ปรบัค่าน า้หนัก
ของตัวอย่างขอ้มูลเพื่อจัดการความไม่สมดุลกันของขอ้มูล ใหป้ระสิทธิภาพที่สูงกว่าแบบจ าลอง
อ่ืนๆ ภายใตอ้ลักอรทิมึเดียวกนั โดยท านายไดถ้กูตอ้งถึง 5,273 ตวัอย่าง 
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ภาพประกอบ 51 การเปรียบเทียบ Confusion Matrix ของแบบจ าลองซึ่งไม่ไดม้ีการใชง้าน
คดัเลือกคณุลกัษณะและจดัการคณุลกัษณะชนิดประเภทดว้ยวิธีการ One-Hot Encoding 

 

ภาพประกอบ 52 ผลลพัธจ์ากการเรียกใชง้านฟังกช์นั Classification Report ของไลบรารี Scikit-
Learn เพื่อแสดงผลมาตรวดัประสิทธิภาพต่างๆ ของแบบจ าลอง 

ตารางที่ 8 แสดงค่าประสิทธิภาพต่างๆ ของแบบจ าลอง ประกอบไปดว้ย Accuracy, 
Recall, Precision และ F1-Score ของทั้งสองกลุ่มของตัวอย่างข้อมูล  นอกจากนี ้ยังแสดงค่า
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ประสิทธิภาพของ Recall, Precision และ F1-Score โดยรวมของแบบจ าลองแบบ Weighted 
Average ซึ่งจะมีการค านวณโดยค านึงถึงสดัสว่นของตวัอย่างขอ้มลูในแต่ละกลุม่ 

ตาราง 8 แสดงค่าประสิทธิภาพต่างๆ ของแบบจ าลองซึ่งไม่ไดม้ีการใชง้านคดัเลือกคณุลกัษณะ
และจดัการคณุลกัษณะชนิดประเภทดว้ยวิธีการ One-Hot Encoding 

แบบจ าลอง Acc Precision Recall F1-Score 

C-0 C-1 W-avg C-0 C-1 W-avg C-0 C-1 W-avg 
LR-ClassW 0.71 0.95 0.23 0.87 0.71 0.71 0.71 0.81 0.35 0.76 
LR-Under 0.70 0.95 0.23 0.87 0.70 0.71 0.70 0.81 0.35 0.76 
LR-Smote 0.71 0.95 0.24 0.87 0.71 0.71 0.71 0.81 0.36 0.76 
RF-ClassW 0.77 0.95 0.28 0.88 0.78 0.68 0.77 0.86 0.40 0.80 
RF-Under 0.81 0.95 0.33 0.88 0.83 0.64 0.81 0.89 0.43 0.83 
RF-Smote 0.75 0.95 0.27 0.87 0.76 0.69 0.75 0.84 0.38 0.79 
LGBM-
ClassW 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

LGBM-
Under 

0.83 0.94 0.34 0.87 0.87 0.53 0.83 0.90 0.41 0.85 

LGBM-
Smote 

0.73 0.95 0.25 0.87 0.74 0.70 0.73 0.83 0.37 0.78 

XGB-
ClassW 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

XGB -Under 0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 
XGB -Smote 0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 
 

4.2.2 แบบจ าลองซึ่งใช้งานหลักการอื่นๆ จัดการคุณลักษณะชนิดประเภท 
เป็นแบบจ าลองซึ่งมีการท าวิศวกรรมคณุลกัษณะกบัตวัแปรชนิดประเภทดว้ยวิธีการ

อ่ืนๆ ที่นอกเหนือจาก One-Hot Encoding ซึ่งประกอบดว้ยวิธีการแบบ CatBoost Encoding และ 
BaseN Encoding โดยมีการใช้งานร่วมกับการจัดการความไม่สมดุลกันของข้อมูลด้วยวิธีการ
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ต่างๆ ซึ่งใหป้ระสิทธิภาพที่ดีแตกต่างกันไปตามแต่ละอัลกอริทึมของแบบจ าลองจากหัวขอ้ก่อน
หนา้ 

CatBoost Encoding เป็นวิธีการในการจดัการคณุลกัษณะชนิดประเภทซึ่งพฒันาต่อ
ยอดจากหลกัการของ Target Encoding ซึ่งจะด าเนินการแทนที่คณุลกัษณะชนิดประเภทดว้ยค่าที่
ค  านวณจากความน่าจะเป็นของผลลพัธ์ที่สอดคลอ้งกับค่าของขอ้มูลนัน้ๆ ในแต่ละคุณลักษณะ 
รว่มกบัค่าความน่าจะเป็นของผลลพัธใ์นชดุขอ้มลู ซึ่งค านวณไดจ้ากสมการดงันี ้

 

𝑉𝑎𝑙𝑢𝑒 =
𝑇𝑎𝑟𝑔𝑒𝑡𝑆𝑢𝑚 + 𝑝𝑟𝑖𝑜𝑟

𝐹𝑒𝑎𝑡𝑢𝑟𝑒𝐶𝑜𝑢𝑛𝑡 + 1
   (7) 

 
โดย TargetSum คือ ค่าผลรวมของผลลพัธ์ (เช่น 0 หรือ 1 ของผลลพัธ์แบบไบนารี) 

ที่สอดคลอ้งกบัค่าของขอ้มลูนัน้ๆ ภายใตค้ณุลกัษณะนัน้ๆ ที่ก าลงัด าเนินการของชุดขอ้มลูส าหรบั
การเรียนรู ้ส่วน Prior คือ ค่าคงที่ซึ่งค านวณไดจ้ากการหารค่าผลรวมของผลลพัธข์องทัง้ชุดขอ้มูล
ส าหรับการเรียนรู้ ด้วยจ านวนตัวอย่างข้อมูลทั้งหมดของชุดข้อมูลส าหรับการเรียนรู้ และ 
FeatureCount คือ จ านวนของตวัอย่างขอ้มลูที่ปรากฏค่าที่สนใจภายใตค้ณุลกัษณะนัน้ๆ ที่ก าลงั
ด าเนินการ 

ซึ่ง CatBoost Encoding มีการปรบัปรุงในส่วนของการใชง้านเพียงแค่ตวัอย่างขอ้มลู
ก่อนหนา้ที่เคยเห็นมาแลว้มาใชส้  าหรบัการค านวณแทนที่การใชง้านทัง้ชุดขอ้มูล เพื่อเป็นการลด
การเกิดการรั่วไหลของขอ้มลูของ Target Encoding 

BaseN Encoding เป็นวิธีการในการจัดการคุณลักษณะชนิดประเภทซึ่งมีความ
คลา้ยคลึงกับการใชง้านวิธีการแบบ Binary Encoding ซึ่งจะท าการแปลงค่าของขอ้มลูที่แตกต่าง
กันในแต่ละคุณลักษณะให้เป็น Bit String (0 และ 1) โดยจะท าการเพิ่ม Dummy Feature เพื่อ
ขยายความยาวของ bit string เมื่อมีขนาดไม่เพียงพอส าหรบัการรองรบัค่าที่เป็นไปไดท้ัง้หมดใน
คณุลกัษณะนัน้ๆ สว่นวิธีการแบบ BaseN จะสามารถก าหนดจ านวนของค่าที่เพิ่มขึน้ไดม้ากกว่า 1 
เช่น เมื่อก าหนดค่า N = 5 จะส่งผลใหแ้ต่ละ bit สามารถรองรบัค่าไดต้ัง้แต่ 0-4 ท าใหส้ามารถลด
จ านวนของ Dummy Feature ในการรองรบัค่าที่เป็นไปไดท้ั้งหมดในคุณลักษณะนั้นๆ ได้ ซึ่งใน
งานวิจยัครัง้นีไ้ดใ้ชง้านค่า N = 5 

โดยในขัน้ตอนการวิจยันีม้ีการสรา้งแบบจ าลองทัง้สิน้ 12 แบบจ าลองประกอบดว้ย 
1. Logistic Regression ที่ ใช้ ง าน  SMOTE แล ะ  CatBoost Encoding (LR-

Smote-Cb) 
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2. Logistic Regression ที่ ใช้งาน Random Undersampling และ  CatBoost 
Encoding (LR-Under-Cb) 

3. Logistic Regression ที่ใชง้าน SMOTE และ BaseN Encoding (LR-Smote-
Bn) 

4. Random Forest ที่ ใช้งาน SMOTE และ CatBoost Encoding (RF-Smote-
Cb) 

5. Random Forest ที่ ใ ช้ ง า น  Random Undersampling แ ล ะ  CatBoost 
Encoding (RF-Under-Cb) 

6. Random Forest ที่ใชง้าน SMOTE และ BaseN Encoding (RF-Smote-Bn) 
7. LightGBM ที่ ใ ช้ ง า น  Class Weight แ ล ะ  CatBoost Encoding (LGBM-

ClassW-Cb) 
8. LightGBM ที่ ใช้งาน Random Undersampling และ  CatBoost Encoding 

(LGBM-Under-Cb) 
9. LightGBM ที่ ใ ช้ ง า น  Class Weight แ ล ะ  BaseN Encoding (LGBM-

ClassW-Bn) 
10. XGBoost ที่ ใ ช้ ง า น  Class Weight แ ล ะ  CatBoost Encoding (XGB-

ClassW-Cb) 
11. XGBoost ที่ ใช้งาน Random Undersampling และ  CatBoost Encoding 

(XGB-Under-Cb) 
12. XGBoost ที่ใช้งาน Class Weight และ BaseN Encoding (XGB-ClassW-

Bn) 
เช่น เดียวกับการประเมินประสิทธิภาพในหัวข้อก่อนหน้า การประเมินและ

เปรียบเทียบประสิทธิภาพของแบบจ าลองไดมุ้่งเนน้ไปยงัค่า Recall ของกลุ่มลกูคา้ที่ท าการสมคัร
ผลิตภัณฑ ์(Class 1) และ Accuracy ของแบบจ าลอง เพื่อคน้หาแบบจ าลองที่มีประสิทธิภาพใน
การจ าแนกลูกคา้ที่มีแนวโน้มในการสมัครผลิตภัณฑ์ได้อย่างครบถ้วน โดยที่ความแม่นย าของ
แบบจ าลองยงัอยู่ในเกณฑท์ี่น่าพอใจ  

ภาพประกอบที่ 53 แสดงการเปรียบเทียบค่า Recall ของกลุ่มลูกคา้ที่ท าการสมัคร
ผลิตภัณฑ ์(Class 1) และค่า Accuracy ของแบบจ าลองทัง้ 12 แบบจ าลอง จากกราฟจะเห็นได้
ว่าการเปลี่ยนแปลงการใชง้านวิธีการในการท าวิศกรรมคณุลกัษณะจาก One-Hot Encoding เป็น
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วิธีการอ่ืนๆ ไม่ไดส้ง่ผลที่ชดัเจนในการเปลี่ยนแปลงของประสิทธิภาพทัง้ค่า Recall และ Accuracy 
โดยแบบจ าลองสว่นใหญ่ยงัคงไดป้ระสิทธิภาพของค่า Recall และ Accuracy อยู่ที่ประมาณ 0.70 
(70%) และประสิทธิภาพของแบบจ าลอง RF-Under-Cb ก็มีค่าที่ใกล้เคียงกับการท า One-Hot 
Encoding โดยมีค่า Recall อยู่ที่ 0.64 (64%) และมีค่า Accuracy อยู่ที่ 0.80 (80%) 

แบบจ าลองที่แสดงผลการเปลี่ยนแปลงของประสิทธิภาพมากที่สดุเมื่อเปลี่ยนวิธีการ
ท าวิศวกรรมคุณลักษณะ คือแบบจ าลอง LGBM-Under-Cb ซึ่งเป็นการเปลี่ยนวิธีจัดการกับ
คณุลกัษณะชนิดประเภทจาก One-Hot Encoding มาใชง้าน CatBoost Encoding โดยแมว้่าค่า 
Accuracy จะลดลงเล็กนอ้ยจาก 0.83 (83%) เหลือ 0.82 (82%) แต่ยังคงเป็นแบบจ าลองที่มีค่า 
Accuracy ที่สูงที่สุด และยังสามารถเพิ่มค่า Recall ของกลุ่มลูกค้าที่ท าการสมัครผลิตภัณฑ ์
(Class 1) ไดอ้ย่างมากจาก 0.53 (53%) ขึน้มาเป็น 0.63 (63%) 

โดยแบบจ าลองซึ่งใช้อัลกอริทึม XGBoost ทั้ง 3 แบบจ าลอง ยังคงค่าของให้
ประสิทธิภาพเท่าเดิมเมื่อเปรียบเทียบกับการใชง้านหลกัการ One-Hot Encoding ในการจัดการ
คณุลกัษณะชนิดประเภท 

 

ภาพประกอบ 53 การเปรียบเทียบค่า Recall ของกลุม่ลกูคา้ที่ท าการสมคัรผลิตภณัฑ ์และค่า 
Accuracy ของแบบจ าลองซึ่งไม่ไดม้ีการใชง้านคดัเลือกคณุลกัษณะและจดัการคณุลกัษณะชนิด

ประเภทดว้ยวิธีการ CatBoost Encoding หรือ BaseN Encoding 
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จากภาพประกอบที่ 54 แสดง Confusion Matrix ของจ านวนการท านายทัง้ถูกและ
ผิดของแบบจ าลองซึ่งด าเนินการกับชุดขอ้มูลส าหรบัการทดสอบ โดยประกอบดว้ยจ านวนขอ้มูล
ทั้งหมด 8,238 ตัวอย่าง แบ่งเป็นตัวอย่างขอ้มูลของลูกค้าที่ท าการสมัครผลิตภัณฑ์  (Class 1) 
จ านวน 928 ตวัอย่าง และตวัอย่างขอ้มลูของลกูคา้ที่ไม่ท าการสมคัรผลิตภณัฑ์ (Class 0) จ านวน 
7,310 ตวัอย่าง 

โดยแบบจ าลอง LGBM-Under-Cb ซึ่งมีค่า Accuracy สงูสดุที่ 0.82 (82%) สามารถ
ท านายกลุ่มลูกค้าที่ไม่ท าการสมัครผลิตภัณฑ์ (Class 0) ได้ถูกต้องสูงที่สุดเป็นจ านวน 6,158 
ตัวอย่าง ซึ่งลดลงเล็กน้อยจากแบบจ าลองที่ใช้งาน One-Hot Encoding ที่ท านายถูกที่  6,353 
ตัวอย่าง แต่สามารถท านายกลุ่มลูกค้าที่ท าการสมัครผลิตภัณฑ์ (Class 1) ได้สูงขึน้เป็น 585 
ตวัอย่าง จากเดิมที่ 493 ตวัอย่าง ซึ่งท านายถูกตอ้งสงูขึน้ 92 ตวัอย่าง โดยจ านวนตวัอย่างขอ้มลูที่
ท านายไดถู้กตอ้ง (TP + TN) มีผลรวมเป็น 6,743 ตัวอย่าง ซึ่งลดลงเล็กนอ้ยจาก 6,846 ตัวอย่าง 
ซึ่งเมื่อน ามาค านวณร่วมกบัจ านวนตวัอย่างขอ้มลูในชุดขอ้มลูส าหรบัทดสอบทัง้หมด (TP + FP + 
TN + FN) ที่มีจ านวน 8,233 ตวัอย่าง เพื่อหาความแม่นย า จะส่งผลใหไ้ดค่้า Accuracy ออกมาที่ 
0.82 (82%) และเมื่อน าจ านวนของกลุ่มลูกค้าที่ท าการสมัครผลิตภัณฑ์ (Class 1) ที่ท านายได้
ถูกต้อง (TP) จ านวน 585 ตัวอย่าง มาค านวณร่วมกับจ านวนของกลุ่มลูกค้าที่ท าการสมัคร
ผลิตภัณฑ ์(Class 1) ทั้งหมดของชุดขอ้มูลส าหรบัทดสอบ (TP + FN) ที่มีจ านวน 928 ตัวอย่าง 
สง่ผลใหไ้ดค่้า Recall ออกมาที่ 0.63 (63%) 

จากขอ้มูลใน Confusion Matrix แสดงใหเ้ห็นว่าในแบบจ าลองส่วนใหญ่ซึ่งใชง้าน
อัลกอริทึม Logistic Regression และ XGBoost ใหผ้ลของจ านวนของกลุ่มลูกคา้ที่ท าการสมัคร
ผลิตภัณฑ์  (Class 1) ที่ ท านายได้ถูกต้อง  (TP) ออกมาใกล้เคียงกับการใช้งาน One-Hot 
Encoding แต่สามารถเพิ่มประสิทธิภาพของการท านายกลุ่มลูกค้าที่ไม่ท าการสมัครผลิตภัณฑ ์
(Class 0) ไดถู้กตอ้ง (TN) สูงมากขึน้ โดยสังเกตไดจ้ากแบบจ าลอง LR-Smote-Cb, LR-Smote-
Bn, XGB-ClassW-Cb และ XGB-Under-Cb 

ในทางกลบักนัแบบจ าลอง RF-Smote-Cb และ RF-Smote-Bn สามารถท านายกลุ่ม
ของลกูคา้ที่ท าการสมคัรผลิตภณัฑ ์(Class 1) ไดถู้กตอ้ง (TP) สงูขึน้ แต่ก็ส่งผลใหก้ารท านายกลุ่ม
ลกูคา้ที่ไม่ท าการสมคัรผลิตภณัฑ ์(Class 0) ไดถ้กูตอ้ง (TN) ลดลงเล็กนอ้ย 

จากผลการเปรียบเทียบประสิทธิภาพของแบบจ าลองแสดงใหเ้ห็นว่าการท าวิศวกรรม
คณุลกัษณะดว้ยหลกัการ CatBoost Encoding ใหป้ระสิทธิภาพในการท านายกลุม่ลกูคา้ที่ท าการ
สมคัรผลิตภณัฑ ์(Class 1) ไดดี้กว่าการท าวิศวกรรมคณุลกัษณะดว้ยหลกัการ BaseN Encoding 
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และใหป้ระสิทธิภาพในการท านายกลุ่มลูกคา้ที่ไม่ท าการสมัครผลิตภณัฑ์ (Class 0) ไดดี้กว่าการ
ท าวิศวกรรมคณุลกัษณะดว้ยหลกัการ BaseN Encoding เมื่อใหผ้ลประสิทธิภาพของการท านาย
กลุม่ลกูคา้ที่ท าการสมคัรผลิตภณัฑ ์(Class 1) ที่ใกลเ้คียงกนั 

 

ภาพประกอบ 54 การเปรียบเทียบ Confusion Matrix ของแบบจ าลองซึ่งไม่ไดม้ีการใชง้าน
คดัเลือกคณุลกัษณะและจดัการคณุลกัษณะชนิดประเภทดว้ยวิธีการ CatBoost Encoding  

หรือ BaseN Encoding 

ตารางที่ 9 แสดงค่าประสิทธิภาพต่างๆ ของแบบจ าลอง ประกอบไปดว้ย Accuracy, 
Recall, Precision และ F1-Score ของทั้งสองกลุ่มของตัวอย่างข้อมูล นอกจากนี ้ยังแสดงค่า
ประสิทธิภาพของ Recall, Precision และ F1-Score โดยรวมของแบบจ าลองแบบ weighted 
average ซึ่งจะมีการค านวณโดยค านึงถึงสดัสว่นของตวัอย่างขอ้มลูในแต่ละกลุม่ 
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ตาราง 9 แสดงค่าประสิทธิภาพต่างๆ ของแบบจ าลองซึ่งไม่ไดม้ีการใชง้านคดัเลือกคณุลกัษณะ
และจดัการคณุลกัษณะชนิดประเภทดว้ยวิธีการ CatBoost Encoding หรือ BaseN Encoding 

แบบจ าลอง Acc Precision Recall F1-Score 

C-0 C-1 W-avg C-0 C-1 W-avg C-0 C-1 W-avg 
LR-Smote-
Cb 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

LR-Under-
Cb 

0.70 0.95 0.23 0.87 0.70 0.71 0.70 0.81 0.35 0.76 

LR-Smote-
Bn 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

RF-Smote-
Cb 

0.72 0.95 0.25 0.87 0.72 0.70 0.72 0.82 0.36 0.77 

RF-Under-
Cb 

0.80 0.95 0.32 0.88 0.82 0.64 0.80 0.88 0.42 0.83 

RF-Smote-
Bn 

0.73 0.95 0.25 0.87 0.73 0.70 0.73 0.83 0.37 0.78 

LGBM-
ClassW-Cb 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

LGBM-
Under-Cb 

0.82 0.95 0.34 0.88 0.84 0.63 0.82 0.89 0.44 0.84 

LGBM-
ClassW-Bn 

0.73 0.95 0.25 0.87 0.73 0.70 0.73 0.83 0.37 0.77 

XGB-
ClassW-Cb 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

XGB-Under-
Cb 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

XGB-
ClassW-Bn 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 
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4.3 การเปรียบเทยีบประสิทธิภาพของแบบจ าลองซึ่งมีการใช้งานกลุ่มคุณลักษณะย่อย
จากชุดข้อมูล 

ภายใต้ชุดขอ้มูลที่มีการน ามาใชง้านในการวิจัยนั้นประกอบดว้ยคุณลักษณะทั้งหมด
จ านวน 21 คุณลักษณะ แบ่งเป็นคุณลักษณะของตัวอย่างข้อมูลหรือตัวแปรต้นจ านวน 20 
คณุลกัษณะ และผลลพัธข์องตัวอย่างขอ้มูลหรือตัวแปรตามจ านวน 1 คุณลกัษณะ โดยในการใช้
งานชุดขอ้มูลจะมีการตัดออกของหนึ่งคุณลักษณะซึ่งค่อนขา้งส่งผลกับผลลพัธ์ของการท านาย 
เนื่องจากเป็นขอ้มลูที่ไดร้บัมาหลงัจากการทราบผลลพัธ์ของการสมัครหรือไม่สมัครผลิตภัณฑ ์จึง
ท าใหเ้หลือคณุลกัษณะจ านวน 19 คณุลกัษณะ เพื่อน ามาใชง้านในการวิจยั 

คณุลกัษณะทัง้ 19 คุณลกัษณะ สามารถแบ่งออกไดเ้ป็น 3 กลุ่มขอ้มูลย่อย ไดแ้ก่ กลุ่ม
ขอ้มูลส่วนตัวของลูกคา้ธนาคาร กลุ่มขอ้มูลการติดต่อระหว่างธนาคารและลูกคา้รายนั้นๆ และ
สดุทา้ย กลุ่มขอ้มลูทางเศรษฐศาสตรใ์นช่วงเวลานัน้ๆ ที่ท าการน าเสนอผลิตภัณฑแ์ก่ลูกคา้ ซึ่งใน
แต่ละกลุม่ขอ้มลูย่อยประกอบไปดว้ยคณุลกัษณะต่างๆ ดงันี ้

1. กลุ่มขอ้มลูส่วนตวัของลกูคา้ธนาคาร (Personal) ประกอบดว้ย อาย ุ(age), อาชีพ 
(job), สถานะสมรส (marital), ระดับการศึกษา (education), การเคยผิดนัดช าระหนี ้(default), 
การมีสินเชื่อเคหะสถาน (housing), การมีสินเชื่อสว่นบคุคล (loan) 

2. กลุม่ขอ้มลูการติดต่อระหว่างธนาคารและลกูคา้รายนัน้ๆ (Contact) ประกอบดว้ย 
ประเภทของการติดต่อ (contact), เดือนที่ ติดต่อล่าสุด (month), วันในสัปดาห์ที่ ติดต่อล่าสุด 
(day_of_week), จ านวนครัง้การติดต่อเพื่อน าเสนอผลิตภัณฑ ์(campaign), จ านวนวนัที่ห่างจาก
การน าเสนอผลิตภัณฑก์่อน (pdays), จ านวนครัง้การติดต่อก่อนน าเสนอผลิตภัณฑ ์(previous), 
ผลลพัธจ์ากการน าเสนอผลิตภณัฑก์่อน (poutcome) 

3. กลุ่มข้อมูลทางเศรษฐศาสตรใ์นช่วงเวลานั้นๆ ที่ท าการน าเสนอผลิตภัณฑ์แก่
ลูกค้า (Economics) ประกอบด้วย อัตราการจ้างงานรายไตรมาส (emp.var.rate), ดัชนีราคา
ผูบ้ริโภครายเดือน (cons.price.idx), ดชันีความเชื่อมั่นผูบ้ริโภครายเดือน (cons.conf.idx), อตัรา
ดอกเบีย้กู้ยืมระหว่างธนาคารในยุโรปรายวัน (euribor3m), จ านวนพนักงานเฉลี่ยรายไตรมาส 
(nr.employed) 

ซึ่งในหัวขอ้นีจ้ะมีการสรา้งแบบจ าลองส าหรบัท างานกับแต่ละชุดคุณลักษณะย่อยทั้ง
สามชุดรวมทัง้หมด 12 แบบจ าลอง โดยมีการใชง้านหลกัการวิศวกรรมคณุลกัษณะและการจดัการ
ความไม่สมดุลกันของข้อมูลแตกต่างกันไปในแต่ละอัลกอริทึมของแบบจ าลอง โดยเลือก
ประยกุตใ์ชง้านจากขอ้มลูประสิทธิภาพและความเหมาะสมจากแบบจ าลองในหวัขอ้ก่อนหนา้ โดย
ทัง้ 12 แบบจ าลองประกอบดว้ย 
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1. Logistic Regression ที่ ใช้งาน SMOTE และ  CatBoost Encoding ร่วมกับชุด
คณุลกัษณะ Personal (LR-Smote-Cb-Per) 

2. Logistic Regression ที่ ใช้งาน SMOTE และ  CatBoost Encoding ร่วมกับชุด
คณุลกัษณะ Contact (LR-Smote-Cb-Con) 

3. Logistic Regression ที่ ใช้งาน SMOTE และ  CatBoost Encoding ร่วมกับชุด
คณุลกัษณะ Economics (LR-Smote-Cb-Eco) 

4. Random Forest ที่ ใ ช้ ง า น  SMOTE แ ล ะ  BaseN Encoding ร่ ว ม กั บ ชุ ด
คณุลกัษณะ Personal (RF-Smote-Bn-Per) 

5. Random Forest ที่ ใ ช้ ง า น  SMOTE แ ล ะ  BaseN Encoding ร่ ว ม กั บ ชุ ด
คณุลกัษณะ Contact (RF-Smote-Bn-Con) 

6. Random Forest ที่ ใ ช้ ง า น  SMOTE แ ล ะ  BaseN Encoding ร่ ว ม กั บ ชุ ด
คณุลกัษณะ Economics (RF-Smote-Bn-Eco) 

7. LightGBM ที่ ใ ช้ ง าน  Class Weight แล ะ  CatBoost Encoding ร่ ว ม กั บ ชุ ด
คณุลกัษณะ Personal (LGBM-ClassW-Cb-Per) 

8. LightGBM ที่ ใ ช้ ง าน  Class Weight แล ะ  CatBoost Encoding ร่ ว ม กั บ ชุ ด
คณุลกัษณะ Contact (LGBM-ClassW-Cb-Con) 

9. LightGBM ที่ ใ ช้ ง าน  Class Weight แล ะ  CatBoost Encoding ร่ ว ม กั บ ชุ ด
คณุลกัษณะ Economics (LGBM-ClassW-Cb-Eco) 

10. XGBoost ที่ ใ ช้ ง า น  Random Undersampling แ ล ะ  CatBoost Encoding 
รว่มกบัชดุคณุลกัษณะ Personal (XGB-Under-Cb-Per) 

11. XGBoost ที่ ใ ช้ ง า น  Random Undersampling แ ล ะ  CatBoost Encoding 
รว่มกบัชดุคณุลกัษณะ Contact (XGB-Under-Cb-Con) 

12. XGBoost ที่ ใ ช้ ง า น  Random Undersampling แ ล ะ  CatBoost Encoding 
รว่มกบัชดุคณุลกัษณะ Economics (XGB-Under-Cb-Eco) 

การประเมินและเปรียบเทียบประสิทธิภาพของแบบจ าลองยงัคงมุ่งเนน้ไปยงัค่า Recall 
ของกลุ่มลูกคา้ที่ท าการสมัครผลิตภัณฑ์ (Class 1) และ Accuracy ของแบบจ าลอง เพื่อคน้หา
แบบจ าลองที่มีประสิทธิภาพในการจ าแนกลูกค้าที่มีแนวโน้มในการสมัครผลิตภัณฑ์ได้อย่าง
ครบถว้น โดยที่ความแม่นย าของแบบจ าลองยงัอยู่ในเกณฑท์ี่น่าพอใจ 
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ภาพประกอบที่  55 แสดงการเปรียบเทียบค่า Recall ของกลุ่มลูกค้าที่ท าการสมัคร
ผลิตภัณฑ ์(Class 1) และค่า Accuracy ของแบบจ าลองทัง้ 12 แบบจ าลอง จากกราฟจะเห็นได้
ว่าการใช้งานชุดของคุณลักษณะ Personal ส่งผลให้แบบจ าลองมีค่าของ Recall ที่สูงขึน้เมื่อ
เปรียบเทียบกบัแบบจ าลองในหวัขอ้ก่อนหนา้อย่างเห็นไดช้ดั โดยแบบจ าลอง LR-Smote-Cb-Per 
ให้ประสิทธิภาพของ Recall สูงสุดอยู่ที่  0.96 (96%) แต่จะมีประสิทธิภาพของความแม่นย า
โดยรวมลดลงอย่างมาก โดยค่า Accuracy ลดลงเหลือเพียง 0.14 (14%) ส่วนแบบจ าลอง RF-
Smote-Bn-Per และ LGBM-ClassW-Cb-Per ใหค่้าของ Recall และ Accuracy ที่เท่ากันที่ 0.92 
(92%) และ 0.30 (30%) ตามล าดบั ในขณะที่แบบจ าลอง XGB-Under-Cb-Per มีการเพิ่มขึน้ของ
ประสิทธิภาพค่า Recall ที่ไม่ไดส้งูมากนกัอยู่ที่ 0.77 (77%) แต่ค่าของ Accuracy กลบัลดลงเหลือ
เพียง 0.36 (36%) 

ในทางกลับกันการใช้งานชุดของคุณลักษณะ Contact จะสังเกตได้ว่าแบบจ าลองมี
ประสิทธิภาพของความแม่นย าโดยรวมที่สงูขึน้ โดยมีค่าของ Accuracy ที่ใกลเ้คียงหรือเพิ่มสูงขึน้
เมื่อเปรียบเทียบแบบจ าลองในหวัขอ้ก่อนหนา้แต่จะมีค่าของ Recall ที่ลดลงอย่างเห็นไดช้ดัเช่นกนั 
โดยแบบจ าลองที่มีค่า Accuracy สูงที่สุดอยู่ที่ 0.86 (86%) ไดแ้ก่ XGB-Under-Cb-Con ส่วนค่า
ของ Recall อยู่ที่  0.36 (36%) โดยแบบจ าลองที่ มี ค่า Accuracy ในอันดับถัดๆ มา ได้แก่ 
แบบจ าลอง RF-Smote-Bn-Con, LGBM-ClassW-Cb-Con และ LR-Smote-Cb-Con ตามล าดับ 
ซึ่งมีค่าของ Accuracy เป็น 0.85 (85%), 0.81 (81%) และ 0.72 (72%) ตามล าดับ ส่วนค่าของ 
Recall มีค่าเป็น 0.48 (48%), .0.51 (51%) และ 0.59 (59%) ตามล าดบั 

ในส่วนของแบบจ าลองซึ่งมีการใช้งานชุดของคุณลักษณะ Economics พบว่าทุก
แบบจ าลองซึ่งประกอบดว้ย LR-Smote-Cb-Eco, RF-Smote-Bn-Eco, LGBM-ClassW-Cb-Eco 
และ XGB-Under-Cb-Eco ให้ผลประสิทธิภาพของ Recall และ Accuracy ที่ เท่ากันในทุกๆ 
แบบจ าลอง โดยมีค่าเป็น 0.71 (71%) และ 0.72 (72%) ตามล าดับ ซึ่งค่าประสิทธิภาพมีความ
ใกลเ้คียงกบัแบบจ าลองส่วนใหญ่ในหวัขอ้ก่อนๆ หนา้ โดยเมื่อผลที่แสดงใน Confusion Matrix ดงั
รูปที่ 56 จะพบว่าแบบจ าลองทัง้สี่ที่ใชง้านชุดของคณุลกัษณะ Economics จะท านายกลุ่มลกูคา้ที่
ท าการสมัครผลิตภัณฑ์ (Class 1) ได้ถูกต้อง (TP) จ านวนเท่ากันทั้งหมดที่ 655 ตัวอย่างข้อมูล 
และมีจ านวนตวัอย่างขอ้มูลที่มีความแตกต่างเกิดขึน้เพียง 1 ตวัอย่างขอ้มูล โดยแบบจ าลอง LR-
Smote-Cb-Eco และ  LGBM-ClassW-Cb-Eco สามารถท านายกลุ่มลูกค้าที ไม่ท าการสมัคร
ผลิตภณัฑ ์(Class 0) ไดถู้กตอ้ง (TN) เป็นจ านวนเท่ากนัที่ 5275 ตวัอย่างขอ้มลู ส่วนแบบจ าลองที่
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เหลือสามารถท านายกลุม่ลกูคา้ทีไม่ท าการสมคัรผลิตภณัฑ ์(Class 0) ไดถ้กูตอ้ง (TN) เป็นจ านวน 
5276 ตวัอย่างขอ้มลู 

 

ภาพประกอบ 55 การเปรียบเทียบค่า Recall ของกลุม่ลกูคา้ที่ท าการสมคัรผลิตภณัฑแ์ละค่า 
Accuracy ของแบบจ าลองซึ่งมีการใชง้านชดุคณุลกัษณะ Personal, Contact และ Economics 
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ภาพประกอบ 56 การเปรียบเทียบ Confusion Matrix ของแบบจ าลองซึ่งมีการใชง้าน 
ชดุคณุลกัษณะ Personal, Contact และ Economics 

ตารางที่ 10 แสดงค่าประสิทธิภาพต่างๆ ของแบบจ าลองซึ่งมีการใชง้านชุดคณุลกัษณะ 
Personal, Contact และ Economics ประกอบไปด้วย Accuracy, Recall, Precision และ F1-
Score ของทั้งสองกลุ่มของตัวอย่างข้อมูล  นอกจากนี ้ยังแสดงค่าประสิทธิภาพของ Recall, 
Precision และ F1-Score โดยรวมของแบบจ าลองแบบ weighted average ซึ่งจะมีการค านวณ
โดยค านึงถึงสดัสว่นของตวัอย่างขอ้มลูในแต่ละกลุม่ 

ตาราง 10 แสดงค่าประสิทธิภาพต่างๆ ของแบบจ าลองซึ่งมีการใชง้านชดุคณุลกัษณะ Personal, 
Contact และ Economics 

แบบจ าลอง Acc Precision Recall F1-Score 

C-0 C-1 W-avg C-0 C-1 W-avg C-0 C-1 W-avg 
LR-Smote-
Cb-Per 

0.14 0.88 0.11 0.80 0.04 0.96 0.14 0.08 0.20 0.09 

LR-Smote-
Cb-Con 

0.72 0.93 0.23 0.86 0.74 0.59 0.72 0.83 0.33 0.77 

LR-Smote-
Cb-Eco 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

RF-Smote-
Bn-Per 

0.30 0.96 0.13 0.86 0.22 0.92 0.30 0.36 0.23 0.35 

RF-Smote-
Bn-Con 

0.85 0.93 0.38 0.87 0.90 0.48 0.85 0.92 0.42 0.86 

RF-Smote-
Bn-Eco 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

LGBM-
ClassW-Cb-
Per 

0.30 0.96 0.13 0.86 0.22 0.92 0.30 0.36 0.23 0.34 

LGBM- 0.81 0.93 0.31 0.86 0.85 0.51 0.81 0.89 0.38 0.83 
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ตาราง 10 (ต่อ) 

แบบจ าลอง Acc Precision Recall F1-Score 

C-0 C-1 W-avg C-0 C-1 W-avg C-0 C-1 W-avg 
ClassW-Cb-
Con 

          

LGBM-
ClassW-Cb-
Eco 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

XGB-Under-
Cb-Per 

0.36 0.91 0.12 0.82 0.30 0.77 0.36 0.46 0.21 0.43 

XGB-Under-
Cb-Con 

0.86 0.92 0.37 0.86 0.92 0.36 0.86 0.92 0.37 0.86 

XGB-Under-
Cb-Eco 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

 

4.4 ชุดของคุณลักษณะทีม่ีความส าคัญสูงสุดสองอันดับจากการคัดเลือกคุณลักษณะ 
ในการวิจยัครัง้นีม้ีการใชง้านหลกัการการคัดเลือกคณุลกัษณะที่ส  าคญัดว้ยวิธีการต่างๆ 

เพื่อคน้หาคุณลักษณะที่ส่งผลต่อการท านายสูงที่สุดสองอันดับแรก เพื่อเป็นการลดจ านวนของ
ขอ้มูลส าหรบัการน าไปใชง้านกับแบบจ าลอง เพื่อลดความซบัซอ้นของแบบจ าลองและเป็นการ
เพิ่มประสิทธิภาพในแง่ของทรพัยากรและเวลา โดยหลักการการคัดเลือกคุณลกัษณะที่น ามาใช้
งาน ไดแ้ก่  

1. F-Value 
2. Recursive Feature Elimination (RFE) กับแบบจ าลอง Logistic Regression ที่

ใชง้านรว่มกบั SMOTE และ One-Hot Encoding (RFE(LR)) 
3. Recursive Feature Elimination (RFE) กับแบบจ าลอง  LightGBM ที่ ใช้งาน

รว่มกบั Class Weight และ One-Hot Encoding (RFE(LGBM)) 
4. Recursive Feature Elimination (RFE) กั บ แบบจ าลอ ง  XGBoost ที่ ใช้ งาน

รว่มกบั Class Weight และ One-Hot Encoding (RFE(XGB)) 
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5. SHAP กับแบบจ าลอง LightGBM ที่ใชง้านร่วมกบั Class Weight และ One-Hot 
Encoding (SHAP(LGBM)) 

6. SHAP กับแบบจ าลอง XGBoost ที่ใชง้านร่วมกับ Class Weight และ One-Hot 
Encoding (SHAP(XGB)) 

จากผลการทดลองเพื่อหาความส าคัญของคุณลักษณะของชุดข้อมูลพบว่าชุดของ
คุณลักษณะมีความส าคัญสูงสุดสองอันดับที่ไดจ้ากการใชง้านหลักการ F-Value ประกอบดว้ย 
จ านวนวนัที่ห่างจากการน าเสนอผลิตภัณฑก์่อน (pdays) และจ านวนพนักงานเฉลี่ยรายไตรมาส 
(nr.employed) ดงัภาพประกอบที่ 57 

 

ภาพประกอบ 57 ผลลพัธก์ารหาค่าความส าคญัของคณุลกัษณะดว้ยวิธีการ F-Value 

ส่วนการใชง้านหลกัการ RFE(LR) จะไดชุ้ดของคุณลักษณะที่มีความส าคัญสูงสุดสอง
อันดับประกอบด้วย จ านวนวันที่ห่างจากการน าเสนอผลิตภัณฑ์ก่อน (pdays) และระดับ
การศกึษา (education) ดงัภาพประกอบที่ 58 

 

ภาพประกอบ 58 ผลลพัธก์ารหาค่าความส าคญัของคณุลกัษณะดว้ยวิธีการ RFE(LR) 
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ส าหรับชุดของคุณลักษณะที่ ได้จากการใช้งานหลักการ RFE(LGBM), RFE(XGB), 
SHAP(LGBM) และ SHAP(XGB) ใหผ้ลลัพธ์ของชุดของคุณลักษณะที่มีความส าคัญสูงสุดสอง
อันดับที่ เหมือนกันซึ่งประกอบด้วย อัตราดอกเบี ้ยกู้ยืมระหว่างธนาคารในยุโรปรายวัน 
(euribor3m) และจ านวนพนักงานเฉลี่ยรายไตรมาส (nr.employed) ดังภาพประกอบที่ 59, 60, 
61 และ 62 ตามล าดบั 

 

ภาพประกอบ 59 ผลลพัธก์ารหาค่าความส าคญัของคณุลกัษณะดว้ยวิธีการ RFE(LGBM) 

 

ภาพประกอบ 60 ผลลพัธก์ารหาค่าความส าคญัของคณุลกัษณะดว้ยวิธีการ RFE(XGB) 
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ภาพประกอบ 61 ผลลพัธก์ารหาค่าความส าคญัของคณุลกัษณะดว้ยวิธีการ SHAP(LGBM) 
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ภาพประกอบ 62 ผลลพัธก์ารหาค่าความส าคญัของคณุลกัษณะดว้ยวิธีการ SHAP(XGB) 

โดยจะสังเกตได้ว่าคุณลักษณะ จ านวนพนักงานเฉลี่ยรายไตรมาส (nr.employed) 
ปรากฏอยู่ในชุดของคุณลักษณะที่ มีความส าคัญสูงสุดสองอันดับอยู่ถึง 5 ชุด จาก 6 ชุด
คณุลกัษณะย่อย 

ในส่วนของการใชง้านการเรียนรูด้ว้ยเครื่องแบบอธิบายได ้หรือ SHAP เพื่อคน้หาระดับ
ความส าคัญ หรือ SHAP Value ของแต่ละคุณลักษณะ จะพบว่าหลักการ SHAP(LGBM) จะมี
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เพียง 2 คุณลกัษณะ ที่มีค่าของ SHAP Value ซึ่งโดดเด่นออกมา โดยคุณลกัษณะ อัตราดอกเบีย้
กู้ยืมระหว่างธนาคารในยุโรปรายวัน (euribor3m) และจ านวนพนักงานเฉลี่ยรายไตรมาส 
(nr.employed) มีค่าของ SHAP Value อยู่ที่ 0.28 และ 0.24 ตามล าดับ ส่วนการใชง้านหลกัการ 
SHAP(XGB) จะมี 3 คณุลกัษณะ ที่มีค่าของ SHAP Value โดดเด่นออกมา ซึ่งคุณลกัษณะที่มีค่า 
SHAP Value โดดเด่นเพิ่มเติมขึน้มาคือ อัตราการจา้งงานรายไตรมาส (emp.var.rate) โดยมีค่า
อยู่ที่  0.13 ส่วนคุณลักษณะสองดับดับแรก ได้แก่  จ านวนพนักงานเฉลี่ ยรายไตรมาส 
(nr.employed) และอัตราดอกเบีย้กู้ยืมระหว่างธนาคารในยุโรปรายวัน (euribor3m) โดยมีค่า 
SHAP Value เป็น 0.17 และ 0.14 ตามล าดบั 

ตารางที่ 11 แสดงผลสรุปจากการคดัเลือกคณุลกัษณะที่มีความสงูสดุสองอนัดบัแรกจาก
วิธีการต่างๆ 

ตาราง 11 คณุลกัษณะที่มีความสงูสดุสองอนัดบัจากการคดัเลือกคณุลกัษณะดว้ยวิธีการต่างๆ 

วิธีการคัดเลือก
คุณลักษณะ 

คุณลักษณะที ่1 คุณลักษณะที ่2 

F-Value จ านวนวนัจากการติดต่อเพื่อ
น าเสนอผลิตภณัฑก์่อนหนา้ 
(pdays) 

จ านวนพนกังานรายไตรมาส 
(nr.employed) 

RFE(LR) จ านวนวนัจากการติดต่อเพื่อ
น าเสนอผลิตภณัฑก์่อนหนา้ 
(pdays) 

ระดบัการศึกษา (education) 

RFE(LGBM) จ านวนพนกังานรายไตรมาส 
(nr.employed) 

อตัราดอกเบีย้กูย้ืมระหว่างธนาคาร
ภายในยโุรปรายวนั (euribor3m) 

RFE(XGB) จ านวนพนกังานรายไตรมาส 
(nr.employed) 

อตัราดอกเบีย้กูย้ืมระหว่างธนาคาร
ภายในยโุรปรายวนั (euribor3m) 

SHAP(LGBM) จ านวนพนกังานรายไตรมาส 
(nr.employed) 

อตัราดอกเบีย้กูย้ืมระหว่างธนาคาร
ภายในยโุรปรายวนั (euribor3m) 

SHAP(XGB) จ านวนพนกังานรายไตรมาส 
(nr.employed) 

อตัราดอกเบีย้กูย้ืมระหว่างธนาคาร
ภายในยโุรปรายวนั (euribor3m) 
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4.5 การเปรียบเทยีบประสิทธิภาพของแบบจ าลองซึ่งมีการใช้งานชุดคุณลักษณะทีม่ี
ความส าคัญสูงสุดสองอันดับ 

จากผลลพัธข์องการคน้หาชดุของคณุลกัษณะย่อยที่มีความส าคญัสงูที่สดุสองอนัดบัจาก
การใช้งานวิธีการคัดเลือกคุณลักษณะทั้ง 6 แบบในหัวข้อก่อนหน้า สามารถเลือกน าชุด
คณุลกัษณะย่อยมาใชง้านไดท้ัง้หมดจ านวน 3 ชดุที่ไม่ซ  า้กนั ไดแ้ก่ 

- F-Value ประกอบดว้ยคุณลักษณะ จ านวนวันที่ห่างจากการน าเสนอผลิตภัณฑ์
ก่อน (pdays) และจ านวนพนกังานเฉลี่ยรายไตรมาส (nr.employed) 

- RFE(LR) ประกอบด้วยคุณลักษณะ จ านวนวันที่ห่างจากการน าเสนอผลิตภัณฑ์
ก่อน (pdays) และระดบัการศกึษา (education) 

- RFE(LGBM) ประกอบด้วยคุณลักษณะ จ านวนพนักงานเฉลี่ยรายไตรมาส 
(nr.employed) และอตัราดอกเบีย้กูย้ืมระหว่างธนาคารในยุโรปรายวนั (euribor3m) 

ซึ่งในหัวขอ้นีจ้ะมีการสรา้งแบบจ าลองส าหรบัท างานกับแต่ละชุดคุณลักษณะย่อยทั้ง
สามชุดรวมทัง้หมด 12 แบบจ าลอง โดยคุณลกัษณะ จ านวนวนัที่ห่างจากการน าเสนอผลิตภณัฑ์
ก่อน (pdays) มีการท าวิศวกรรมคุณลักษณะเพื่อเปลี่ยนจากคุณลักษณะชนิดตัวเลขมาเป็น
คณุลกัษณะชนิดประเภทแบบไม่เรียงล าดับ ดังนัน้จึงมีการใชง้านหลกัการวิศวกรรมคณุลกัษณะ 
Standard Scaling และ  Ordinal Encoding เพื่ อจัดการกับคุณ ลักษณ ะชนิดตัว เลข  และ
คุณลักษณะชนิดประเภทแบบมีล าดับ และใช้งาน One-Hot Encoding ส าหรับจัดการกับ
คณุลกัษณะชนิดประเภทแบบไม่มีล  าดบั ส่วนการจัดการความไม่สมดุลกันของขอ้มลูจะมีการใช้
งานแตกต่างกันไปในแต่ละอัลกอริทึมของแบบจ าลอง โดยอัลกอริทึมแบบ Logistic Regression 
และ Random Forest จะใชง้านหลกัการ SMOTE ส่วนอลักอริทึมแบบ LightGBM และ XGBoost 
จะใชง้านหลกัการ Class Weight ซึ่งทัง้ 12 แบบจ าลองประกอบดว้ย 

1. Logistic Regression ที่ ใช้งาน SMOTE ร่วมกับชุดคุณลักษณะ F-Value (LR-
Smote-Fval) 

2. Logistic Regression ที่ใช้งาน SMOTE ร่วมกับชุดคุณลักษณะ RFE(LR) (LR-
Smote-rfeLR) 

3. Logistic Regression ที่ ใช้งาน SMOTE ร่วมกับชุดคุณลักษณะ RFE(LGBM) 
(LR-Smote-rfeLGBM) 

4. Random Forest ที่ใชง้าน SMOTE ร่วมกับชุดคุณลกัษณะ F-Value (RF-Smote-
Fval) 
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5. Random Forest ที่ใชง้าน SMOTE ร่วมกบัชุดคณุลกัษณะ RFE(LR) (RF-Smote-
rfeLR) 

6. Random Forest ที่ ใช้งาน SMOTE ร่วมกับชุดคุณลักษณะ RFE(LGBM) (RF-
Smote-rfeLGBM) 

7. LightGBM ที่ ใช้งาน Class Weight ร่วมกับชุดคุณลักษณะ F-Value (LGBM-
ClassW-Fval) 

8. LightGBM ที่ใช้งาน Class Weight ร่วมกับชุดคุณลักษณะ RFE(LR) (LGBM-
ClassW-rfeLR) 

9. LightGBM ที่ ใช้ งาน  Class Weight ร่วม กับ ชุ ด คุณ ลักษณ ะ  RFE(LGBM) 
(LGBM-ClassW-rfeLGBM) 

10. XGBoost ที่ ใช้งาน Class Weight ร่วมกับชุดคุณลักษณะ F-Value (XGB-
ClassW-Fval) 

11. XGBoost ที่ ใช้งาน Class Weight ร่วมกับชุดคุณลักษณะ RFE(LR) (XGB-
ClassW-rfeLR) 

12. XGBoost ที่ใชง้าน Class Weight ร่วมกับชุดคุณลกัษณะ RFE(LGBM) (XGB-
ClassW-rfeLGBM) 

การประเมินและเปรียบเทียบประสิทธิภาพของแบบจ าลองมุ่งเน้นไปยังค่า Recall ของ
กลุ่มลูกค้าที่ท าการสมัครผลิตภัณฑ์ (Class 1) และ Accuracy ของแบบจ าลอง เพื่อค้นหา
แบบจ าลองที่มีประสิทธิภาพในการจ าแนกลูกค้าที่มีแนวโน้มในการสมัครผลิตภัณฑ์ได้อย่าง
ครบถว้น โดยที่ความแม่นย าของแบบจ าลองยงัอยู่ในเกณฑท์ี่น่าพอใจ 

ภาพประกอบที่  63 แสดงการเปรียบเทียบค่า Recall ของกลุ่มลูกค้าที่ท าการสมัคร
ผลิตภัณฑ ์(Class 1) และค่า Accuracy ของแบบจ าลองทัง้ 12 แบบจ าลอง จากกราฟจะเห็นว่า
การใชง้านชุดของคุณลกัษณะ F-Value จะใหป้ระสิทธิภาพของทั้งค่า Recall และ Accuracy ที่
ใกลเ้คียงกันในการใชง้านกบั 3 แบบจ าลอง ประกอบดว้ย LR-Smote-Fval, LGBM-ClassW-Fval 
และ XGB-ClassW-Fval โดยมีค่าประสิทธิภาพของ Recall ที่ 0.71 (71%) และค่า Accuracy ที่ 
0.72 (72%) ส่วนการใช้งานกับแบบจ าลอง RF-Smote-Fval พบว่าให้ค่า Accuracy ที่  0.87 
(87%) ซึ่งสูงที่สุดในการด าเนินการวิจัยในครั้งนี ้ แต่จะมีค่าของ Recall ที่ ค่อนข้างต ่าที่  0.49 
(49%) 
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การใชง้านชุดของคุณลักษณะ RFE(LR) จะใหผ้ลลพัธ์ประสิทธิภาพของแบบจ าลองที่
ค่อนขา้งแปรปรวน การใชง้านชุดคุณลกัษณะ RFE(LR) กับแบบจ าลอง LR-Smote-rfeLR ใหค่้า
ประสิทธิภาพของ Recall ที่ค่อนขา้งสูงที่ 0.85 (85%) แต่มีค่าของ Accuracy ที่ 0.27 (27%) ซึ่ง
ค่อนขา้งต ่า ส่วนการใชง้านกับแบบจ าลอง LGBM-ClassW-rfeLR จะให้ผลของประสิทธิภาพที่
สวนทางกนั โดยจะมีค่า Recall ที่ค่อนขา้งต ่าแต่จะไดค่้าของ Accuracy ที่ค่อนขา้งสงู โดยมีค่าอยู่
ที่ 0.24 (24%) และ 0.86 (86%) ตามล าดบั การใชง้านกบัแบบจ าลอง RF-Smote-rfeLR จะใหค่้า 
Recall ที่  0.47 (47%) และค่า Accuracy ที่  0.67 (67%) และการใช้งานกันแบบจ าลอง XGB-
ClassW-rfeLR จะไดผ้ลประสิทธิภาพที่ค่อนขา้งต ่าทัง้ในส่วนของค่า Recall และ Accuracy โดยมี
ค่าที่ 0.58 (58%) และ 0.57 (57%) ตามล าดบั 

สว่นของชดุของคณุลกัษณะ RFE(LGBM) เมื่อน าไปใชง้านกบัแบบจ าลองทัง้สี่แลว้ส่งผล
ให้ผลลัพธ์ประสิทธิภาพของทุกแบบจ าลองมีสัดส่วนออกมาที่ ใกล้เคียงกันอย่างมาก โดย
ประสิทธิภาพของทั้งสี่แบบจ าลองในส่วนของค่า Recall และ Accuracy มีสัดส่วนที่ค  านวณ
ออกมาไดเ้ท่ากนัที่ 0.71 (71%) และ 0.72 (72%) ตามล าดบั 

 

ภาพประกอบ 63 การเปรียบเทียบค่า Recall ของกลุม่ลกูคา้ที่ท าการสมคัรผลิตภณัฑ ์และค่า 
Accuracy ของแบบจ าลองซึ่งมีการใชง้านชดุคณุลกัษณะที่มีความส าคญัสงูสดุสองอนัดบัดว้ย

วิธีการ F-Value, RFE(LR) และ RFE(LGBM) 

ผลลัพธ์ที่แสดงใน Confusion Matrix ดังภาพประกอบที่ 64 จะพบว่าแบบจ าลอง LR-
Smote-rfeLR สามารถท านายกลุ่มลูกคา้ที่ท าการสมัครผลิตภัณฑ ์(Class 1) ไดถู้กตอ้ง (TP) ใน
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จ านวนที่สูงมากถึง 793 จาก 928 ตัวอย่างขอ้มูล แต่ก็จะไปลดการท านายกลุ่มลูกคา้ที่ไม่ท าการ
สมัครผลิตภัณฑ์ (Class 0) ไดถู้กตอ้ง (TN) เหลือเพียงแค่ 1,463 ตัวอย่างขอ้มูล ซึ่งค่อนขา้งต ่า
มากเมื่อเทียบกับแบบจ าลองอ่ืนๆ ส่วนแบบจ าลอง LGBM-ClassW-rfeLR สามารถท านายกลุ่ม
ลกูคา้ที่ไม่ท าการสมัครผลิตภัณฑ ์(Class 0) ไดถู้กตอ้ง (TN) ไดส้งูถึง 6,883 จาก 7,310 ตวัอย่าง
ขอ้มูล แต่จะสามารถท านายกลุ่มลูกค้าที่ท าการสมัครผลิตภัณฑ์ (Class 1) ไดถู้กตอ้ง (TP) ได้
ค่อนขา้งนอ้ยเพียง 219 ตวัอย่างขอ้มลู 

ส่วน 7 แบบจ าลองซึ่งประกอบดว้ย LR-Smote-Fval, LR-Smote-rfeLGBM, RF-Smote-
rfeLGBM, LGBM-ClassW-Fval, LGBM-ClassW-rfeLR, XGB-ClassW-Fval แ ล ะ  XGB-
ClassW-rfeLR ใหผ้ลลพัธจ์ านวนของการท านายที่ถูกตอ้งอยู่ในระดบัที่ใกลเ้คียงกนัมาก โดยทัง้ 7 
แบบจ าลองสามารถท านายกลุ่มของลูกค้าที่ท าการสมัครผลิตภัณฑ์ (Class 1) ไดถู้กตอ้ง (TP) 
เท่ากนัที่ 655 จากทัง้หมด 928 ตวัอย่างขอ้มลู และมีความแตกต่างกนัเล็กนอ้ยในการท านายกลุ่ม
ของลูกค้าที่ไม่ท าการสมัครผลิตภัณฑ์ (Class 0) ได้ถูกต้อง (TN) อยู่ระหว่าง 5,267 ถึง 5,276 
ตวัอย่างขอ้มลู 
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ภาพประกอบ 64 การเปรียบเทียบ Confusion Matrix ของแบบจ าลองซึ่งมีการใชง้านชดุ
คณุลกัษณะที่มีความส าคญัสงูสดุสองอนัดบัดว้ยวิธีการ F-Value, RFE(LR) และ RFE(LGBM) 

ตารางที่ 12 แสดงค่าประสิทธิภาพต่างๆ ของแบบจ าลองซึ่งมีการใชง้านคุณลกัษณะที่มี
ความส าคัญสูงสุดสองอันดับดว้ยวิธีการ F-Value, RFE(LR) และ RFE(LGBM) ประกอบไปดว้ย 
Accuracy, Recall, Precision และ F1-Score ของทั้งสองกลุ่มของตัวอย่างขอ้มูล นอกจากนีย้ัง
แสดงค่าประสิทธิภาพของ Recall, Precision และ F1-Score โดยรวมของแบบจ าลองแบบ 
weighted average ซึ่งจะมีการค านวณโดยค านึงถึงสดัสว่นของตวัอย่างขอ้มลูในแต่ละกลุม่ 

ตาราง 12 แสดงค่าประสิทธิภาพต่างๆ ของแบบจ าลองซึ่งมีการใชง้านชดุคณุลกัษณะที่มี
ความส าคญัสงูสดุสองอนัดบัดว้ยวิธีการ F-Value, RFE(LR) และ RFE(LGBM) 

แบบจ าลอง Acc Precision Recall F1-Score 

C-0 C-1 W-avg C-0 C-1 W-avg C-0 C-1 W-avg 
LR-Smote-
Fval 

0.72 0.95 0.24 0.87 0.71 0.71 0.72 0.82 0.36 0.77 

LR-Smote-
rfeLR 

0.27 0.92 0.12 0.83 0.20 0.85 0.27 0.33 0.21 0.32 

LR-Smote-
rfeLGBM 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

RF-Smote- 
Fval 

0.87 0.93 0.43 0.88 0.92 0.49 0.87 0.92 0.45 0.87 

RF-Smote- 
rfeLR 

0.67 0.91 0.17 0.83 0.70 0.47 0.67 0.79 0.25 0.73 

RF-Smote- 
rfeLGBM 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

LGBM-
ClassW- 
Fval 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

LGBM- 0.86 0.91 0.34 0.84 0.94 0.24 0.86 0.92 0.28 0.85 
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ตาราง 12 (ต่อ) 

แบบจ าลอง Acc Precision Recall F1-Score 

C-0 C-1 W-avg C-0 C-1 W-avg C-0 C-1 W-avg 
ClassW- 
rfeLR 

          

LGBM-
ClassW- 
rfeLGBM 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

XGB-
ClassW- 
Fval 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 

XGB-
ClassW- 
rfeLR 

0.57 0.91 0.15 0.83 0.57 0.58 0.57 0.70 0.23 0.65 

XGB-
ClassW- 
rfeLGBM 

0.72 0.95 0.24 0.87 0.72 0.71 0.72 0.82 0.36 0.77 



 

บทที ่5 
สรุปผลการวิจัย อภปิรายผล และขอ้เสนอแนะ 

ในการวิจัยเพื่อศึกษาเก่ียวกบัการใชว้ิธีการเรียนรูด้ว้ยเครื่องแบบอธิบายไดเ้พื่อวิเคราะห์
ขอ้มูลการน าเสนอผลิตภัณฑ์ทางโทรศัพท์ของธนาคาร ผู้วิจัยไดม้ีการสรา้งแบบจ าลองส าหรบั
ท านายผลของการสมัครผลิตภัณฑ์เงินฝากประจ าของลูกค้าธนาคารโดยมีการใช้วิธีการและ
หลักการที่หลากหลายประกอบไปด้วย อัลกอริทึมในการสรา้งแบบจ าลอง เช่น XGBoost การ
จัดการความไม่สมดุลกันของขอ้มูล เช่น SMOTE การท าวิศวะกรรมคุณลักษณะ เช่น One-Hot 
Encoding การคดัเลือกคณุลกัษณะ เช่น F-Value การเรียนรูด้ว้ยเครื่องแบบอธิบายได ้เช่น SHAP 
รวมไปถึงวิธีการและหลกัการอ่ืนๆ จากนัน้ไดม้ีการประเมินผลและเปรียบเทียบประสิทธิภาพของ
แบบจ าลองต่างๆ รวมไปถึงการน าเสนอผลการวิจยั เพื่อคน้หาว่าแบบจ าลองใดที่มีประสิทธิภาพที่
เหมาะสมที่สุดส าหรบัการน าไปประยุกตใ์ชง้าน หรือปัจจัยใดที่ส่งผลต่อการท านายผลลัพธ์ที่มี
ประสิทธิภาพ และนอกจากนีย้งัรวมไปถึงการน าการเรียนรูด้ว้ยเครื่องแบบอธิบายไดม้าเพื่ออธิบาย
แบบจ าลองและการท านายในระดับรายตัวอย่าง โดยสามารถแบ่งหัวข้อของการสรุปผลได้
ดงัต่อไปนี ้

1. สรุปผลการวิจยั 
2. การวิเคราะหค์วามผิดพลาดของแบบจ าลอง (Error Analysis) 
3. อภิปรายผลการวิจยั 
4. ขอ้เสนอแนะ 

5.1 สรุปผลการวิจัย 
ในงานวิจยันีม้ีการสรา้งแบบจ าลองส าหรบัการท านายการสมคัรหรือไม่สมคัรผลิตภณัฑ์

เงินฝากประจ าของลูกค้าธนาคาร โดยมีการน าวิธีการเรียนรูด้้วยเครื่องแบบอธิบายได้มาช่วย
ส าหรบัการอธิบายแบบจ าลอง วิเคราะหข์อ้มลูคณุลกัษณะที่มีความส าคญั และอธิบายการท านาย
ในระดบัรายบคุคล โดยแบบจ าลองที่สรา้งขึน้เกิดจากการประยุกตใ์ชง้านวิธีการและหลกัการต่างๆ 
เขา้ดว้ยกนั 

5.1.1 การสร้างแบบจ าลอง 
ในส่วนของอัลกอริทึมส าหรบัสรา้งแบบจ าลองมีการใช้งานทั้งหมด 4 อัลกอริทึม 

ไดแ้ก่ Logistic Regression, Random Forest, LightGBM และ XGBoost ในส่วนของการจดัการ
ความไม่สมดุลกันของข้อมูลมีการใช้งานทั้งหมด 3 วิธีการ ได้แก่  Class Weight, Random 



  129 

Undersampling และ SMOTE ในส่วนของการท าวิศวะกรรมคุณลักษณะกับคุณลักษณะชนิด
ประเภทแบบมีล าดับและคุณลักษณะชนิดตัวเลข มีการใชง้านวิธีการ Ordinal Encoding และ 
Standard Scaling ตามล าดับ ในส่วนของการท าวิศวกรรมคุณลักษณะกับคุณลักษณะชนิด
ประเภทแบบไม่มีล  าดับมีการใชง้านวิธีการทัง้หมด 3 แบบ ไดแ้ก่ One-Hot Encoding, CatBoost 
Encoding และ BaseN Encoding ในส่วนของการคัดเลือกคุณลกัษณะมีการใชง้านวิธีการต่างๆ 
ได้แก่  F-Value, Recursive Feature Elimination (RFE) และ SHAP โดยการใช้งาน RFE และ 
SHAP มีการใชง้านรว่มกบัแบบจ าลอง Logistic Regression, LightGBM และ XGBoost 

5.1.2 การคัดเลือกคุณลักษณะ 
มีการแบ่งคุณลักษณะออกเป็นชุดย่อยๆ เพื่อค้นหาชุดของคุณลักษณะที่ส่งผลให้

แบบจ าลองมีประสิทธิภาพที่ดีโดยมีการแบ่งการทดลองกบัชุดขอ้มลูย่อยออกเป็น 3 ขัน้ตอน ไดแ้ก่ 
การใชง้านทกุคณุลกัษณะในชดุขอ้มลู การใชง้านชุดคณุลกัษณะย่อยตามประเภท และการใชง้าน
ชดุคณุลกัษณะที่มีความส าคญัสงูที่สดุสองอนัดบั ซึ่งไดจ้ากขัน้ตอนของการคดัเลือกคณุลกัษณะ 

ในส่วนของชุดคุณลกัษณะย่อยตามประเภท สามารถแบ่งย่อยลงไปได ้3 ชุด ไดแ้ก่ 
ชดุคณุลกัษณะเก่ียวกบัขอ้มลูส่วนตวัของลกูคา้ธนาคาร ชุดคณุลกัษณะเก่ียวกบัการติดต่อระหว่าง
ธนาคารและลูกคา้ธนาคาร และชุดคุณลกัษณะขอ้มูลทางเศรษฐศาสตรใ์นช่วงเวลานัน้ๆ ในส่วน
ของชุดคณุลกัษณะที่มีความส าคญัสงูสดุสองอนัดบัมีการซ า้กนัของชุดคณุลกัษณะย่อยจากการใช้
งานวิธีการ RFE(LGBM), RFE(XGB), SHAP(LGBM) และ SHAP(XGB) จึงมีการเลือกมาเพียงชุด
คุณลกัษณะเดียว ดังนั้นชุดคุณลกัษณะที่มีความส าคัญสูงสุดสองอันดับจึงประกอบดว้ยชุดของ
คณุลกัษณะที่มาจากวิธีการ F-Value, RFE(LR) และ RFE(LGBM) 

การใชง้านชุดของคณุลกัษณะทัง้หมดของชดุขอ้มลูค่อนขา้งมีประสิทธิภาพในแง่ของ
ความเสถียรในการใชง้านกบัแบบจ าลองต่างๆ ซึ่งเกิดจากการประยุกตใ์ชอ้ลักอริทึมและหลกัการ
ต่างๆ เขา้ดว้ยกนั โดยแบบจ าลองส่วนใหญ่ที่ใชค้รบทุกคุณลกัษณะจะใหค่้าของ Accuracy และ
ค่า Recall ของกลุม่ลกูคา้ที่ท าการสมคัรผลิตภณัฑ ์(Class 1) อยู่ที่ประมาณ 0.70 (70%) ถึง 0.72 
(72%) สว่นการใชง้านชดุของคณุลกัษณะที่มีจ  านวนลดลงสง่ผลใหป้ระสิทธิภาพของการสรา้ง การ
เรียนรู ้และการท านายผลของแบบจ าลองเพิ่มสงูขึน้ในแง่ของเวลาที่ใชง้าน ซึ่งการใชง้านเพียงสอง
คุณลักษณะที่ส  าคัญที่สุดยังคงสามารถให้ประสิทธิภาพของแบบจ าลองในส่วนของมาตรวัดที่
สนใจได้ใกล้เคียงหรือเทียบเท่ากับการใช้งานทุกคุณลักษณะในชุดข้อมูล เมื่อมีการใช้งานกับ
แบบจ าลองที่เหมาะสม 
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5.1.3 ผลการทดลอง 
จากการสรา้งแบบจ าลองทัง้หมด 48 แบบจ าลอง จะพบว่าแบบจ าลองส่วนมากจะให้

ค่าประสิทธิภาพซึ่งสนใจในการวิจัยครั้งนี ้ ได้แก่ ค่า Recall ของกลุ่มลูกค้าที่ท าการสมัคร
ผลิตภัณฑ์ (Class 1) และค่า Accuracy ของแบบจ าลองอยู่ที่ประมาณ 0.70 (70%) ถึง 0.72 
(72%) โดยแบบจ าลองอื่นๆสว่นใหญ่ ที่นอกเหนือจากนีจ้ะมีสดัส่วนของค่า Recall ของกลุม่ลกูคา้
ที่ท าการสมัครผลิตภัณฑ์ (Class 1) และค่า Accuracy ที่ ค่อนข้างแปรผกผันกัน โดยเมื่อค่า 
Recall มีค่าสูงมากขึน้จะยิ่งท าให ้Accuracy มีค่าลดลง และในทางกลบักันค่าของ Accuracy ที่
ยิ่งสงูมากขึน้จะยิ่งท าใหค่้าของ Recall ลดต ่าลง ยกเวน้แบบจ าลอง XGB-ClassW-rfeLR ซึ่งมีค่า
ของ Recall และ Accuracy ที่ต  ่าลงทัง้คู่อยู่ที่ 0.58 (58%) และ 0.57 (57%) ตามล าดบั 

จากผลการวิจัย แบบจ าลองที่มีค่า Recall ของกลุ่มลูกคา้ที่ท าการสมัครผลิตภัณฑ ์
(Class 1) สูงที่สุดคือ LR-Smote-Cb-Per โดยเป็นแบบจ าลองที่ เกิดจากการใช้งาน  Logistic 
Regression ร่วมกบั SMOTE และ CatBoost Encoding โดยใชชุ้ดคุณลกัษณะขอ้มลูส่วนตัวของ
ลูกค้าธนาคารในการสร้างแบบจ าลอง ซึ่งมี ค่าของ Recall สูงถึง 0.96 (96%) แต่จะให้ค่า 
Accuracy ที่ค่อนขา้งต ่ามากเพียง 0.14 (14%) 

ส่วนแบบจ าลองที่มี ค่าของ Accuracy สูงที่ สุดได้แก่  RF-Smote-Fval โดยเป็น
แบบจ าลองที่เกิดจากการใชง้าน Random Forest ร่วมกบั SMOTE และ One-Hot Encoding โดย
ใชชุ้ดคุณลักษณะที่มีความส าคัญสูงสุดสองอันดับจากวิธี F-Value ซึ่งมีค่าของ Accuracy อยู่ที่ 
0.87 (87%) แต่จะมีค่า Recall ของกลุ่มลูกค้าที่ท าการสมัครผลิตภัณฑ์ (Class 1) เพียง 0.49 
(49%) 

5.1.4 การอธิบายแบบจ าลองด้วยเรียนรู้ด้วยเคร่ืองแบบอธิบายได้ 
การอธิบายในระดับแบบจ าลอง 

มีการน าการเรียนรูด้ว้ยเครื่องแบบอธิบายไดด้ว้ยวิธีการแบบ SHAP มาใชง้าน
ส าหรบัการอธิบายแบบจ าลองโดยการวาดกราฟต่างๆ เช่น Bar Plot หรือ Beeswamp Plot เป็น
ตน้ เพื่อให้สามารถเห็นไดว้่าแบบจ าลองมีวิธีการท านายผลลัพธ์โดยอา้งอิงจากคุณลักษณะใด 
ดว้ยค่าความส าคัญมากนอ้ยเพียงใด โดยเป็นการอธิบายการท างานของแบบจ าลองที่มีต่อแต่ละ
คุณลักษณะ โดยการอธิบายแบบจ าลองสามารถเพิ่มความน่าเชื่อถือของการท านายและยัง
สามารถน าไปประยุกตใ์ชก้ับกระบวนการในการช่วยตัดสินใจ หรือ Support Decision Making 
Process ได้ นอกจากนี ้SHAP ยังสามารถอธิบายการท านายในระดับย่อยของแต่ละตัวอย่าง
ขอ้มลูได ้โดยจะเป็นการอธิบายว่าค่าของคณุลกัษณะใดที่ส่งผลต่อการท านายและสง่ผลมากนอ้ย
เพียงใดจึงท าใหผ้ลลพัธอ์อกมาในรูปแบบนัน้ 
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นอกจากนี ้ในการวิจัยยังมีการน าการเรียนรู้ด้วยเครื่องแบบอธิบายได้มา
ประยุกตใ์ชส้  าหรบัขัน้ตอนการคดัเลือกคุณลกัษณะ โดยมีการใชง้านร่วมกับแบบจ าลองที่มาจาก
อัลกอริทึมแบบ LightGBM และ XGBoost โดยผลของการใชง้านการคัดเลือกคุณลักษณะด้วย 
SHAP กับทั้งสองแบบจ าลอง ให้ผลลัพธ์ของชุดคุณลักษณะที่มีความส าคัญสูงสุดสองอันดับ
ออกมาเหมือนกัน และยังเหมือนกับชุดของคุณลักษณะที่ได้จากวิธีการ RFE ที่ใช้งานร่วมกับ
แบบจ าลองที่มาจากอัลกอริทึมแบบ LightGBM และ XGBoost โดยคุณลักษณะทั้งสอง ได้แก่ 
จานวนพนกังานเฉลี่ยรายไตรมาส (nr.employed) และอตัราดอกเบีย้กูย้ืมระหว่างธนาคารในยโุรป
รายวนั (euribor3m) 

ภาพประกอบที่ 65 เป็นการวาดกราฟ Beeswamp Plot ของ SHAP Value ที่ได้
จากแบบจ าลอง XGB-ClassW ซึ่งเป็นแบบจ าลองที่มีการใช้งาน XGBoost และ One-Hot 
Encoding ร่วมกับการจัดการความไม่สมดุลกันของข้อมูลด้วย Class Weight โดยใช้ชุด
คณุลกัษณะทัง้หมด ซึ่งใหค่้า Accuracy และ Recall ที่ 0.72 (72%) และ 0.71 (71%) ตามล าดับ 
โดยจะเป็นกราฟ Beeswamp Plot ซึ่งเก่ียวขอ้งกบักราฟ Bar Plot ในภาพประกอบที่ 61 เนื่องจาก
ใชง้าน SHAP Value จากแบบจ าลองเดียวกนั 

โดยกราฟ Beeswamp Plot จะเป็นการวาดค่า SHAP Value ของแต่ละจุดขอ้มลู
ลงไปยงัแกนในแนวนอน ซึ่งเป็นค่าของ SHAP Value ทัง้ในทางบวกและในทางลบ โดยฝ่ังขวาของ
แกนจะเป็นค่าในทางบวกซึ่งจะส่งผลใหแ้บบจ าลองมีแนวโนม้ท านายเป็น Positive Class ส่วนฝ่ัง
ซา้ยของแกนจะเป็นค่าในทางลบซึ่งจะสง่ผลใหแ้บบจ าลองมีแนวโนม้ท านายเป็น Negative Class 
โดยสีของตัวอย่างข้อมูลจะหมายถึงค่าจริงของคุณลักษณะของตัวอย่างขอ้มูลนั้นๆ สีชมพูจะ
หมายถึงค่าของคณุลกัษณะนัน้ๆ มีค่าที่สงู สว่นสีฟ้าจะหมายถึงค่าของคณุลกัษณะนัน้ๆ มีค่าที่ต  ่า 
นอกจากนีย้ังสามารถดูความหนาแน่นและของขอ้มูลไดโ้ดยการดูจ านวนจุดที่หนาแน่นและเพิ่ม
สูงขึน้ใน SHAP Value นั้นๆ โดยคุณลกัษณะจะถูกวาดไล่เรียงลงมาตามล าดับความส าคัญของ
คณุลกัษณะ โดยบนสดุหมายถึงมีความส าคญัมากท่ีสดุ 

โดยจากกราฟจะสามารถแปลผลไดว้่าคณุลกัษณะ nr.employed มีความส าคญั
และส่งผลสงูที่สดุต่อการท านายของแบบจ าลอง โดยเมื่อ nr.employed มีค่าที่ต  ่า (สีฟ้า) จะส่งผล
ใหแ้บบจ าลองมีแนวโนม้ที่จะท านายตัวอย่างขอ้มูลเป็น Positive Class เนื่องจากจะสงัเกตไดว้่า
จุดข้อมูลสีฟ้าจะอยู่เลยไปในทางขวาของแกน หรือมีค่า SHAP Value ในทางบวก ส่วนเมื่อ 
nr.employed มีค่าที่สูง (สีชมพู) ซึ่งมีความหนาแน่นของขอ้มูลที่ค่อนขา้งมาก สงัเกตไดจ้ากมีจุด
ขอ้มลูเรียงตวักนัหนาแน่นและมีความสงูเพิ่มขึน้ที่ค่า SHAP Value นัน้ๆ จะส่งผลใหแ้บบจ าลองมี
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แนวโน้มที่จะท านายตัวอย่างข้อมูลเป็น Negative Class เป็นต้น โดยยิ่งจุดข้อมูลอยู่ห่างจาก
แกนกลางของ SHAP Value มากขึน้เท่าไหร่ ก็จะยิ่งแสดงถึงความส่งผลต่อการท านายของ
แบบจ าลองที่ยิ่งสงูขึน้ดว้ยทัง้ในทางบวกและทางลบ 

โดย Beeswamp Plot จะเหมาะส าหรบัการท างานกับคุณลักษณะที่เป็นชนิด
ตัวเลข โดยหากมีคุณลักษณะที่เป็นชนิดประเภทจะไม่สามารถแสดงผลไดอ้ย่างเหมาะสม เช่น 
คณุลกัษณะ contact ซึ่งประกอบดว้ยค่า ‘mobile’ และ ‘cellular’ จะถูกวาดกราฟออกมาเป็นจุดสี
เทาเนื่องจากไม่สามารถวดัค่าความสงูต ่าของขอ้มลูได ้สว่นคณุลกัษณะอื่นๆ ก็จะมีความมีอิทธิพล
ในการท านายของแบบจ าลองลดหลั่นลงไปตามล าดบั 

 

ภาพประกอบ 65 กราฟ Beeswamp Plot แสดงความสมัพนัธร์ะหว่างค่าของคณุลกัษณะและค่า
ความส าคญัของคณุลกัษณะ หรือ SHAP Value ที่ไดจ้ากแบบจ าลอง XGB-ClassW 

ภาพประกอบที่ 66 เป็นการวาดกราฟ Beeswamp Plot ของ SHAP Value ที่ได้
จากแบบจ าลอง LGBM-ClassW ซึ่งเป็นแบบจ าลองที่มีการใช้งาน LightGBM และ One-Hot 
Encoding ร่วมกับการจัดการความไม่สมดุลกันของข้อมูลด้วย Class Weight โดยใช้ชุด
คณุลกัษณะทัง้หมด ซึ่งใหค่้า Accuracy และ Recall ที่ 0.72 (72%) และ 0.71 (71%) ตามล าดับ 
ซึ่งเท่ากบัแบบจ าลอง XGB-ClassW แต่จะสามารถสงัเกตไดว้่าค่า SHAP Value ของแบบจ าลองนี ้
จะให้ผลลัพธ์ที่ แตกต่างอย่างมากจากกราฟ Beeswamp Plot ในภาพประกอบที่  65 โดย
คณุลกัษณะที่มีความส าคญัสงูที่สดุสองอนัดบัของแบบจ าลองนีจ้ากการใชง้าน SHAP จะพบว่าได้
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เปลี่ ยนแปลงเล็กน้อยโดยสลับต าแหน่งกันระหว่าง nr.employed และ euribor3m ท าให้
คณุลกัษณะที่ส  าคญัที่สดุจะกลายเป็น euribor3m แทน นอกจากนีค้วามมีอิทธิพลต่อแบบจ าลอง
หรือค่าของ SHAP Value ของคุณลักษณะ nr.employed ที่อยู่ ในช่วงสูงสุดขยายจากค่าที่
ประมาณ 0.5 ออกไปเป็นค่าที่ประมาณ 0.9 ซึ่งจะแสดงให้เห็นเมื่อตัวอย่างข้อมูลมีค่าของ 
nr.employed ที่อยู่ในระดับกลางลงไปถึงค่าต ่า จะส่งผลใหแ้บบจ าลองมีแนวโน้มในการท านาย
ผลลพัธเ์ป็น Positive Class หรือ ลกูคา้ท าการสมคัรผลิตภณัฑ ์เพิ่มสงูขึน้ สว่นคณุลกัษณะอื่นๆ ที่
เหลือจะเห็นไดว้่านอกจาก pdays แลว้คุณลกัษณะอ่ืนๆ ไม่มีอิทธิพลหรือส่งผลต่อแนวโนม้ในการ
ท านายของแบบจ าลอง โดยมีค่าของ SHAP Value เป็น 0 ซึ่งสอดคลอ้งกบัภาพประกอบที่ 62 ซึ่ง
เป็นกราฟ Bar Plot ที่ไดจ้ากการใชง้าน SHAP Value ของแบบจ าลองเดียวกนั 

 

ภาพประกอบ 66 กราฟ Beeswamp Plot แสดงความสมัพนัธร์ะหว่างค่าของคณุลกัษณะและค่า
ความส าคญัของคณุลกัษณะ หรือ SHAP Value ที่ไดจ้ากแบบจ าลอง LGBM-ClassW 

การอธิบายในระดับตัวอย่างข้อมูล 
การอธิบายในระดับรายตัวอย่างขอ้มูลจะสามารถท าให้อธิบายพฤติกรรมของ

แบบจ าลองในการด าเนินการกับตัวอย่างข้อมูลนั้นๆ ได้อย่างแม่นย าและมีประสิทธิภาพ โดย
สามารถวิเคราะหไ์ดว้่าในแต่ละตัวอย่างขอ้มูลแบบจ าลองใชง้านคุณลกัษณะใด และค่าจริงของ
คุณลักษณะนั้นๆ ส่งผลอย่างไรในการท านายผลของตัวอย่างขอ้มูลนั้นๆ ซึ่งเหมาะสมอย่างยิ่ง
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ส าหรบัการน าไปประยุกตใ์ชเ้พื่อประกอบการรองรบักระบวนการการช่วยตดัสินใจที่แม่นย าและมี
ประสิทธิภาพมากขึน้ในระดบัรายตวัอย่างขอ้มลู 

จากภาพประกอบที่  68 เป็นการใช้งานกราฟ  Waterfall Plot เพื่ออธิบายผลของการ
ท านายตัวอย่างขอ้มูลหมายเลข 1000 จากชุดขอ้มูลส าหรบัการทดสอบ โดยเป็นการอธิบายการ
ท านายตัวอย่ างข้อมูลของแบบจ าลอง XGB-ClassW-rfeLGBM ซึ่ งใช้ชุดคุณ ลักษณะที่
ประกอบดว้ย 2 คุณลกัษณะ คือ nr.employed และ euribor3m โดยผลลพัธข์องตวัอย่างขอ้มูลนี ้
คือ ลูกค้าท าการสมัครผลิตภัณฑ์ (Positive Class หรือ Class 1) โดยจะเห็นได้ว่าคุณลักษณะ 
nr.employed ซึ่งมีค่าจริงของขอ้มูลหลังท าการ Standard Scaling อยู่ที่ -2.819 จะมีค่า SHAP 
Value เป็น 0.65 ซึ่งส่งผลอย่างมากในการท าให้แบบจ าลองท านายเป็น Positive Class ส่วน
คุณลักษณะ euribor3m ซึ่งมีค่าจริงของขอ้มูลหลงัท าการ Standard Scaling อยู่ที่ -1.527 จะมี
ค่า SHAP Value เป็น 0.29 ซึ่งส่งผลนอ้ยกว่าในการท าใหแ้บบจ าลองท านายเป็น Positive Class 
และเนื่องจากว่าแบบจ าลองมีค่าฐาน หรือ Base Value ของ SHAP ตัง้ตน้ที่ -0.126 ดงันัน้เมื่อรวม
ผลของ SHAP Value ของทัง้สองคณุลกัษณะ จะท าใหไ้ดค่้า SHAP Value รวมของตวัอย่างขอ้มลู
นี ้ที่  0.809 ซึ่งยังคงมากกว่า 0 ดังนั้นจึงท าให้แบบจ าลองท านายตัวอย่างข้อมูลเป็น Positive 
Class ซึ่งท านายไดถ้กูตอ้งดงัรายละเอียดของตวัอย่างขอ้มลูในภาพประกอบที่ 67 

ภาพประกอบที่  69 เป็นการวาดกราฟ Additive Force Plot ซึ่งสามารถใช้งานในการ
อธิบายแบบจ าลองในการท านายในระดบัตวัอย่างขอ้มลูไดเ้ช่นกัน โดยกราฟจะต่างกบั Waterfall 
Plot เพียงเล็กนอ้ยในดา้นของการแสดงผลและการจดัการขอ้มลูจุดทศนิยม 

 

ภาพประกอบ 67 รายละเอียดขอ้มลูของตวัอย่างขอ้มลูหมายเลข 1000 ประกอบดว้ยค่าของ
คณุลกัษณะ euribor3m และ nr.employed, ผลลพัธจ์ากการท านายของแบบจ าลอง 

และผลลพัธจ์รงิของตวัอย่างขอ้มลู 
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ภาพประกอบ 68 กราฟ Waterfall Plot อธิบายความส าคญัของขอ้มลูในแต่ละคณุลกัษณะว่า
สง่ผลมากนอ้ยเพียงใดและในทางบวกหรือลบต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลู

หมายเลข 1000 

 

ภาพประกอบ 69 กราฟ Additive Force Plot อธิบายความส าคญัของขอ้มลูในแต่ละคณุลกัษณะ
ว่าสง่ผลมากนอ้ยเพียงใดและในทางบวกหรือลบต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลู

หมายเลข 1000 

ภาพประกอบที่ 71 และ 72 เป็นการใช้งานกราฟ  Waterfall Plot และ Additive Force 
Plot เพื่ออธิบายผลของการท านายตัวอย่างข้อมูลหมายเลข 1002 จากชุดข้อมูลส าหรับการ
ทดสอบ ซึ่งใชง้านแบบจ าลองและชดุขอ้มลูส าหรบัทดสอบเดียวกนั โดยผลลพัธข์องตวัอย่างขอ้มลู
นี ้คือ  ลูกค้าไม่ท าการสมัครผลิตภัณฑ์ (Negative Class หรือ  Class 0) โดยจะเห็นได้ว่า
คณุลกัษณะ nr.employed ซึ่งมีค่าจริงของขอ้มลูหลงัท าการ Standard Scaling อยู่ที่ 0.846 จะมี
ค่า SHAP Value เป็น -0.24 ซึ่งส่งผลในการท าใหแ้บบจ าลองท านายเป็น Negative Class ส่วน
คณุลกัษณะ euribor3m ซึ่งมีค่าจริงของขอ้มลูหลงัท าการ Standard Scaling อยู่ที่ 0.771 จะมีค่า 
SHAP Value เป็น -0.17 ซึ่งส่งผลน้อยกว่าในการท าใหแ้บบจ าลองท านายเป็น Negative Class 
และเนื่องจากว่าแบบจ าลองมีค่าฐาน หรือ Base Value ของ SHAP ตัง้ตน้ที่ -0.126 ดงันัน้เมื่อรวม
ผลของ SHAP Value ของทัง้สองคณุลกัษณะ จะท าใหไ้ดค่้า SHAP Value รวมของตวัอย่างขอ้มลู
นีท้ี่ -0.539 ซึ่งน้อยกว่า 0 ดังนั้นจึงท าใหแ้บบจ าลองท านายตัวอย่างขอ้มูลเป็น Negative Class 
ซึ่งท านายไดถ้ตูอ้งดงัรายละเอียดของตวัอย่างขอ้มลูในภาพประกอบที่ 70 
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ภาพประกอบ 70 รายละเอียดขอ้มลูของตวัอย่างขอ้มลูหมายเลข 1002 ประกอบดว้ยค่าของ
คณุลกัษณะ euribor3m และ nr.employed, ผลลพัธจ์ากการท านายของแบบจ าลอง 

และผลลพัธจ์รงิของตวัอย่างขอ้มลู 

 

ภาพประกอบ 71 กราฟ Waterfall Plot อธิบายความส าคญัของขอ้มลูในแต่ละคณุลกัษณะว่า
สง่ผลมากนอ้ยเพียงใดและในทางบวกหรือลบต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลู

หมายเลข 1002 

 

ภาพประกอบ 72 กราฟ Additive Force Plot อธิบายความส าคญัของขอ้มลูในแต่ละคณุลกัษณะ
ว่าสง่ผลมากนอ้ยเพียงใดและในทางบวกหรือลบต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลู

หมายเลข 1002 

5.2 การวิเคราะหค์วามผิดพลาดของแบบจ าลอง (Error Analysis) 
ในหัวขอ้ของการวิเคราะหค์วามผิดพลาดจะเป็นส่วนของวิเคราะหเ์พื่อคน้หาสาเหตุซึ่ง

ส่งผลให้แบบจ าลองมีการท างานที่ผิดพลาด โดยจะมีการคัดเลือกแบบจ าลองขึ ้นมาหนึ่ง
แบบจ าลองส าหรบัการวิเคราะหแ์ละอธิบายความผิดพลาดดว้ยหลกัการต่างๆ 
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แบบจ าลองที่เลือกน ามาใช้ส  าหรบัการวิเคราะห์ความผิดพลาดในงานวิจัยครัง้นี ้คือ 
แบบจ าลอง XGB-ClassW-rfeLGBM ซึ่งเป็นการประยุกต์ใช้งาน XGBoost ร่วมกับ One-Hot 
Encoding และ Class Weight ในการจัดการความไม่สมดุลกันของข้อมูล  โดยใช้งานชุด
คุณลักษณะที่มีความส าคัญสูงสุดสองอันดับที่ได้จากการท า RFE(LightGBM) ประกอบด้วย 
จ านวนพนกังานเฉลี่ยรายไตรมาส (nr.employed) และอตัราดอกเบีย้กูย้ืมระหว่างธนาคารในยโุรป
รายวนั (euribor3m) 

โดยค่าประสิทธิภาพของแบบจ าลอง XGB-ClassW-rfeLGBM มีค่า Accuracy เป็น 
0.72 (72%) และมีค่า Recall ของกลุ่มลูกค้าที่ท าการสมัครผลิตภัณฑ์ที่  0.71 (71%) โดยมีค่า
ประสิทธิภาพอ่ืนๆ ที่ไดจ้ากการเรียกใชง้านฟังก์ชัน Classification Report ดังภาพที่ 73 และใน
ส่วนจ านวนของการท านายทั้งถูกและผิดของแบบจ าลองเป็นไปตาม Confusion Matrix ดัง
ภาพประกอบที่ 74 

 

ภาพประกอบ 73 ค่าประสิทธิภาพต่างๆ ของแบบจ าลอง XGB-ClassW-rfeLGBM จากการเรียกใช้
งานฟังกช์นั Classification Report 
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ภาพประกอบ 74 Confusion Matrix แสดงผลลพัธจ์ากการท านายของ 
แบบจ าลอง XGB-ClassW-rfeLGBM 

จาก Confusion Matrix ในภาพประกอบที่ 74 จะเห็นไดว้่าจากตวัอย่างขอ้มลูทัง้หมดใน
ชดุขอ้มลูส าหรบัการทดสอบจ านวน 8,238 ตวัอย่างขอ้มลู มีจ านวนของการท านายกลุ่มลกูคา้ที่ท า
การสมคัรผลิตภณัฑ ์(Class 1) ไดถ้กูตอ้ง (TP) จ านวน 655 ตวัอย่างขอ้มลู จ านวนของการท านาย
กลุ่มลูกคา้ที่ไม่ท าการสมัครผลิตภัณฑ ์(Class 0) ไดถู้กตอ้ง (TN) จ านวน 5,276 ตัวอย่างขอ้มูล 
จ านวนของการท านายกลุ่มลกูคา้ที่ท าการสมัครผลิตภัณฑ ์(Class 1) ผิดพลาด (FN) หรือท านาย
เป็นไม่สมัครผลิตภัณฑจ์ านวน 273 ตัวอย่างขอ้มลู และจ านวนของการท านายกลุ่มลูกคา้ที่ไม่ท า
การสมัครผลิตภัณฑ์ (Class 0) ผิดพลาด (FP) หรือท านายเป็นสมัครผลิตภัณฑ์จ านวน 2,034 
ตวัอย่างขอ้มลู 

5.2.1 ความหนาแน่นและการกระจายตัวของข้อมูล 
ในขัน้ตน้ของการวิเคราะหค์วามผิดพลาดไดม้ีการวาดกราฟ Scatter Plot เพื่อแสดง

ความสมัพนัธร์ะหว่างคณุลกัษณะ euribor3m และ nr.employed ของชุดขอ้มลูส าหรบัการเรียนรู้
และชุดข้อมูลส าหรบัการทดสอบ ดังแสดงในภาพประกอบที่ 75 และ 76 ตามล าดับ โดยมีการ
แบ่งแยกผลลัพธ์ หรือ Class ของแต่ละตัวอย่างข้อมูลด้วยสี จากการสังเกตเบือ้งต้นจะพบว่า
ตวัอย่างขอ้มลูสามารถแบ่งแยกออกจากกนัไดช้ดัเจนเป็น 2 กลุ่ม คือ กลุ่มแรกจะมีค่า euribor3m 
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และ nr.employed ต ่า และกลุ่มที่สองจะมีค่า euribor3m และ nr.employed สูง ซึ่งภายในแต่ละ
กลุ่มมีตวัอย่างขอ้มลูทัง้ กลุ่มลกูคา้ที่ท าการสมคัร (สีเหลือง) และ กลุ่มลกูคา้ที่ไม่ท าการสมัคร (สี
ฟ้า) อยู่ปะปนกนั และไม่สามารถแยกจากกนัไดอ้ย่างชดัเจนนกั 

 

ภาพประกอบ 75 กราฟ Scatter Plot แสดงความสมัพนัธร์ะหว่างคณุลกัษณะ euribor3m และ 
nr.employed ของชดุขอ้มลูการเรียนรูโ้ดยใชง้านผลลพัธข์องตวัอย่างขอ้มลูในการจัดกลุม่ 

 

ภาพประกอบ 76 กราฟ Scatter Plot แสดงความสมัพนัธร์ะหว่างคณุลกัษณะ euribor3m และ 
nr.employed ของชดุขอ้มลูการทดสอบโดยใชง้านผลลพัธข์องตวัอย่างขอ้มลูในการจดักลุม่ 
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ภาพประกอบที่ 77 เป็นการวาดกราฟเพื่อแสดงความหนาแน่นและการกระจายตัว
ของข้อมูลส าหรบัคุณลักษณะ euribor3m จากชุดข้อมูลส าหรบัทดสอบ โดยแบ่งข้อมูลความ
หนาแน่นและการกระจายตวัออกเป็น 4 กลุ่ม โดยใชผ้ลลพัธจ์ากการท านายทัง้ 4 ประเภท จากการ
สังเกตพบว่าค่าของคุณลักษณะมีการทับซอ้นกันค่อนขา้งสูงทั้งในส่วนของกลุ่มลูกค้าที่ท าการ
สมคัรผลิตภณัฑ ์(Class 1) และไม่ท าการสมคัรผลิตภณัฑ ์(Class 0) 

กราฟเสน้สีเขียวจะแสดงความหนาแน่นและการกระจายตัวของค่า euribor3m ซึ่ง
เป็นกลุม่ขอ้มลูที่แบบจ าลองท านายกลุ่มลกูคา้ที่ท าการสมคัรผลิตภณัฑไ์ดถู้กตอ้ง (TP) ส่วนกราฟ
เสน้สีแดงจะเป็นกลุ่มขอ้มูลที่แบบจ าลองท านายกลุ่มลูกคา้ที่ไม่ท าการสมัครผลิตภัณฑผ์ิดพลาด 
(FP) โดยจะเห็นไดว้่าการกระจายตวัของขอ้มูลมีความทับซอ้นกันอยู่เป็นอย่างมาก  โดยมีค่าที่สูง
ที่สดุอยู่ที่ไม่เกิน 3 

กราฟเสน้สีฟ้าจะแสดงความหนาแน่นและการกระจายตวัของค่า euribor3m ซึ่งเป็น
กลุ่มขอ้มูลที่แบบจ าลองท านายกลุ่มลูกคา้ที่ไม่ท าการสมคัรผลิตภัณฑไ์ดถู้กตอ้ง (TN) ส่วนกราฟ
เสน้สีสม้จะเป็นกลุ่มขอ้มลูที่แบบจ าลองท านายกลุ่มลกูคา้ที่ท าการสมคัรผลิตภณัฑผ์ิดพลาด (FN) 
ซึ่งจะเห็นไดว้่าการกระจายตวัของขอ้มลูมีความทบัซอ้นกนัอยู่เป็นอย่างมากเช่นเดียวกนั โดยมีค่า
ตัง้แต่ประมาณ 3 ขึน้ไป 

 

ภาพประกอบ 77 กราฟแสดงความหนาแน่นและการกระจายตวัของขอ้มลูส าหรบัคณุลกัษณะ 
euribor3m จากชดุขอ้มลูส าหรบัการทดสอบโดยใชง้านผลลพัธจ์ากการท านายของแบบจ าลอง 

XGB-ClassW-rfeLGBM ในการจดักลุม่ 
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ภาพประกอบที่ 78 เป็นการวาดกราฟเพื่อแสดงความหนาแน่นและการกระจาย
ตวัของขอ้มลูส าหรบัคณุลกัษณะ nr.employed จากชุดขอ้มลูส าหรบัทดสอบ โดยแบ่งขอ้มลูความ
หนาแน่นและการกระจายตวัออกเป็น 4 กลุ่ม โดยใชผ้ลลพัธจ์ากการท านายทัง้ 4 ประเภท จากการ
สังเกตพบว่าค่าของคุณลักษณะมีการทับซอ้นกันค่อนขา้งสูงทั้งในส่วนของกลุ่มลูกค้าที่ท าการ
สมคัรผลิตภณัฑ ์(Class 1) และไม่ท าการสมคัรผลิตภณัฑ ์(Class 0) 

กราฟ เส้นสี เขี ยวจะแสดงความหนาแน่ นและการกระจายตั วของค่ า 
nr.employed ซึ่งเป็นกลุ่มข้อมูลที่แบบจ าลองท านายกลุ่มลูกค้าที่ท าการสมัครผลิตภัณฑ์ได้
ถูกตอ้ง (TP) ส่วนกราฟเสน้สีแดงจะเป็นกลุ่มขอ้มูลที่แบบจ าลองท านายกลุ่มลูกคา้ที่ไม่ท าการ
สมัครผลิตภัณฑผ์ิดพลาด (FP) โดยจะเห็นไดว้่าการกระจายตัวของขอ้มูลมีความทับซอ้นกันอยู่
เป็นอย่างมาก โดยมีค่าที่สงูที่สดุอยู่ที่ไม่เกิน 5,150 

กราฟเสน้สีฟ้าจะแสดงความหนาแน่นและการกระจายตัวของค่า nr.employed ซึ่ง
เป็นกลุ่มขอ้มูลที่แบบจ าลองท านายกลุ่มลูกคา้ที่ไม่ท าการสมัครผลิตภัณฑไ์ดถู้กตอ้ง (TN) ส่วน
กราฟเสน้สีสม้จะเป็นกลุม่ขอ้มลูที่แบบจ าลองท านายกลุ่มลกูคา้ที่ท าการสมคัรผลิตภณัฑผ์ิดพลาด 
(FN) ซึ่งจะเห็นไดว้่าการกระจายตวัของขอ้มลูมีความทบัซอ้นกนัอยู่เป็นอย่างมากเช่นเดียวกนั โดย
มีค่าตัง้แต่ประมาณ 5,150 ขึน้ไป 

 

ภาพประกอบ 78 กราฟแสดงความหนาแน่นและการกระจายตวัของขอ้มลูส าหรบัคณุลกัษณะ 
nr.employed จากชดุขอ้มลูส าหรบัการทดสอบโดยใชง้านผลลพัธจ์ากการท านายของแบบจ าลอง 

XGB-ClassW-rfeLGBM ในการจดักลุม่ 
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เบือ้งตน้จากการสงัเกตกราฟความหนาแน่นและการกระจายตวัของขอ้มลูท าให้
สามารถสรุปไดว้่าเนื่องจากค่าของสองคณุลกัษณะที่น ามาใชใ้นการเรียนรูข้องแบบจ าลองค่อนขา้ง
มีความทับซ้อนกันอยู่ โดยไม่สามารถแบ่งแยกกลุ่มของผลลัพธ์ไดอ้ย่างชัดเจน ดังนั้นจึงท าให้
แบบจ าลองไม่สามารถแยกแยะบางตวัอย่างขอ้มูลที่ค่าของคุณลกัษณะไปตกภายในบริเวณของ
อีกลุม่ไดอ้ย่างถกูตอ้ง 

เมื่อน าผลลพัธจ์ากการท านายของแบบจ าลองมาใชส้  าหรบัแบ่งแยกขอ้มลูในการวาด
กราฟ Scatter Plot เพื่อแสดงความสัมพันธ์ระหว่างคุณลักษณะ euribor3m และ nr.employed 
ของชุดขอ้มูลส าหรบัการเรียนรูแ้ละชุดขอ้มูลส าหรบัการทดสอบ ดังแสดงในภาพประกอบที่ 79 
และ 80 ตามล าดับ โดยจะพบว่าแมใ้ชชุ้ดขอ้มูลส าหรบัการเรียนรูใ้นการท านายก็ยังสามารถเกิด
ความผิดพลาดในการท านายได้ (สีเหลืองและเขียว) โดยกลุ่มข้อมูลที่มี ค่า euribor3m และ 
nr.employed ต ่า แบบจ าลองจะท านายเป็น กลุ่มลูกคา้ที่ท าการสมคัรผลิตภณัฑ ์(Class 1) ส่วน
กลุ่มข้อมูลที่มีค่า euribor3m และ nr.employed สูง จะถูกท านายเป็น กลุ่มลูกค้าที่ ไม่ท าการ
สมัครผลิตภัณฑ์ (Class 0) โดยในการท านายชุดขอ้มูลส าหรบัการทดสอบก็มีแนวโน้มในการ
ท านายเป็นไปในทางเดียวกนั 

 

ภาพประกอบ 79 กราฟ Scatter Plot แสดงความสมัพนัธร์ะหว่างคณุลกัษณะ euribor3m และ 
nr.employed ของชดุขอ้มลูส าหรบัการเรียนรูโ้ดยใชง้านผลลพัธจ์ากการท านายของแบบจ าลอง 

XGB-ClassW-rfeLGBM ในการจดักลุม่ 
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ภาพประกอบ 80 กราฟ Scatter Plot แสดงความสมัพนัธร์ะหว่างคณุลกัษณะ euribor3m และ 
nr.employed ของชดุขอ้มลูส าหรบัการทดสอบโดยใชง้านผลลพัธจ์ากการท านายของแบบจ าลอง 

XGB-ClassW-rfeLGBM ในการจดักลุม่ 

ภาพประกอบที่ 81 เป็นกราฟ Meshgrid เพื่อแสดงขอบเขตการตัดสินใจ หรือ 
Decision Boundary ของแบบจ าลอง XGB-ClassW-rfeLGBM ว่าค่าของคณุลกัษณะ euribor3m 
และ nr.employed ในแต่ละคู่จะส่งผลต่อการท านายของแบบจ าลองในลกัษณะใด การวาดกราฟ
เลือกใชง้านสีเพื่อแสดงค่าความน่าจะเป็นของผลลพัธ์การสมัครผลิตภัณฑ ์หรือ Positive Class 
หรือ Class 1 ของแต่ละคู่ขอ้มูลภายในกราฟ โดยสีเขียวจะหมายถึงการมีค่าความน่าจะเป็นของ
การสมคัรผลิตภณัฑท์ี่สงู (มากกว่า 0.5) ซึ่งสง่ผลใหแ้บบจ าลองท านายขอ้มลูในบรเิวณสีเขียวเป็น
ลกูคา้ที่ท าการสมคัรผลิตภณัฑ ์ในส่วนของสีแดงจะหมายถึงการมีค่าความน่าจะเป็นของการสมคัร
ผลิตภณัฑท์ี่ต  ่า (นอ้ยกว่า 0.5) ซึ่งจะส่งผลใหแ้บบจ าลองท านายขอ้มลูในบรเิวณสีแดงเป็นลกูคา้ที่
ไม่ท าการสมคัรผลิตภณัฑ ์

โดยเมื่อค่าของคณุลกัษณะ euribor3m และ nr.employed มีค่าที่ค่อนไปในทาง
สงูทัง้คู่ แบบจ าลองจะท านายความน่าจะเป็นของการสมัครผลิตภณัฑ์ออกมาต ่า ส่วนเมื่อค่าของ
ทัง้สองคุณลกัษณะมีค่าที่ค่อนไปในทางต ่า แบบจ าลองจะท านายความน่าจะเป็นของการสมัคร
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ผลิตภณัฑอ์อกมาค่อนขา้งสงู โดยค่าความน่าจะเป็นของการสมคัรผลิตภณัฑท์ี่แบบจ าลองท านาย
ออกมาอยู่ในช่วงระหว่าง 0.2 ถึง 0.8  

เมื่อเปรียบเทียบกราฟ Meshgrid กบักราฟผลลพัธจ์ากการท านายในภาพประกอบที่ 
79 และ 80 จะเห็นไดว้่าแบบจ าลองท าการท านายตัวอย่างขอ้มูลโดยเป็นไปในลักษณะเดียวกับ
ขอบเขตการตดัสินใจที่สงัเกตไดจ้ากกราฟ Meshgrid 

 

ภาพประกอบ 81 กราฟ Meshgrid เพื่อแสดงขอบเขตการตดัสินใจ หรือ Decision Boundary ของ
แบบจ าลอง XGB-ClassW-rfeLGBM 

5.2.2 การอธิบายแบบจ าลองและผลการท านายด้วยเรียนรู้ด้วยเคร่ืองแบบ
อธิบายได้ 

การอธิบายในระดับแบบจ าลอง 
จากการใชง้าน SHAP เพื่ออธิบายแบบจ าลองดังภาพประกอบที่ 82 จะพบว่า

คุณลักษณะ nr.employed มีอิทธิพลและความส าคัญต่อการท านายของแบบจ าลองที่สูงกว่า
คณุลกัษณะ euribor3m อยู่เล็กนอ้ย โดยมีค่า SHAP Value อยู่ที่ 0.22 และ 0.19 ตามล าดบั โดย
ในส่วนของกราฟในภาพประกอบที่  83 สามารถบ่งบอกได้ว่าตัวอย่างข้อมูลที่ มี ค่าของ 
nr.employed ที่สูงจะมีค่าของ SHAP Value ที่ต  ่า ซึ่งจะส่งผลให้แบบจ าลองมีโอกาสท านาย
ผลลพัธเ์ป็น Negative Class ในทางกลบักนัตวัอย่างขอ้มูลที่มีค่าของ nr.employed ที่ต  ่าจะมีค่า
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ของ SHAP Value ที่สูง ซึ่งจะส่งผลให้แบบจ าลองมีโอกาสท านายผลลัพธ์เป็น Positive Class 
มากขึน้ ซึ่งในสว่นของคณุลกัษณะ euribor3m ก็สามารถแปลผลไดเ้ป็นไปในทิศทางเดียวกนั 

 

ภาพประกอบ 82 กราฟ Bar Plot แสดงความส าคญัของคณุลกัษณะ หรือ ค่า SHAP Value ที่
สง่ผลต่อการท านายของแบบจ าลอง XGB-ClassW-rfeLGBM 

 

ภาพประกอบ 83 กราฟ Beeswamp Plot แสดงความสมัพนัธร์ะหว่างค่าของคณุลกัษณะและค่า
ความส าคญัของคณุลกัษณะ หรือ SHAP Value ที่สง่ผลต่อการท านายของ 

แบบจ าลอง XGB-ClassW-rfeLGBM 

ภาพประกอบที่ 84 เป็นกราฟ Scatter Plot ของทั้งสองคุณลักษณะเพื่อแสดง
ความสัมพันธ์ระหว่างค่าของคุณลักษณะ และค่าของ SHAP Value โดยแกนตั้งจะเป็นค่าของ 
SHAP Value และแกนนอนจะเป็นค่าของคุณลกัษณะหลงัการท า Standard Scaling แลว้ ซึ่งจะ
เห็นได้ว่ามีแนวโน้มความสัมพันธ์ไปในทิศทางเดียวกันกับการแปลผลจากกราฟ Bar Plot และ 
Beeswamp Plot 
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ภาพประกอบ 84 กราฟ Scatter Plot แสดงความสมัพนัธร์ะหว่างค่าของคณุลกัษณะและค่า
ความส าคญัของคณุลกัษณะ หรือ SHAP Value ของคณุลกัษณะ euribor3m และ nr.employed 

การอธิบายในระดับตัวอย่างข้อมูล 
การท านายผิดพลาดของกลุ่มลูกค้าทีท่ าการสมัครผลิตภัณฑ ์(FN) 

จากแบบจ าลองที่คดัเลือกมาเพื่อวิเคราะหค์วามผิดพลาด มีการดงึขอ้มลูของ
ตัวอย่างข้อมูลหมายเลข 211 จากชุดข้อมูลส าหรับทดสอบขึน้มาเพื่อท าการวิเคราะห์และ
เปรียบเทียบการท างานของแบบจ าลอง โดยขอ้มลูค่าจรงิของคณุลกัษณะ ผลลพัธจ์ากการท านาย 
และผลลัพธ์จริงของตัวอย่างข้อมูลเป็นไปตามภาพประกอบที่  85 โดยมีค่าของคุณลักษณะ 
euribor3m ที่  4.97 และค่าของคุณลักษณะ nr.employed เป็น 5228.1 โดยผลลัพธ์จริงของ
ตัวอย่างข้อมูลคือ Class 0 หรือ ไม่ท าการสมัครผลิตภัณฑ์ โดยแบบจ าลองสามารถท านาย
ตวัอย่างขอ้มลูหมายเลข 211 ไดถ้กูตอ้ง 

 

ภาพประกอบ 85 รายละเอียดขอ้มลูของตวัอย่างขอ้มลูหมายเลข 211 ประกอบดว้ยค่าของ
คณุลกัษณะ euribor3m และ nr.employed, ผลลพัธจ์ากการท านายของแบบจ าลอง 

และผลลพัธจ์รงิของตวัอย่างขอ้มลู 
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ภาพประกอบที่ 86 และ 87 เป็นการวาดกราฟ Waterfall Plot และ Additive 
Force Plot จาก SHAP Value ของตวัอย่างขอ้มลูหมายเลข 211 ซึ่งค่าของคณุลกัษณะสง่ผลใหค่้า 
SHAP Value ของทั้งสองคุณลักษณะมีค่าเป็นลบ เมื่อท าการรวมค่า SHAP Value เข้ากับค่า 
Base Value แลว้จะไดผ้ลรวมออกมาเป็น -0.54 ซึ่งนอ้ยกว่า 0 จึงท าใหแ้บบจ าลองท านายออกมา
เป็น Negative Class 

 

ภาพประกอบ 86 กราฟ Waterfall Plot อธิบายความส าคญัของคณุลกัษณะ nr.employed และ 
euribor3m ซึ่งสง่ผลในทางลบต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลูหมายเลข 211 

 

ภาพประกอบ 87 กราฟ Additive Force Plot อธิบายความส าคญัของคณุลกัษณะ nr.employed 
และ euribor3m ซึ่งสง่ผลในทางลบต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลูหมายเลข 

211 

ตัวอย่างขอ้มูลหมายเลข 2889 จากชุดขอ้มูลส าหรบัทดสอบมีขอ้มูลค่าจริง
ของคุณลักษณะ ผลลัพธ์จากการท านาย และผลลัพธ์จริงของตัวอย่างข้อมูลเป็นไปตาม
ภาพประกอบที่  88 โดยมีค่าของคุณลักษณะ euribor3m ที่  4.97 และค่าของคุณลักษณะ 
nr.employed เป็น 5228.1 ซึ่งทัง้สองคุณลกัษณะมีค่าเท่ากนักบัตวัอย่างขอ้มลูหมายเลข 211 แต่
ผลลัพธ์จริงของตัวอย่างข้อมูลนีจ้ะเป็น Class 1 หรือ ท าการสมัครผลิตภัณฑ์ โดยแบบจ าลอง
ท านายตวัอย่างขอ้มลูหมายเลข 2889 ผิดพลาด 
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ภาพประกอบ 88 รายละเอียดขอ้มลูของตวัอย่างขอ้มลูหมายเลข 2889 ประกอบดว้ยค่าของ
คณุลกัษณะ euribor3m และ nr.employed, ผลลพัธจ์ากการท านายของแบบจ าลอง 

และผลลพัธจ์รงิของตวัอย่างขอ้มลู 

จากภาพประกอบที่ 89 และ 90 จะสงัเกตไดว้่ากราฟที่ไดจ้าก SHAP Value 
ของตัวอย่างขอ้มูลหมายเลข 2889 มีลักษณะที่เหมือนกันกับกราฟที่ได้จาก SHAP Value ของ
ตวัอย่างขอ้มลูหมายเลข 211 โดยสาเหตเุนื่องมาจากว่าค่าจรงิของทัง้สองคณุลกัษณะมีค่าเท่ากนั
ในทั้งสองตัวอย่างข้อมูล ส่งผลให้แบบจ าลองท านายตัวอย่างข้อมูลหมายเลข 2889 ออกมา
ผิดพลาดเป็น Negative Class แทนที่ Positive Class 

 

ภาพประกอบ 89 กราฟ Waterfall Plot อธิบายความส าคญัของคณุลกัษณะ nr.employed และ 
euribor3m ซึ่งสง่ผลในทางลบต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลูหมายเลข 2889 

 

ภาพประกอบ 90 กราฟ Additive Force Plot อธิบายความส าคญัของคณุลกัษณะ nr.employed 
และ euribor3m ซึ่งสง่ผลในทางลบต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลูหมายเลข 

2889 
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จากขอ้มลูเบือ้งตน้จึงสามารถสรุปไดว้่าเนื่องจากทัง้สองตวัอย่างขอ้มูลมีค่า
ของ euribor3m ที่สูงกว่า 3 และค่าของ nr.employed ที่สูงกว่า 5,150 จึงส่งผลให้แบบจ าลอง
ท านายทัง้สองตวัอย่างขอ้มลูออกมาเป็น Negative Class 

การท านายผิดพลาดของกลุ่มลูกค้าทีไ่ม่ท าการสมัครผลิตภัณฑ ์(FP) 
ตัวอย่างขอ้มูลหมายเลข 8 จากชุดขอ้มูลส าหรบัทดสอบมีขอ้มูลค่าจริงของ

คณุลกัษณะ ผลลพัธจ์ากการท านาย และผลลพัธจ์รงิของตวัอย่างขอ้มลูเป็นไปตามภาพประกอบที่ 
91 โดยมีค่าของคุณลักษณะ euribor3m ที่  0.701 และค่าของคุณลักษณะ nr.employed เป็น 
5008.7 โดยผลลัพธ์จริงของตัวอย่างข้อมูลคือ Class 1 หรือ ท าการสมัครผลิตภัณฑ์ โดย
แบบจ าลองสามารถท านายตวัอย่างขอ้มลูหมายเลข 8 ไดอ้ย่างถกูตอ้ง 

 

ภาพประกอบ 91 รายละเอียดขอ้มลูของตวัอย่างขอ้มลูหมายเลข 8 ประกอบดว้ยค่าของ
คณุลกัษณะ euribor3m และ nr.employed, ผลลพัธจ์ากการท านายของแบบจ าลอง 

และผลลพัธจ์รงิของตวัอย่างขอ้มลู 

ภาพประกอบที่ 92 และ 93 เป็นการวาดกราฟ Waterfall Plot และ Additive 
Force Plot จาก SHAP Value ของตัวอย่างขอ้มูลหมายเลข 8 ซึ่งค่าของคุณลักษณะส่งผลใหค่้า 
SHAP Value ของทั้งสองคุณลักษณะมีค่าเป็นบวก เมื่อท าการรวมค่า SHAP Value เข้ากับค่า 
Base Value แลว้จะไดผ้ลรวมออกมาเป็น 0.689 ซึ่งมากกว่า 0 จึงท าใหแ้บบจ าลองท านายออกมา
เป็น Positive Class 
  



  150 

 

ภาพประกอบ 92 กราฟ Waterfall Plot อธิบายความส าคญัของคณุลกัษณะ nr.employed และ 
euribor3m ซึ่งสง่ผลในทางบวกต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลูหมายเลข 8 

 

ภาพประกอบ 93 กราฟ Additive Force Plot อธิบายความส าคญัของคณุลกัษณะ nr.employed 
และ euribor3m ซึ่งสง่ผลในทางบวกต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลูหมายเลข 8 

ตวัอย่างขอ้มลูหมายเลข 21 จากชุดขอ้มลูส าหรบัทดสอบมีขอ้มลูค่าจรงิของ
คณุลกัษณะ ผลลพัธจ์ากการท านาย และผลลพัธจ์รงิของตวัอย่างขอ้มลูเป็นไปตามภาพประกอบที่ 
94 โดยมีค่าของคุณลักษณะ euribor3m ที่  0.739 และค่าของคุณลักษณะ nr.employed เป็น 
5017.5 โดยผลลัพธ์จริงของตัวอย่างข้อมูลคือ Class 0 หรือ ไม่ท าการสมัครผลิตภัณฑ์ โดย
แบบจ าลองท านายตวัอย่างขอ้มลูหมายเลข 21 ผิดพลาดเป็น Class 1 

 

ภาพประกอบ 94 รายละเอียดขอ้มลูของตวัอย่างขอ้มลูหมายเลข 21 ประกอบดว้ยค่าของ
คณุลกัษณะ euribor3m และ nr.employed, ผลลพัธจ์ากการท านายของแบบจ าลอง 

และผลลพัธจ์รงิของตวัอย่างขอ้มลู 
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จากภาพประกอบที่ 95 และ 96 จะสงัเกตไดว้่ากราฟที่ไดจ้าก SHAP Value 
ของตัวอย่างข้อมูลหมายเลข 21 มีแนวโน้มที่ เหมือนกันกับกราฟที่ได้จาก SHAP Value ของ
ตัวอย่างข้อมูลหมายเลข 8 โดยสาเหตุเนื่องมาจากว่าค่าจริงของทั้งสองคุณลักษณะมีค่าที่
ใกลเ้คียงกันในทั้งสองตัวอย่างข้อมูล ส่งผลให้แบบจ าลองท านายตัวอย่างข้อมูลหมายเลข 21 
ออกมาผิดพลาดเป็น Positive Class แทนที่ Negative Class โดยค่า SHAP Value อยู่ที่ 0.313 

 

ภาพประกอบ 95 กราฟ Waterfall Plot อธิบายความส าคญัของคณุลกัษณะ nr.employed และ 
euribor3m ซึ่งสง่ผลในทางบวกต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลูหมายเลข 21 

 

ภาพประกอบ 96 กราฟ Additive Force Plot อธิบายความส าคญัของคณุลกัษณะ nr.employed 
และ euribor3m ซึ่งสง่ผลในทางบวกต่อการท านายของแบบจ าลองของตวัอย่างขอ้มลูหมายเลข 

21 

จากขอ้มลูเบือ้งตน้สามารถสรุปไดว้่าเนื่องจากทัง้สองตวัอย่างขอ้มลูมีค่าของ 
euribor3m ที่ต  ่ากว่า 3 และค่าของ nr.employed ที่ต  ่ากว่า 5,150 จึงส่งผลใหแ้บบจ าลองท านาย
ทัง้สองตวัอย่างขอ้มลูออกมาเป็น Positive Class 

5.2.3 การวิเคราะหค์วามผดิพลาดด้วยกราฟ T-SNE 
การใช้งาน T-SNE เป็นการลดมิติของข้อมูลแบบไม่เชิงเส้นและจัดกลุ่มขอ้มูลที่มี

ลกัษณะคลา้ยคลึงกันใหม้าอยู่ในบริเวณเดียวกัน ส่วนขอ้มูลที่มีลักษณะต่างกันจะถูกผลกัออก
เพื่อให้ห่างจากกัน โดยในการวาดกราฟ T-SNE ได้มีการด าเนินการกับชุดข้อมูลส าหรับการ
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ทดสอบเพื่อดูแนวโน้มในการจัดกลุ่มของข้อมูล โดยมีการปรับแต่ง Hyperparameter ของ 
Perplexity เพื่อคน้หาการแสดงผลของการจดักลุม่ขอ้มลูที่เหมาะสมและมีประสิทธิภาพ 

ภาพประกอบที่  97 และ 98 เป็นการวาดกราฟ T-SNE โดยใช้งานค่า Perplexity 
เท่ากบั 2 เพื่อด าเนินการกบัค่าจริงของคณุลกัษณะของตวัอย่างขอ้มลู โดยมีการใชส้ีเพื่อแบ่งกลุ่ม
ของขอ้มลู ภาพประกอบที่ 97 เป็นการแบ่งกลุ่มดว้ยสีโดยใชผ้ลลพัธข์องตวัอย่างขอ้มลู ซึ่งจะเห็น
ไดว้่ากลุ่มขอ้มลูของลกูคา้ที่ไม่ท าการสมคัรผลิตภัณฑ ์(สีเขียว) ส่วนใหญ่จะเกาะกลุ่มกนัค่อนขา้ง
หนาแน่นจ านวน 4 กลุ่ม ส่วนข้อมูลที่กระจัดกระจายออกไปทางฝ่ังขวาจะมีการปะปนกันไป
ระหว่างขอ้มูลทั้งสองกลุ่ม ซึ่งส่งผลให้การท านายตัวอย่างขอ้มูลในบริเวณนั้นท าได้ยากและมี
โอกาสผิดพลาดสูงขึน้ ส่วนภาพประกอบที่  98 เป็นการแบ่งกลุ่มด้วยสีโดยใช้ผลลัพธ์จากการ
ท านายของแบบจ าลอง โดยกลุ่มของตัวอย่างขอ้มูลที่เกาะกลุ่มกนัแน่นหนาซึ่งเป็นกลุ่มขอ้มลูของ
ลกูคา้ที่ไม่ท าการสมคัรผลิตภณัฑ ์จะเห็นไดว้่าแบบจ าลองสามารถท านายไดค่้อนขา้งถูกตอ้ง ส่วน
ตวัอย่างขอ้มลูที่มีการปะปนกนัของขอ้มลูทัง้สองกลุ่มซึ่งอยู่ทางขวาของกราฟ จะเห็นไดว้่าผลการ
ท านายสว่นใหญ่ของแบบจ าลองจะมีการท านายเป็นกลุม่ลกูคา้ที่สมคัรผลิตภณัฑ ์

 

ภาพประกอบ 97 กราฟ T-SNE โดยใชง้านค่า Perplexity เท่ากบั 2 แสดงการกระจายตวัของ
ขอ้มลูจากค่าของคณุลกัษณะของตวัอย่างขอ้มลูโดยใชผ้ลลพัธข์องตวัอย่างขอ้มลูในการแบ่งกลุม่ 
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ภาพประกอบ 98 กราฟ T-SNE โดยใชง้านค่า Perplexity เท่ากบั 2 แสดงการกระจายตวัของ
ขอ้มลูจากค่าของคณุลกัษณะของตวัอย่างขอ้มลูโดยใชผ้ลลพัธจ์ากการท านายของแบบจ าลองใน

การแบ่งกลุม่ 

ภาพประกอบที่  99 และ 100 เป็นการวาดกราฟ T-SNE โดยใช้งานค่า Perplexity 
เท่ากบั 2 เพื่อด าเนินการกบั SHAP Value ของคณุลกัษณะของแต่ละตวัอย่างขอ้มลู โดยมีการใชส้ี
เพื่อแบ่งกลุ่มของข้อมูล ภาพประกอบที่ 99 เป็นการแบ่งกลุ่มดว้ยสีโดยใชผ้ลลัพธ์ของตัวอย่าง
ข้อมูล และภาพประกอบที่  100 เป็นการแบ่งกลุ่มด้วยสีโดยใช้ผลลัพธ์จากการท านายของ
แบบจ าลอง จากการสงัเกตจะพบว่ากราฟทัง้สองมีลกัษณะที่คลา้ยคลึงกับกราฟที่ไดจ้ากการใช้
งานค่าจริงของคุณลักษณะของตัวอย่างข้อมูล โดยกลุ่มข้อมูลของลูกค้าที่ ไม่ท าการสมัคร
ผลิตภณัฑ ์(สีเขียว) จะเกาะกลุ่มกนัค่อนขา้งหนาแน่นจ านวน 4 กลุ่ม และมีการกระจายของขอ้มลู
ทัง้สองกลุ่มปะปนกันไปทางดา้นบนของกราฟ ซึ่งท าใหย้ากต่อการท านายที่มีประสิทธิภาพ โดย
แบบจ าลองจะท านายตัวอย่างข้อมูลในบริเวณดังกล่าวเป็นกลุ่มลูกค้าที่สมัครผลิตภัณฑ์  ซึ่ง
คลา้ยคลงึกบักราฟที่ไดจ้ากการใชง้านค่าจรงิของคณุลกัษณะของตวัอย่างขอ้มลู 
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ภาพประกอบ 99 กราฟ T-SNE โดยใชง้านค่า Perplexity เท่ากบั 2 แสดงการกระจายตวัของ
ขอ้มลูจากค่า SHAP Value ของคณุลกัษณะของตวัอย่างขอ้มลูโดยใชผ้ลลพัธข์องตวัอย่างขอ้มลู

ในการแบ่งกลุม่ 

 

ภาพประกอบ 100 กราฟ T-SNE โดยใชง้านค่า Perplexity เท่ากบั 2 แสดงการกระจายตวัของ
ขอ้มลูจากค่าของคณุลกัษณะของตวัอย่างขอ้มลูโดยใชผ้ลลพัธจ์ากการท านายของแบบจ าลองใน

การแบ่งกลุม่ 
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5.3 อภปิรายผลการวิจัย 
ในส่วนประสิทธิภาพของแบบจ าลองที่มีการน ามาใชง้านในการวิจัย พบว่าแบบจ าลอง

แบบ Logistic Regression ซึ่งมีความซบัซอ้นที่ไม่สงูมากนกั สามารถท างานไดดี้กบัชุดขอ้มลูการ
น าเสนอผลิตภัณฑ์เงินฝากประจ าผ่านทางโทรศัพท์ที่ใชใ้นการวิจัย ไม่แพ้แบบจ าลองที่มีความ
ซับซ้อนสูงกว่าไม่ว่าจะเป็นแบบจ าลองแบบ LightGBM หรือ XGBoost โดยเป็นแบบจ าลองที่
ค่อนข้างมีความเสถียรในการท างาน ซึ่งจากการประยุกต์ใช้ร่วมกับหลักการและวิธีการต่างๆ 
พบว่าแบบจ าลองแบบ Logistic Regression ส่วนใหญ่ให้ผลประสิทธิภาพของค่า Recall ของ
กลุม่ลกูคา้ที่ท าการสมคัรผลิตภณัฑ ์และค่า Accuracy ของแบบจ าลองอยู่ที่ประมาณ 0.70 (70%) 
ถึง 0.72 (72%) นอกจากนี ้ยังเป็นแบบจ าลองที่สามารถท านายกลุ่มลูกค้าที่ท าการสมัคร
ผลิตภัณฑ์ได้สูงที่สุดที่  0.96 (96%) เมื่อประยุกต์ใช้งานร่วมกับ CatBoost Encoding และการ
จัดการความไม่สมดุลกันของขอ้มูลแบบ SMOTE โดยน าไปใชง้านกับชุดของคุณลกัษณะขอ้มูล
สว่นบคุคลของลกูคา้ธนาคาร 

จากการใชง้านกลุ่มของชุดขอ้มูลย่อยทั้ง 3 ชุด ซึ่งประกอบดว้ยชุดคุณลักษณะขอ้มูล
ส่วนตัวของลูกค้าธนาคาร ชุดคุณลักษณะข้อมูลการติดต่อระหว่างธนาคารและลูกคา้ และชุด
คณุลกัษณะขอ้มลูทางเศรฐศาสตรใ์นช่วงเวลานัน้ๆ พบว่าชุดคณุลกัษณะขอ้มลูทางเศรฐศาสตรใ์น
ช่วงเวลานั้นๆ ท าให้แบบจ าลองมีความเสถียรมากที่สุดในทุกแบบจ าลองที่มีการใช้งานชุด
คุณลักษณะนี ้โดยมีค่า Recall ของกลุ่มลูกคา้ที่ท าการสมัครผลิตภัณฑ ์และค่า Accuracy ของ
แบบจ าลองอยู่ที่ 0.71 (71%) และ 0.72 (72%) ตามล าดับ ส่วนการใชง้านชุดขอ้มูลส่วนตัวของ
ลกูคา้ธนาคารจะส่งผลใหแ้บบจ าลองมีค่าของ Recall ของกลุ่มลกูคา้ที่ท าการสมัครผลิตภัณฑท์ี่
สูงขึน้ ซึ่งในทางกลับกันการใช้งานชุดข้อมูลการติดต่อระหว่างธนาคารและลูกค้าจะท าให้
แบบจ าลองมีประสิทธิภาพของค่า Accuracy ที่สงูขึน้แทน 

การคดัเลือกคณุลกัษณะดว้ยวิธีการต่างๆ ทัง้ 6 แบบเพื่อหาคณุลกัษณะที่มีความส าคญั
สูงที่สุดสองอันดับ พบว่าคุณลกัษณะจ านวนพนักงานเฉลี่ยรายไตรมาส (nr.employed) ปรากฏ
อยู่ในสองอันดับแรกของ 5 จาก 6 วิธีการ คุณลกัษณะที่ปรากฏบ่อยรองลงมา คือ อตัราดอกเบีย้
กูย้ืมระหว่างธนาคารในยโุรปรายวนั (euribor3m) ซึ่งปรากฏเป็นจ านวน 4 ครัง้ นอกจากนีม้ีชุดของ
คณุลกัษณะที่ปรากฏร่วมกันของคุณลกัษณะทัง้สองที่กล่าวไปอยู่ซ  า้กนัถึง 4 ชุด โดยมาจากการ
คัดเลือกคุณลักษณะดว้ยวิธี RFE ร่วมกับแบบจ าลอง LightGBM และ XGBoost รวมถึงการใช้
งาน SHAP ร่วมกับ  LightGBM และ XGBoost จากข้อมูลดังกล่าวสามารถอนุมานได้ว่าสอง
คณุลกัษณะนีค่้อนขา้งมีความส าคญัและมีอิทธิพลต่อผลลพัธข์องตวัอย่างขอ้มลู 
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นอกจากนีก้ารใชง้านชุดคุณลกัษณะมีความส าคัญสูงที่สุดสองอันดับท าใหก้ารท างาน
ของแบบจ าลอง ทัง้ในขั้นตอนการเรียนรูแ้ละขัน้ตอนการท านายของแบบจ าลองมีประสิทธิภาพ
สูงขึน้ในแง่ของการใชเ้วลาที่ลดลง และการใชง้านทรพัยากรในการจัดเก็บและค านวณขอ้มูลที่
ลดลงเช่นกนั โดยแบบจ าลองที่ใชง้านชดุคณุลกัษณะที่ประกอบดว้ย จ านวนพนกังานเฉลี่ยรายไตร
มาส (nr.employed) และอัตราดอกเบี ้ยกู้ยืมระหว่างธนาคารในยุโรปรายวัน (euribor3m) 
ค่อนข้างมีความเสถียรและสามารถให้ประสิทธิภาพเทียบเท่ากับแบบจ าลองที่มีการใช้งาน
คุณลกัษณะทั้งหมดของชุดขอ้มูลได ้โดยมีประสิทธิภาพของค่า Recall ของกลุ่มลูกคา้ที่ท าการ
สมัครผลิตภัณฑ์  และค่า Accuracy ของแบบจ าลองอยู่ ที่  0.71 (71%) และ 0.72 (72%) 
ตามล าดบั 

การใชง้านการเรียนรูด้ว้ยเครื่องแบบอธิบายไดด้ว้ยวิธีการแบบ SHAP สามารถน ามาช่วย
อธิบายได้ทั้งในระดับแบบจ าลองและในระดับรายตัวอย่างข้อมูล โดยการอธิบายในระดับ
แบบจ าลองจะเป็นการแสดงใหเ้ห็นว่าคณุลกัษณะใดที่มีค่า SHAP Value ที่สงูทัง้ในทางบวกและ
ลบและมีค่าเท่าใด ซึ่งจะส่งผลต่อการท านายของแบบจ าลองในการท านายเป็น Positive Class 
หรือ Negative Class ซึ่งจะพบว่าคุณลกัษณะจ านวนพนักงานเฉลี่ยรายไตรมาส (nr.employed) 
และอัตราดอกเบีย้กูย้ืมระหว่างธนาคารในยุโรปรายวัน (euribor3m) จะมีค่าของ SHAP Value ที่
ค่อนขา้งสงู ซึ่งเป็นการบ่งบอกว่าแบบจ าลองมีการใชง้านสองคณุลกัษณะนีเ้ป็นหลกัในการท านาย
ผลลพัธข์องตวัอย่างขอ้มลู 

การอธิบายแบบจ าลองในระดับรายตัวอย่างขอ้มูลจะมีความแม่นย ากว่าในการอธิบาย
หลกัการในการท านายผลลพัธ์แบบเฉพาะเจาะจงส าหรบัแต่ละตวัอย่างขอ้มูล โดยสามารถแสดง
ผลไดว้่าดว้ยคณุลกัษณะที่มีค่าเป็นเท่าใด ส่งผลต่อการท านายของแบบจ าลองไปในทางบวกหรือ
ลบมากน้อยเพียงใด จากนั้นจะมีการค านวณผลรวมจากทุกคุณลักษณะออกมาเพื่อสรุปว่า
แบบจ าลองจะท านายเป็น Positive Class หรือ Negative Class ซึ่งการอธิบายแบบจ าลองใน
ระดบัรายบุคคลนีม้ีประโยชนใ์นดา้นของการน าไปประยุกตใ์ชง้านเพื่อช่วยเพิ่มความน่าเชื่อถือของ
แบบจ าลองในกระบวนการช่วยในการตัดสินใจเพื่อด าเนินการบางอย่าง หรือสามารถน าไป
ประยกุตใ์ชเ้พื่อใหส้ามารถด าเนินการขัน้ตอนต่างๆ ที่เหมาะสมกบัแต่ละรายตวัอย่างขอ้มลูได ้

การวิเคราะห์ความผิดพลาดของแบบจ าลองเป็นการน าความผิดพลาดที่เกิดขึน้ของ
แบบจ าลองมาเพื่อคน้หาสาเหตุที่ก่อใหเ้กิดความผิดพลาด เพื่อใหส้ามารถรูแ้ละน าไปปรบัปรุง 
พฒันาแบบจ าลองเพื่อใหม้ีประสิทธิภาพที่สงูขึน้ โดยลกัษณะของการเรียนรูด้ว้ยเครื่องแบบอธิบาย
ไดจ้ะเป็นการอธิบายที่แบบจ าลอง ส่วนการวิเคราะหค์วามผิดพลาดจะเนน้ไปยังการอธิบายที่ตัว
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ขอ้มูลโดยตรง โดยจากการการวิเคราะหค์วามผิดพลาดของแบบจ าลองที่ ใชง้านชุดคุณลกัษณะ
จ านวนพนกังานเฉลี่ยรายไตรมาส (nr.employed) และอตัราดอกเบีย้กูย้ืมระหว่างธนาคารในยโุรป
รายวัน (euribor3m) พบว่าตัวอย่างข้อมูลส่วนใหญ่ที่ท านายผิดพลาด เกิดจากการที่ค่าของ
คุณลักษณะสองตัวข้างต้นไปตกอยู่ในบริเวณที่ตัวอย่างข้อมูลส่วนใหญ่มีผลลัพธ์ซึ่งแตกต่าง
ออกไป สง่ผลใหแ้บบจ าลองเกิดการท านายผิดพลาด 

การวิจยัในครัง้นีแ้สดงใหเ้ห็นเห็นว่าจากชุดขอ้มูลที่น ามาใชใ้นการวิจัยสามารถเลือกใช้
งานชุดของคุณลักษณะย่อยที่แตกต่างกันไปไดเ้พื่อบรรลุมาตรวัดประสิทธิภาพที่เหมาะสมและ
สนใจที่แตกต่างกันไป โดยหากต้องการค้นหาหรือตรวจจับเพียงกลุ่มลูกค้าที่ท าการสมัคร
ผลิตภัณฑ์ใหไ้ด้มากที่สุด สามารถเลือกใชง้านชุดคุณลักษณะขอ้มูลส่วนตัวของลูกคา้ธนาคาร 
หากต้องการให้แบบจ าลองมีประสิทธิภาพความแม่นย าโดยรวมที่ดี สามารถเลือกใช้งานชุด
คุณลักษณะขอ้มูลการติดต่อระหว่างธนาคารและลูกคา้ และหากตอ้งการประสิทธิภาพในการ
ท านายที่สามารถคน้หาและตรวจจบักลุม่ลกูคา้ที่ท าการสมคัรผลิตภณัฑใ์หไ้ดม้ากท่ีสดุโดยที่ความ
แม่นย าของแบบจ าลองยังอยู่ในเกณฑ์ที่ ดี สามารถเลือกใช้งานชุดคุณลักษณะข้อมูลทาง
เศรษฐศาสตรใ์นช่วงเวลานัน้ๆ ได ้

นอกจากนีย้ังค้นพบว่าหากต้องการประสิทธิภาพในการท านายที่สามารถค้นหาและ
ตรวจจับกลุ่มลูกคา้ที่ท าการสมคัรผลิตภณัฑใ์หไ้ดม้ากที่สุดโดยที่ความแม่นย าของแบบจ าลองยัง
อยู่ในเกณฑ์ที่ ดี สามารถเลือกใช้ชุดคุณลักษณะขนาดเล็กที่ประกอบด้วยคุณลักษณะจ านวน
พนกังานเฉลี่ยรายไตรมาส (nr.employed) และอตัราดอกเบีย้กูย้ืมระหว่างธนาคารในยุโรปรายวนั 
(euribor3m) ก็เพียงพอที่จะท าให้แบบจ าลองมีประสิทธิภาพที่สูงได้ ซึ่งสามารถลดการใชง้าน
ทรพัยากรคอมพิวเตอรแ์ละเวลาไดเ้ป็นอย่างมาก 

ในส่วนของการใช้งาน SHAP สามารถท าให้เข้าใจถึงวิธีการท างานหรือตัดสินใจของ
แบบจ าลองได ้โดยสามารถแสดงถึงแนวโน้มของคุณลักษณะที่มีความส าคัญและปริมาณของ
ความส าคัญที่คุณลักษณะนั้นๆ ส่งผลต่อการท านายของแบบจ าลอง ซึ่งสามารถน าไปช่วยใน
กระบวนการตัง้ค าถามและจดัเก็บขอ้มลูที่มีประสิทธิภาพมากย่ิงขึน้ โดยสามารถเลือกตดัออกการ
จัดเก็บคุณลกัษณะที่ไม่มีความส าคัญหรือความจ าเป็น และเพิ่มการจัดเก็บคุณลักษณะอ่ืนๆ ที่
คาดว่าน่าจะมีความส าคัญแทนได ้และในส่วนของการใชง้านการอธิบายแบบรายตัวอย่างขอ้มูล 
จะสามารถช่วยใหก้ารตัดสินใจด าเนินการใดๆ กบัลูกคา้แต่ละรายเป็นไปไดอ้ย่างมีประสิทธิภาพ
และตรงกับความตอ้งการของลูกคา้ โดยจะท าใหส้ามารถเพิ่มประสิทธิภาพของความพึงพอใจใน
การใชง้านของลกูคา้ได ้
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5.4 ข้อเสนอแนะ 
1. เนื่องจากชุดขอ้มูลที่น ามาใชง้านในการวิจัยเป็นชุดขอ้มูลที่มีการจัดเก็บตัง้แต่ปี พ .ศ. 

2553 จึงอาจจะท าใหข้อ้มูลมีความลา้สมัยอยู่บา้ง โดยในการน าไปประยุกตใ์ชง้านอาจจะมีการ
เลือกใชง้านกบัชดุขอ้มลูที่จดัเก็บภายใน 5 ปีลา่สดุ 

2. การท าวิศวกรรมคุณลักษณะสามารถมีการปรบัปรุงหรือประยุกต์ใช้หลักการอ่ืนๆ 
นอกเหนือจากที่ใชง้านในการวิจัยครัง้นีไ้ด ้เช่น วิธีการจัดการค่าว่างในชุดขอ้มูล หรือการจัดการ
คณุลกัษณะชนิดตวัเลขดว้ยวิธีการแบบ Min-Max Scaling แทนการใชง้าน Standard Scaling ซึ่ง
อาจสง่ผลใหแ้บบจ าลองมีประสิทธิภาพที่สงูขึน้ 

3. ชดุของคณุลกัษณะย่อยที่คดัเลือกมาสองอนัดบัเพื่อน ามาใชง้านกบัแบบจ าลอง อาจมี
การทดลองเพิ่มจ านวนของคณุลกัษณะที่มีความส าคญัสงูที่สดุเพื่อน ามาใชง้าน ซึ่งอาจจะสามารถ
เพิ่มประสิทธิภาพของแบบจ าลองได ้

4. การใชง้านการเรียนรูด้ว้ยเครื่องแบบอธิบายได ้ยงัมีวิธีการอ่ืนๆ เช่น LIME ที่เนน้ไปยงั
การวาดกราฟเพื่ออธิบายการท านายระดบัรายตวัอย่างขอ้มลู ซึ่งสามารถน ามาประยุกตใ์ชง้านได้
เช่นกนั 

5. อาจมีการเก็บคุณลักษณะของข้อมูลที่ เพิ่มมากขึน้ เช่น ลักษณะของผลิตภัณฑ์ที่
น าเสนอ อาจจะเป็นดอกเบีย้เงินฝาก จ านวนปีที่ตอ้งท าการฝากเงิน หรือคุณลักษณะของขอ้มูล
อ่ืนๆ ที่คาดว่าน่าจะมีความส าคัญ  เป็นต้น ซึ่งอาจจะสามารถช่วยเพิ่มประสิทธิภาพของ
แบบจ าลองได ้
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